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Abstract:

This thesis is devoted to the detection of multiple change-points. The first part considers
the case of change-points in the mean for Gaussien signal. In Chapter 1, we adopt a
bayesien approach : the posterior distribution of the change-points sequence is estimated
by Monte Carlo by Markov chain methods. A stochastic version of the EM algorithm is
used for estimating the hyper-parameters ofthe model. In Chapter 2, the change-points and
the means are simultaneously estimated by recovering the underlying piecewice constant
function denoted by s which is a penalized least-square estimator. We give the penalty form
and a non-asymptotic risk bound for the corresponding penalized estimator. The penalty
depends on two constants and the noise level which are unknown. In Chapter 3, given
known variance we determine the optimal values for the two constants for any function
s and size of sample by simulation study. In Chapter 4, rather than estimating the noise
level, a heuristic method is used to estimate the penalty itself using the data. We calibrate
it and test it on various simulated data sets. In Chapter 5, we propose an hybrid algorithm
combining the CART algorithm and a partial exhaustive search for the application for
large samples.

The second part considers the case of change-points in the distribution of a sequence
of independant random variables. In Chapter 6, we associate the distribution to a function
s which we estimate by maximizing the penalized likelihood and we give a risk bound for
the obtained estimator. In Chapter 7, we adapt the hybrid algorithm proposed in Chapter
5 to detect homogeneous regions in DNA sequences of two bacteria.

Keywords : Change-points detection - Penalized contrasts - Model selection - MCMC
algorithm - SAEM algorithm - CART algorithm - DNA sequences segmentation.
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Introduction

Le probléme de détection de rupture est trés important en statistique et fait 1’objet
d’un grand nombre d’études dans différents contextes depuis plus de quarante ans (voyez,
par exemple, [4, 14, 21, 42] pour un état de I’art). Cet intérét est largement motivé par les
nombreuses applications pratiques dans des domaines aussi variés que le domaine médical
[4, 10, 39, 29, 16, 60, 53], la géophysique [63], I'industrie [67], la biologie [26, 12, 3, 11],
la finance [5, 44], etc....En effet, de nombreux phénoménes sont soumis a des changements
brusques. 1l s’agit alors de détecter et localiser ces changements ou ruptures, mais aussi
d’identifier leur nature afin d’analyser le phénomene ou d’en comprendre sa structure sous-
jacente.

Nous nous intéressons dans cette thése a deux modeles de ruptures: dans les deux
premiéere parties, nous considérons le cas particulier de ruptures dans la moyenne d’un
signal gaussien et dans la troisieme celui de ruptures dans la distribution marginale d’une
suite d’observations prenant un nombre fini de valeurs.

Le probléeme de détection de ruptures peut étre formulé “en ligne” ou la détection se
traite au fur et a mesure que les observations apparaissent, ou “hors ligne” ou elle se traite
sur les observations compléetes simultanément. Dans cette thése, nous nous plagons uni-
quement dans la derniere situation. Historiquement, les auteurs se sont d’abord penchés
sur le cas d’une rupture unique, puis sur celui d’un nombre connu de ruptures. Quand
le nombre de ruptures est inconnu, la situation devient plus complexe. Plusieurs auteurs
se sont consacrés a ce probléme et ont proposé différentes méthodes. Ils obtiennent géné-
ralement des estimateurs ayant de bonnes propriétés quand la taille de I’échantillon est
grande. Bien sdr, en pratique, elle n’est pas toujours assez grande pour pouvoir considérer
ces estimateurs.

Dans une optique d’application, il s’agit de proposer des méthodes d’estimation des
instants de ruptures en se placant dans un cadre non-asymptotique, c’est-a-dire pour une
taille d’échantillon fini. Nous considérons deux approches différentes : une approche bayé-
sienne, qui fait I’'objet de la partie 1 et une approche de sélection de modéle par pénalisa-
tion, qui fait I’objet de la partie 2. Nous reprenons cette derniére approche dans la partie 3.



Détection de ruptures dans la moyenne d’un signal gaussien

Nous considérons le modele suivant :

yt=s(t) +et i=

ou €= (et) est une suite de variables aléatoires indépendantes et identiquement distribuées
de loi gaussienne centrée de variance a2. Lafonction s est supposée constante par morceaux.

Ainsi, il existe des instants ¢0 = 0 < < ... < txr —n et une suite finie (sj,... ,sxr) tels
que
Ar
S=Y! Sk avec h =]<fc-i, k]
k=1

L’objectif est I’'estimation de la fonction inconnue s. Notons que I’estimation des ins-
tants de ruptures et des moyennes recouvrent I’estimation de s.

Estimation par méthodes de Monte Carlo par chaines de Markov

Dans le chapitre 1, nous adoptons une approche bayésienne. Nous introduisons une
suite r = (rt) prenant la valeur 1 aux instants de ruptures et 0 entre deux sauts (para-
métrisation proposée par Lavielle [39] ou Tourneret et al. [62, 63]). Les suites inconnues
des configurations des instants de ruptures r et des moyennes s = (sk) sont considérées
comme des variables aléatoires et sont munies d’une distribution a priori dont I’'ensemble
des parametres est noté 9. L’objectif est I’estimation de la distribution a posteriori de la
suite des instants de ruptures conditionnellement au signal observé p(r\y;9) pour un 9
donné. Ceci permettra d’extraire des caractéristiques intéressantes telles que la probabilité
d’avoir une rupture en un instant donné i, ou la distribution a posteriori du nombre de
ruptures. La distribution a posteriori p{r\y\ 9) devient trés vite incalculable des lors que la
taille du signal est grande et nous I’estimons par un algorithme de Monte Carlo par chaine
de Markov (MCMC) de type Hasting-Métropolis. Cet algorithme consiste simplement a
échantillonner les suites de 0 et de 1 de longueur fixe n — 1. De plus, I’application de cet
algorithme rapide a basse “température” permet d’estimer les configurations des instants
de ruptures de plus grande probabilité.

Nous nous intéressons ensuite a la distribution jointe a posteriori p(r, s\y]9). Nous
proposons un algorithme hybride simple combinant I’algorithme d’Hasting-Métropolis avec
I’échantillonnage de Gibbs [6, 27] prenant en compte la structure hiérarchique naturelle :

p(s, r\y;9) = p(rly, &)p(sir, y; 9).

Une étude de simulation montre que cet algorithme converge plus rapidement que le “ré-
versible jump MCMC” introduit par Green [31], qui lui ne prend pas en compte cette
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structure.

Néanmoins, cela méne a une version lissée du signal s alors que nous souhaitions obtenir
une fonction constante par morceaux. Une autre approche consiste a estimer la moyenne
conditionnellement a la configuration des ruptures de plus grande probabilité. Cette ap-
proche a plus de sens dans ce contexte et fournit une bonne estimation de la suite des

moyennes.

Ces méthodes supposent la connaissance des paramétres des distributions a priori 6.
Plutdt que de les choisir arbitrairement, nous proposons une procédure couplant une ver-
sion stochastic de l'algorithme de EM, proposé par Delyon, Lavielle et Moulines [22] avec
I’algorithme d’Hasting-Métropolis. Elle consiste & chaque itération & adapter les paramétres
6 selon une configuration des instants de ruptures simulée par un certain nombre d’itéra-
tions du MCMC. Cet algorithme, permettant d’approcher I’estimateur du maximum de
vraisemblance des données observées, fournit une “bonne” estimation de 9.

Estimation par méthode de sélection de modele

L’objectif de la seconde partie est I’'estimation non-paramétrique de la fonction s par
une méthode de sélection de modeéle par pénalisation proposée par Birgé et Massart [7]
dans le cadre des modéles gaussiens. Le principe est de construire un critére uniquement a
partir des données qui permette d’estimer s avec le plus petit risque quadratique possible.
C’est une situation dans laquelle il peut étre préférable d’ignorer certaines ruptures cor-
respondant a des sauts de moyennes tres faibles.

Dans le chapitre 2, nous décrivons les trois étapes de la méthode. Tout d’abord, nous
considérons la collection de toutes les partitions de la grille {1,... ,n) notée M ne Nous
associons a chaque partition m de dimension notée Dm de M n, un modéle Sm qui est
le sous-espace linéaire des fonctions constantes par morceaux construites sur cette parti-
tion. Nous estimons ensuite la fonction s sur chacun des modeéles en minimisant le critére
empirique des moindres carrés noté j n défini pour u par:

~w= L, -t 2

Nous obtenons ainsi une collection d’estimateurs € M n}. Finalement le meilleur

estimateur est s = ou m est la meilleure partition obtenue par minimisation d’un critére
des moindres carrés pénalise.

Yao [66], Miao et al [51], Lavielle et Moulines [42] proposent différentes pénalités et
obtiennent des résultats de consistance de I’estimateur pénalisé correspondant. Les pro-
priétés sont asymptotiques, c’est-a-dire pour une taille d'échantillon qui tend vers I’infini.
Mais face a des données réelles, le choix d’une bonne pénalité nécessite des résultats non-
asymptotiques, c’est-a-dire pour une taille d’échantillon finie.
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A l’aide d’un résultat établi par Birgé et Massart [7] sur les processus gaussiens, nous
obtenons que pour une partition m de a-;j;; une pénalité de la forme

o* .
penn(m) = an (cilog(¢p) +c2 >

fournit une borne non-asymptotique du risque quadratique pour I’'estimateur Es[||s—s||E] =
ail/n*"WO-SW)Z2:
2

Es \\s- s||E] < C(cu c2 inf  [\\s-sm\Wl + penn(rn)] +C'(c1,c2)— .
N II£] ( )mEA4n[ penn(rn)] ( )7l

Nous en déduisons que
E» [P - s\I] < Clog(n) mmn Es [\sm - s\I] .

Donc I’estimateur pénalisé S fait aussi bien a un logn prés que le meilleur des estimateurs
de la collections {¢m,ra £ M n} en terme de risque, comme Si on connaissait s.

Le terme en log(n/jDm) dans la pénalité (et donc dans cette majoration), inhabituel
dans les criteres classiques tels que Cp de Mallows [47], provient de la richesse de la col-
lection M n. La pénalité ne dépend de la partition tu que par sa dimension: le probléme
de sélection de partitions peut se voir comme un probléme de sélection de dimensions et

s =em(Qy

Les valeurs optimales des constantes c\ et @ de la pénalité ne sont pas accessibles
théoriquement. De plus, la variance est inconnue en pratique. Nous procédons en deux
étapes pour obtenir la fonction de pénalité pe7in.

Dans le chapitre 3, nous supposons que la variance du bruit est connue et plutdt que
d’avoir a choisir les constantes c\ et @, nous proposons de déterminer leurs valeurs op-
timales : nous choisissons les valeurs c\ et ¢2 qui minimisent, uniformément en s et n,
le rapport du risque de I’estimateur associé ¢(ci,c2) a I'infimum des risque des meilleurs

estimateurs de dimensions D, ID) D= 1,... ,n}, sur toutes les dimensions D :
nliig(d,c*)~dia
infn=:i,...,,,ES[||sD - $||2]

Nous estimons ce rapport par Monte-Carlo pour une collection de fonctions s et une collec-
tion de taille d’échantillon 71. Pour une dimension D fixée, rechercher la meilleure partition
m(D) de dimension D parmi la collection M ni prend environ 0(nD) opérations. Pour ré-
duire le temps de programmation, nous employons un algorithme dynamique, de complexité
0(n2).

Dans le chapitre 4, nous supposons que la variance est inconnue. Plutét que d’utiliser
un estimateur de la variance, nous considérons la variance comme une constante et nous
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utilisons une méthode heuristique proposée par Birgé et Massart [8] qui consiste a trouver
la pénalité a partir des données. La pénalité a maintenant la forme générale suivante :

pen(D) = /3fn(D) pour tout D > 1,

ou fn est une fonction bien définie. Pour estimer /?, nous mettons en oeuvre la méthode
heuristique dont le principe est le suivant: le critére des moindres carrés 7n(sD) est une
fonction affine en fn(D) et la pente estimée est I’'opposé de la moitié de la constante /? de
la pénalité. Une étude par simulations montre que la qualité de la pénalité estimée peut
dépendre du choix des dimensions sur lesquelles estimer la pente. Nous utilisons alors une
extension de cette méthode proposée par Birgé et Massart [8] qui méne a définir des dimen-
sions “particulieres” sur lesquelles estimer cette pente. Nous avons calibré cette méthode et
I’'avons rendu complétement automatique. Nous avons réalisé plusieurs études de simula-
tions pour étudier sa performance en terme de risque. Tout d’abord, nous avons comparé
les résultats avec ceux obtenus quand la procédure est appliquée a variance connue et a
variance inconnue (la variance est substituée dans la pénalité par I’estimateur proposé par
Hall et. al [32]). Les résultats sont satisfaisants en terme de risque et encourage son uti-
lisation sur d’autres problémes. Des simulations sont ensuite proposées pour montrer le
comportement de la méthode face a des cas qui ne vérifient pas les hypothéses : la fonction
s n’est pas constante par morceaux et le bruit n’est pas gaussien. Nous discutons enfin des
cas ou la méthode calibrée ne permet pas de sélectionner la “bonne” partition et nous pro-
posons une méthode non-calibrée qui permet a l'utilisateur le choix éventuel de plusieurs
partitions. Nous avons appliqué la méthode non-calibrée pour identifier des changements
dans le comportement des francais face au virus HIV : nous segmentons la période entre
le mois de Février 1987 et le mois d’Octobre 1991 selon le nombre de tests HIV effectués
chague mois en France.

La méthode d’estimation ne peut étre appliquée que pour des signaux de taille modé-
rée (n N 5000). Dans le chapitre 5 qui présente un travail en collabaration avec Servane
Geyl, nous considérons le cas ou le signal est de trés grande taille. Nous proposons un
algorithme hybride combinant I"algorithme CART introduit par Breiman et al [13] et un
algorithme de recherche exhaustive qui consiste a considérer toutes les partitions possibles
d’une grille donnée. L’algorithme CART, de complexité O(nlogn), est utilisé ici comme
un préselectionneur de partitions “pertinentes”. Nous avons réalisé une étude de simulation
pour comparer les performances des différents algorithmes en terme de risque et en temps
de calculs. Cette étude montre que I’algorithme hybride permet d’obtenir un estimateur
proche de lI'optimal en terme de risque en un temps relativement court.

1. Université Paris Sud, France
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Détection de ruptures dans la distribution marginale d’une
suite de variables aléatoires discretes

Ce travail a été réalisé en collaboration avec Elodie Nédélec2.

Nous considérons une suite (1*)i” n de n variables aléatoires indépendantes discretes
ou Yt prend un nombre fini r de valeurs avec r > 2. Des changements brusques affectent
la distribution de la suite: les variables aléatoires ont la méme distribution sur chaque
segment d’une partition notée wig de {1,... ,n} et ont des distributions différentes d’un
segment a l’autre. Nous relions la distribution des variables a une fonction notée s définie
par :

s= "2 @i) fl/xi)
iEmo 2=1

ou

P(Yt = i) = s(t,i) =sj(i) pourtouttG/eti=1,...,r.
Ce modeéle signifie que pour chaque segment I Gmo, Yj = {Yt)t"j est une suite de variables
aléatoires indépendantes et identiquement distribuées de loi commune sj. L’objectif est
I’estimation de la fonction s par la procédure de sélection de modele présentée dans la
partie précédente. Nous considérons une collection Tn suffisamment riche de partitions

de la grille {1,... ,n}. L’estimateur de s est obtenu par minimisation de |’opposé de la
log-vraisemblance pénalisée définie pour une partition m GTn par :

r

sty 17195 @1 () pen () »

ou

Nj(i) =Y / %,=r},
tE]

est le nombre de i sur le segment J.

Nous établissons que si la pénalité vérifie pour une partition m de dimension Dm de
Tn

pen(m) = rDm (/G log + K*J
alors nous disposons d’une majoration du risque de I’estimateur pénalisé correspondant :
Es[1(s,s)] < inf <C inf I(s,m+ (C + 1)pen(m)} + C'(r, p,C),
mZFn ~ ueSm J
2. Université Paris Sud, France
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étant donnée C > 1 et ou,
. ST (i)
/ 5, u) inJ  si(log

IEmn Jem i=1 \VJ N )/

Pour obtenir ce résultat, il est nécessaire de supposer que les distributions sj sur chaque
segment | de la partition mo sont strictement positives et que la taille du plus petit segment
de toutes les partitions de Tn n’est pas trop petite. Nous imposons les hypothéese suivantes :

- Nous supposons qu’il existe une constante strictement positive p telle que pour tout
/ £EmoOettout ¢ E{1,... ,r}

si (i) > p.

- Nous prenons Tn comme étant I’ensemble des partitions de { 1 , n} construites sur
une partition “dite la plus fine” et notée mj telle que la taille Tmf du plus petit
segment de mj vérifie :

rmf > riog2 (n)

pour T une constante strictement positive.

La restriction sur la fonction s permet d’obtenir un contréle du risque de l’estimateur
pénalisé mais a pour conséquence que les constantes K\ et K2 de la pénalité dépendent de
cette restriction p.

La preuve du résultat suit la méme démarche que celle suivie par Birgé et Massart [48]
dans le cadre de fonctions de contraste bornés et s’appuie sur une inégalité de concentra-
tion de type Talagrand dle a Massart [48] qui permet de contrdler des termes intervenant
dans la fonction de risque.

Nous proposons ensuite de nous écarter de I’hypothése d’indépendance des Yt en consi-
dérant que les Yt suivent la loi d’une chaine de Markov d’ordre 1 sur chaque segment de la
partition mo : nous cherchons a détecter des ruptures dans les probabilités de transition.
Nous obtenons un résultat similaire.

Application pour la détection de régions homogénes dans une séquence
d’ADN

Une séquence d’ADN est constituée par un enchainement de bases codées par un alpha-
bet a quatre lettres y = {A, C, G, T}. Elle est formée de régions aux fonctions biologique-
ment déterminées, comme par exemple un géne, une zone codante, etc... A I'intérieur de
ces régions dites homogeénes, il existe une stabilité en fréquence des différentes bases. D’un

15



point de vue statistique, il s’agit de détecter des changements dans la distribution des dif-
férentes bases. La séquence d’ADN de longueur n est représentée par une suite Yi,... ,Yn
de n variables aléatoires a valeurs dans I’ensemble fini d’entiers {1,... ,4} représentant
I’alphabet fini {A,C, G,T}. La méthode présentée dans le chapitre 6 permet d’estimer la
loideY = (Yi,... ,17), donc d’obtenir une segmentation de la séquence et les régions ainsi
délimitées sont caractérisées d’un point de vue statitique par I'estimation des distributions
sur chacunes des régions. En pratique, la collection de partitions T n est I’'ensemble de toutes
les partitions possibles de la grille {1,... ,n}. D’un point de vue algorithmique, il s’agit de
prendre en compte la longueur des séquences qui peut atteindre plusieurs millions de bases.
Nous adaptons I’algorithme hybride proposé dans le chapitre 5. Pour la seconde étape de
cet algorithme, par analogie a I’estimation de densité par histogrammes, la pénalité est
choisie égale a
pen(m) = aDm (log (n/Dm) + 2.5).

Nous avons appliqué la procédure sur deux séquence d’ADN de la bactérie B.subtilis
et du bactériophage Lambda en considérant les deux modeéles : le modéle markovien et le
modeéle indépendant. Les résultat obtenus sont similaires et montrent que sur ces deux
exemples, le modéle markovien permet de détecter des ruptures dans la loi des (Y*)*=i} ™n,
et qu’il n’existe pas de ruptures dans les probabilités de transition. L’étude de la bactérie
B.subtilis met en évidence des régions composés de génes particuliers qui sont des génes
codants pour I’ARN ribosomiques.
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Chapitre 1

An application of MCMC methods
for the multiple change-points
problem

M. Lavielle 1 and E. Lebarbier
Cet article est paru dans le journal Signal processing en 2000.

Abstract

We present in this paper a multiple change-point analysis for which a MCMC
sampler plays a fundamental role. It is used for estimating the posterior dis-
tribution of the unknown sequence of change-points instants, and also for esti-
mating the hyperparameters of the model. Furthermore, a slight modification
of the algorithm allows one to compute the change-points sequences of high-
est probabilities. The so-called reversible jump algorithm is not necessary in
this framework, and a very much simpler and faster procedure of simulation
is proposed. We show that different interesting statistics can be derived from
the posterior distribution. Indeed, MCMC is powerful for simulating joint dis-
tributions, and its use should not be restricted to the estimation of marginal
posterior distributions, or posterior means.

KeyWOFd : Change-point détection - Gibbs Sampler - Hastings-Metropolis

Université Paris-V and Université Paris Sud, France
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Algorithm - Reversible Jump - SAEM algorithm

Résumé

Nous nous intéressons dans ce papier a un probléme de détection de ruptures
multiples, pour lequel un algorithme MCMC joue un réle fondamental. Il est
utilisé pour estimer la distribution a posteriori de la suite inconnue des instants
de rupture, et également pour estimer les hyper-parametres du modéle. De
plus, une trés lIégere modification de cet algorithme permet de déterminer les
configurations de ruptures de plus haute probabilité. Le reversible jump n’est
pas utile dans ce contexte, tandis qu’un algorithme beaucoup plus simple et plus
rapide est proposé. Différentes statistiques intéressantes peuvent étre tirées de
la distribution a posteriori. En effet, MCMC est une méthode puissante pour
simuler des distributions jointes, et son utilisation ne devrait pas étre réduite
a l’estimation des marginales ou de moyennes a posteirori.

Mots clés: Detection de ruptures - Gibbs Sampler - Algorithme d’Hastings-
Metropolis - Reversible Jump - Algorithme SAEM

1.1 Introduction

The subject of change-points analysis has been important in statistics for many years.
This significant activity is largely motivated by the big amount of applications in signal
processing (EEG, EMG and ECG analysis, geophysics, etc.) [4, 10, 39, 63], and many
theoretical results have been obtained in various contexts, see for example [4, 14, 21, 42].

Among the different approaches, we can mention the on-line (or sequential) detection of
change-points. In an off-line context, the unknown sequence of change-points instants can
be estimated by minimizing a well-suitable contrast function, see [39]. We shall adopt here
a Bayesian approach. Then, the change-point problem consists mainly in estimating the
posterior distribution of the change-points sequence. That allows, for example, to estimate
the probability that a change has occured at a given instant t. The posterior distribution of
the number of changes can also be derived. The MAP (Maximum a Posteriori) estimator
is obtained by maximizing this posterior distribution. When the changes affect the mean
of the signal, we show that the MAP estimator is a penalized least-squares estimator, that
possesses good statistical properties [42].

An MCMC method is really suitable for estimating the posterior distribution of the
change-points sequence. The Reversible Jump algorithm proposed by Green [31], is based
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on the fact that the dimension of the model can change, according to the number of
segments. Unfortunately, this algorithm converges slowly, and many iterations are needed
for estimating correctly the posterior distribution.

Another parametrization is shown to be more appropriate than the sequence (t*) of
change points. In consists in introducing a sequence (rt) that takes the value 1 at the
change-points instants, and 0 between two jumps. The advantage of this parametrization
is that the dimension of the sequence r is fixed. When the length of the observed signal
is n, the Hastings-Metropolis method proposed in this paper simply consists in sampling
sequences of 0 and 1, of fixed length n — 1. Furthermore, running this algorithm at a
low temperature allows to estimate the most likely configurations of changes. An hybrid
MCMC algorithm, combining the basic Hastings-Metropolis algorithm with the Gibbs
sampler [6, 27], can be used for estimating also the distribution of the mean sequence.
Nevertheless, we show that the posterior expectation of the mean is not appropriate in
this context, since it yields a smooth version of the signal, instead of a step function. The
distribution of the mean sequence, conditionally to the most likely configuration of change-
points, has more sense, and provides a good estimation. At the end, we show that another
slight modification of our MCMC algorithm allows to estimate the hyper-parameters of the
model. The Stochastic Approximation of Expectation Maximization (SAEM) procedure
proposed by Delyon et al. [22] merely consists in updating the set of hyperparameters
at each iteration of MCMC. This algorithm converges to a maxima of the likelihood, and
provides automatically a “good” prior distribution for the unknown sequences.

The paper is organized as follows : Section 2 describes the model of change-points
in the mean and details the prior modelling. The Hastings-Metropolis samplers used for
estimating the posterior distribution of the change-points instants are described in Section
3. Section 4 addresses the problem of recovering also the sequence of means, and the
Reversible Jump algorithm is presented. Section 5 is dedicated to the SAEM algorithm,
for the estimation of the hyper-parameters of the model.

1.2 Model and notations

Lety = (y*, t > 1), be a real process such that, for any t > 1,
(1.2.1) yt = s(t) + St

where (e*, t > 1) is a sequence of zero-mean random variables. Here, the function s to
recover is assumed to be piecewise constant. Thus, there exists some instants (r*, k > 0),
such that the function s is constant between two successive change-points instants. In
other words, there exists a sequence (ra®, k > 1) such that, for any k > 1,

1.2.2 s(t) = Tifc for all i+1<t”™rk
( ) (t)

with the convention tq —0.
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As already suggested by Lavielle [39] or Tourneret et al. [62, 63], it is convenient to
introduce a change-points process (rt, t > 1) that takes the value 1 at the change instants
and is zero between two changes:

, > - g_ if there exists k such that t = rk
(1-2'3) r’= \I Btherwise

The estimation of the change-points instants reduces to the estimation of the sequence
(r*). Then, the unknown function s will be recovered by estimating the sequences (r*) and

{mKk).

To solve this inverse problem, we shall adopt a Bayesian approach. That means that
we have to define the distribution of the non observed sequences, conditionally to the set
of observations. This distribution is usually called the posterior distribution and requires
to define first the prior distribution of (rt) and (rrtk).

Assume that the observed sequence (yt) is available between instants t ~ 1 and t = n.
First, we consider that (rt) is a sequence of independent and identically distributed (i.i.d.)
Bern%ulli random variables with parameter A Then, forany r = (r*, 1~ t ~ n- 1) in
i=101 """

(1.2.4) M A= A ALt (1- AP-1-A ALt

On the other hand, (s(E), 1 ~ t ~ n) is modeled as a sequence of i.i.d. Gaussian
random variables with mean ji and variance V. Then,

(1.2.5) tt(s(1),... ,s(n):/i,F) = f[(2irV)~Texp {“(«(O - 2\ 1
t=1 A '

For a given configuration of change-points r, YUtZi rt is the number of change-points.
Then, let Kr = YA=i rt+ 1 be the number of segments, nk —rk —rk- 1 be the length of
segment k and m = (mk, 1~ k ~ Kr) be the vector of means. Then,

a(mr;/i, V) = ir(rm,... ,mKr\rn, V)
= T7r(s(),... ,s(n) , s(t) =mk, rc x+ 1Mt <rk, 1<k <Kr ;fi,V)
" nk "
f1-26) = n (*£) P L, mk 1)z
Thus, the ra”’s are independent, and m &is Gaussian with mean fi and variance V/n

On the other hand, (E*, t > 1) is assumed to be a sequence of independent Gaussian
random variables with mean 0 and variance a2. Thus, the conditional distribution of the
observations is defined by :

1.2.7) h(u\rim'ia2) = (27rcr2)“ 2 exp i e e (_y[
k=1li=r*_1+1
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Let 6 = (&, AV, <99 be the set of hyper-parameters of the nodel. Then, the prior

distribution of (r, m) is given by

(128 H(r, i) —7e(mins i V)ir(r; A,

the complete likelinood of (y, r, m) is

(129) f(y,r,m;0) = %l|r, m Q7r(mr;//, Vy(r; A,

and the posterior distribution of (r, m) can be decomposed as

(1210) p(r, my;0) = p(rly; O)p(miy, r; 0).

For agiven value of r, the conditional distribution of m is easy to compute. Indeed, let
yk —nM'22=Tke i-i 2 ke “Ypincal mean of y in segment K. Then, equations (1.2.6)
and (1.2.7) yield

(1212) p(mly,r;0) = JKJr(27rvfc)- j\exp{-zl/* (i -
where

i2.12) - nk(\\ﬁzoe)

and

219 s

Thus, conditionally to the olbservations, the ra™s remain independent and Gaussian (a
short dermonstration of these formulae is given in the Appendix A).

The follomMng Lemma gives the posterior distribution of r:
Lemma ].2.:IKr For rﬁny configuration of change-points r, let Kr ke the number of segments

andletSr=E £  (yt“ K2 Then} the posterior distribution of r is defined by :
k—+ i+l

(L2.14) p(rly; 6) = C(y, 6) exp{-<€5r - 7Kr}
where

R v fa2+v\ /1- A
=250+ ) > F= @Iog\ B J+lgy A

and where C(y,0) ¢3a normalizing constant.
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(The proof of the Lemma is in the Appendix A)

Remarks:

1. Itis important to insist on the fact that the posterior distribution p(r\y;6) is the joint
distribution of a vector of size n~ 1. Thus, it cannot be used as it stands and should
be summarized to some characteristics. Between many others, we can consider the
following characteristics:

e Forany 1~ t ~ n—1, the marginal posterior distribution p(rt\y,0) gives the
probability to have a change-point at instant £ conditionally to the observations.

e« The MAP (Maximum a Posteriori) estimator is the particular value of r that
maximizes p(r\y, 9). In other words, it is the most likely configuration of change-
points, according to the prior and to the observations.

e For any instants ra and r®, IP(JCI=tOM ” k\y,0) is the probability to have ex-
actly k change-points between these two instants. In particular, when ra= 1
and Tb = n —1, we consider the posterior distribution of the total number of
change-points.

2. The posterior distribution of r can be written

(1.2.15) p(r\ly; 0) = C(y, 6) exp{-U9(y, n}

where Ue(ylr) = ¢j)Sr+ 7Kr is a penalized contrast, usually called energy function,
and which is the sum of two terms : the first term 5r, measures the fidelity to the
observations y while the second term Kr corresponds to a penalization term, related
to the number of change-points. The coefficients $sand 7 indicate the relative weights
given to these two criteria. A small value of 7 in front of () favor configurations with
a big number of change-points, while a big value of 7 penalizes such configurations.
The MAP estimator of r minimizes the energy function Uo(y,r). In this particular
example, the MAP estimator reduces to a penalized least-squares estimate. We can
mention that theoretical results concerning this estimator have been obtained by
Lavielle and Moulines [42] under very general conditions.

3. Unfortunately, the normalizing constant C{y)6) in (1.2.14) and (1.2.15) cannot be
computed, since it is the sum over all the possible configurations r of exp{—U$(y, r)},
that is, a sum of 2n_1 terms. In other words, the posterior distribution of r is known
up to this constant and a Monte-Carlo Markov Chain method should be used to
sample it and estimate some of its characteristics.
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1.3 The Hastings-Metropolis algorithm

1.3.1 The basic algorithm

The main idea of this algorithm is to generate an ergodic Markov chain (rW, i > 0) so
that p( *|y;9) is its stationary distribution. Then, the ergodic Theorem implies that, for
any measurable function /,

1 N

(1-3.16) I» = jv £ -fa<>
i—1

is a strongly consistent estimator of E(/(r)|y; 6), i.e. /jy converges almost surely to
E(/(r)]y; 9) when N —00, see [50] for example.

An interesting application of this result is the estimation of probabilities of specified
events, when / is an indicator function. For example, the marginal posterior distributions
of the rt s and the a posterior distribution of the number of segment Kr, can easily be
estimated. Indeed, forany 1"t~ n—1and any k > 0,

N
A

1
(1.3.17) N K ) IP(rt = I\y;0) a.s.
1
1 N
(1.3.18) — IP(~r = Kk\y, 0) a.s.
—
where = YIt=i rt® + 1is the number of segments in the configuration r*"K

The Hastings-Metropolis algorithm is an iterative procedure. At iteration i, we carry
out the following two steps:

* an admissible new value f is drawn from a proposal kernel q(r”\ r)

« f is accepted as the new state, i.e. = f, with the following probability :
1.3.19 a(r™\f) = min 11, f f
& ) {< ) I p(rw |y;i)9(r\]lv,;)
Remarks:

1. Ifthe kernel gis irreducible, then the Markov Chain (r”) isirreducible. Furthermore,
the aperiodicity of the chain is ensured if there exists two configurations (r, r') such
that a(r,r') < 1. Under these conditions, the chain (rM) is uniformly ergodic, since
it takes its values in a finite space.
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2. An initial burn-in period is introduced before collecting samples, so that the estima-
tion weakly depends on the initial guess (see [58]). If Nb is the length of this burn-in
period, then, the estimator of IE(/(r)|r; 6) proposed in (1.3.16) is replaced by

1 Nb+N

(1-3.20) ~ ()
t=Nb+l

3. For any (r, r"), let AU(r,r') = US$(y,r') —US$(y, r). Then, (1.2.15) yields

(1.3.21) =
p(rly;9)

Since the energy Ue(y, r) is a sum of local potentials, a local perturbation of the
current state rM will affect few terms of this sum and the probability of acceptance
a(rw, r) will be easy to compute.

1.3.2 The proposal kernels

As it is mentioned just above, any irreducible proposal kernel g can be used. From a
practical point of view, it is important to allow more communications between the states of
high probability in order to increase the convergence speed. In our example of application,
that can be done by using successively the following three kernels at each iteration:

1. g\ is such that the candidate f is drawn independently of the current state r:
A(r, f) = 7r(r; 0). Let /3= I/21log((<r2+ V)/a2). Then, we obtain

(1.3.22) a(r, r) = min{l, exp{—H)(Sr - Sr) - P(Kr —-Kn}}-

2. 2is such that a new change-point is created or an existing change-point is removed.
An instant s is chosen randomly in {I,,...,w —1} and we set rt = rt forall t * s
while rs = 1—rs. The acceptance probability turns out to be

(1.3.23) a(r, r) = min{l, exp{-</>[5f - Sr]% t}}-

3. With the third considered kernel €3, an existing change-point instant is moved. Two
instants (5,s') are randomly chosen such that rs = 1 and ry = 0. Then, rt = rt for
allE/ s,s" while fs= 0 and fy = 1. In this case, the acceptance probability is

(1.3.24) a(r, r) —min{l,exp{~-0(5f ~ 5r)}}.

We propose an example to illustrate this algorithm. We simulate a sequence y —
(yi,..., yn) with n = 500. There are four change-points at T\ — 75, r2 = 150, rs = 250,
and T\ —400. The vector of mean is m — (0.125, 0.5, 0.4, 0.5, 0.125). The variance of the
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Figure 1.1: (a) The observed signal y, (b) the mean of y and the change-point instants.

additive noise is a2 = 0.1. The observed series and the mean are plotted in Figure 1-a and
Figure 1-b.

First of all, because the set of hyper-parameters 0 is unknown, it is estimated by
using the SAEM procedure described in Section 1.5. Then, the estimated value 6 =
(A,/i,V,a2) = (0.012, 0,346, 2.688, 0.106) is used in the MCMC algorithm. We run the
MCMC algorithm with 5000 burn-in iterations. The estimations of the marginal posterior
probabilities {P(r* = 1]y;0)} obtained after 15000 and 150 000 iterations are plotted in
Figure 2. The posterior distribution of the number of segments Kr is displayed Figure 2-c
(estimated after 150 000 iterations).

First of all, we can remark that the estimations obtained after 15000 iterations are
closed to those obtained after 150 000 iterations. That means that this algorithm converges
quite quickly, and only 4few iterations” are enough to detect very well the four change-
points. Theoretical aspects concerning the convergence control of MCMC methods can be
found in [58].

These diagrams can be seen as histograms around each change-points. For example,
we obtain a very accurate estimation of the position of the first change-point (at 75) since
the estimated posterior distribution of r is very spiky around this instant: the estimates
of P(r75= 1ly;9) and P(r76= 1|y;0), obtained with 150 000 iterations, are respectively
0.42 and 0.49. On the other hand, the jumps of the mean are smaller at 150 and 250,
and the detection of these two change-points is not so accurate: the estimated marginal
probabilities are very small around 150 and 250 (around 0.1). Nevertheless, the probability
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Figure 1.2: The posterior distribution of r estimated with the Hastings-Metropolis algorithm. The
marginal distributions = l]y;0),I ~ t ~ n —1} estimated with: (a) 15000 iterations, (b) 150000
iterations, (c) the posterior distribution of the number Kr of segments.

of a change-point is very high in a neighborhood of these two instants. For example, the
estimated probability to have a change point in the interval [135, 165] (resp. [235, 265]) is
0.85 (resp. 0.77).

In other words, it is not convenient to apply directly a threshold on the sequence
of estimated marginal probabilities {IP(r* = l|y;0)}, for detecting the change-points. A
first solution consists in estimating the probability to have a change-point in an interval,
instead of an instant. Of course, the positions of the change-points will not be precisely
estimated with this method. To overcome this loss of accuracy, a second approach consists
in estimating the configurations of change-points of higher probability. That can easily be
done, by using a slight variation of the Hastings-M etropolis algorithm.

1.3.3 Running the Hastings-Metropolis algorithm at a low temperature

Forany T > 0, we can consider the distribution pr(*|y; 0)? based on the original distribution

p(*ly;0), and defined as follows:
CT{y,0) exp /]

CT(ye) exp|-|5r- ~ r1].

(1.3.25) Pr{r\y;&)

(1.3.26)
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The role of the parameter T (usually called temperature) is mainly to discriminate the
global and the local maxima of the posterior distribution p(-\y]0). Indeed, any maximum
(local or global) of p{-\y\0) is a minimum of C/*(y,r), and also a maximum of Pt(*|Z;0)*
However, Pt(H1/;0) 0 when T —0 if r is not a global maximum. Thus, when T —» 0,
Pr(-ly; & converges to the uniform distribution on the set of global maxima of p(*|y; 6).

The Hastings-Metropolis algorithm described above can be used for simulating
PT{'\y;0)- Indeed, from (1.3.26), the only modification to introduce in the algorithm is
the replacement of the parameters (&7) by (<£/T,jfT).

The simulated annealing algorithm consists in using a sequence of temperatures (T%)
that decreases at each iteration. Then, the Markov Chain (rW) is no more homogeneous,
and converges to the global maxima of p(-|y;0) (the MAP estimator) if T{ behaves like
To/ log(i) (see [24, 27]). Unfortunately, this schedule of temperature cannot be used in the
practice, since it would require a very large number of iterations.

In fact, there exists a very efficient and attractive alternative for detecting the most
likely configuration of change-points. It consists merely in running the Hastings Metropolis
algorithm at a fixed low temperature T.

We can observe the influence of a low temperature on the chain’s construction during
the algorithm: consider two states r and r' such that Ue(y,r) < Ue(y,r'). When T tends
to 0, exp{—(Ue(y, r9 - U$(y,r))/T} tends to 0. So a(r, rf) tends to 0 and a move from r
to rf has a very low probability. Consequently, when T is a low temperature, the Hastings-
Metropolis algorithm will favor the configurations of change-points of highest probabilities.

To set T — 0 leads to the so-called lterative Conditional Modes (ICM) algorithm
(see [39]). This deterministic procedure usually leads to a local minima of the posterior
distribution of r.

On this other hand, forany T > 0, the Markov chain (r™) simulated with this algorithm
remains homogeneous and ergodic: its distribution converges to PT{'\y, 0).

Figure 3 shows the results obtained with three temperatures: T — 0.5, T = 0.2 and
T = 0.01. Looking at these results, we can make two main remarks:

1. The false alarms are removed, and only the main events are left. Even a “high”
temperature, such as T = 0.5, cleans the results. With T = 0.5, the estimated
probability to have 5 segments is 0.97. This estimated probability is 1 for T < 0.3.
That clearly shows that the most likely configurations are made up of five segments.

2. When the temperature decreases, the posterior distribution becomes more and more
concentrated around the MAP estimator of the change-points instants. In this ex-
ample, the MAP isf = (n~ )~ ") = (76,147,256,400).
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Figure 1.3: Running the Hastings-Metropolis algorithm at a low temperature: (a) T = 0.5, (b) T = 0.2,
(c) T = 0.01.

1.4 The estimation of the mean

Assume now that we are interested in the joint posterior distribution of the mean se-
quence m = (mk) and the change-points instants r = (r*) (or r = (rt), according to the
parametrization), instead of the posterior distribution of r. One iteration of the Hastings-
Metropolis algorithm will consist now in drawing a candidate (ra, f) (or (m, r)), with a new
proposal 6, and to accept it with a probability rW), (ra, f)). Different approaches
can be adopted for choosing a proposal b.

1.4.1 The Reversible Jump MCMC algorithm

A first approach is the so-called Reversible Jump algorithm, proposed by Green [31]. This
method is an adaptation of MCMC algorithms, when the dimensionality of the parameter
vector is not fixed. Then, the Markov chain can ‘jump” between models with parameter
spaces of different dimensions. As before, different kernels should be used. For example,
we can make use of .the four following moves:

1. One of the mean rrik is randomly changed. The proposed mean ra” is such that
log(mjfc/rafc) is uniformly distributed on [-1/2;1/2], in order to avoid big jumps.

2. A change-point is added in segment k. The position ffc is drawn uniformly in [r& i +
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1,rk —1], The mean mk is split into two means fhk and fhk+\ such that
(fk - Tk-i)fhk + (rjt - n)rhk+i = nkmk.
This condition is satisfied with
mk —mk- uJ —— and rafc+i = m* + Ua'
Hk y ~k-f4

where u is uniformly distributed on the interval [—0.2,0.2], for the same reason as in
the first move.

3. A change-point rk is removed. Then, the means mk and mk+1 are replaced by a
unique fhk such that

(nk + nk+i)mk = nkmk + nk+\mk+u
where nk —rk —rk- 1 is the length of segment k.

4. A change-point rk is moved. A new position fk is drawn uniformly on [r*_i -fl, rk+1—
1] and the means remain unchanged.

At each iteration, an independent random choice is made between these four move
types. These have probabilities 0.3 for the moves 1 and 4, and 0.2 for two others.

Following Green [31], the probabilities of acceptance can be computed for these different
kernels. The formulae are given in the Appendix B.

We applied this algorithm on the same series y displayed Figure 1-a. Figure 4 presents
the estimation of the probabilities {P(r* = I\y;9)} after 15000 and 150 000 iterations.
Comparing Figure 4-a with Figure 2-a, we remark that the Reversible Jump algorithm
converges much more slowly than the Hastings-Metropolis algorithm described in the pre-
vious section. Indeed, we are now simulating a pair of variables (m, r) instead of simulating
only r. The introduction of a new (continuous) variable to sample slows down the algo-
rithm.

One explanation is the fact that the Reversible Jump algorithm does not take use of
the natural hierarchy

(1.4.27) p(m,r\y,9) = p(r\y,0)p(m\r,y;0)

for its proposal kernels, and many candidate (m, f) are rejected. Then, a big amount of
iterations are required for estimating correctly the posterior distribution of interest.

1.4,2 An hybrid algorithm

A second approach consists in combining the Hastings-Metropolis algorithm described in
Section 1.3.1 for simulating r, with the Gibbs sampler [57] for simulating m.
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Figure 1.4: The posterior distributions of (r, m) estimated with the Reversible Jump algorithm. The
marginal distributions {IP(rt = I]y;0), 1 ~ t ~ n —1} estimated with: (a) 15000 iterations, (b) 150000
iteration, (c) — : the posterior mean of m ,——- . the posterior mean of to, conditionnaly to Kr =5,

The proposal kernels are defined by

(1.4.28) 6((m(1),r (9), (M, F)) = &(rw,f)p(fh\f, y; 9)

where is one of the proposal kernels defined in Section 1.3.2. Then, the probability of
acceptance is

= (G PMAY,9) 6((Mm,),(M<)rE)))
| p(m(), r()ly; 9) 6((m(*), r(*)), (m, f))

p(tW\0) <7«(*r(i)) I
"p(r(% ;0) gj(r(v,f)

(1.4.29) a(mA™\r~, (m,f) —

(1.4.30) = min <1

That means that the probability of acceptance does not depend on the mean vectors

and m, but only on the configurations of changes and r. In other words, we use the
Hastings-Metropolis algorithm described in Section 1.3.1 for generating the sequence (rM),
while mM is drawn at iteration i with the conditional distribution p(m\r”\y; 6). This
algorithm was shown to converge much more faster than the Reversible Jump algorithm,
since a very good approximation of the marginal posterior probabilities {IP(r; = 1]y:0)} is
obtained after only 15000 iterations (see Figure 2-a).
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1.4.3 What can we do with a joint distribution?

These algorithms produce ergodic Markov chains (mW,rW) that converge to the joint
posterior distribution p(m, r\y;9). Once more, this joint distribution cannot be described
completely, but should be reduced to some interesting and tractable characteristics. Most
of the times, MCMC is only used for estimating the posterior mean of the non observed
variable. In our context, that would mean to estimate IE(mily; 0), 1~ t ~ n, by the em-
pirical mean N ~x mt~ (or eventually, by using the Rao-Blackell version described
in [17, 57]). This estimated posterior mean is displayed Figure 4.

Unfortunately, this posterior mean is uninteresting in our context. Indeed, let Q =
{0, 1}71-1 be the set of possible configurations of change-points. Then, the marginal poste-
rior distribution p(m\y;9) is the sum of the joint posterior distributions p(m,r|y; 0), over
all the possible configurations:

(1.4.31) p(m\y;0) = JTp(ra, rly; 0)

reti
and the posterior mean can also be decomposed as weighted sum of conditional means,
over all the possible configurations:

(1.4.32) E(mly; 0) = E(m]r, y; 0)p{r\y, 0).
rett

That means that we are mixing configurations without any change-points with configura-
tions with one, two, ten or more change-points. Then, the meaning of this posterior mean

is not obvious at all ...

Green proposes to estimate this posterior mean, conditionally to a given number of
segments (or to a given number of change-points). Such an example is presented Figure 4,
for four segments. The estimated mean remains smooth, since we are now integrating over
all the configurations with four segments. Actually, this curve can be seen as a smooth
version of the original data. It is a little bit embarrassing to obtain a smooth function,
when we are looking for a step function ...

Another approach consists in estimating m, conditionally to a given configuration of
change-points r. That is very easy, since the conditional distribution p(m]r, y;0) is a
Gaussian distribution with known parameters. For example, it seems natural to consider
the most likely configuration of change-points, that is, the MAP estimate of r. Then,
conditionally to this particular configuration, (mi, m2, m3, m$) is Gaussian with mean
(0.106, 0.534,0.338,0.548, 0.114) and variance (13,14,9,7,10) x 10~3.

1.5 Estimation of 6 using SAEM algorithm

The implementation of an MCMC algorithm as described above, assumes that the set of
parameters of the model is known. Recall that these hyper-parameters are respectively the
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prior proportion of change-points A the parameters ji and V of the Gaussian distribution
for the vector of means ra, and a2 the variance of the additive noise. Instead of setting the
hyper-parameters 9 to a particular value, as it is usually done in a Bayesian framework,
we propose to estimate 9.

The maximum likelihood estimator (MLE) of 9 maximizes the likelihood of the observed
data g(y]9). Unfortunately, the MLE cannot be computed in a close-form in a context
of incomplete data. The SAEM is well suitable for computing the MLE in this kind of
situation, see [15, 38] for some examples of application. This stochastic version of the
EM (Expectation Maximization, [23]) algorithm just consists in updating the estimate of
the hyper-parameters 9 at each iteration of the MCMC algorithm described above. This
update is based on a stochastic approximation of the exhaustive statistics of the complete
data model (r,y). Thus, the first thing to do is to write the complete likelihood /(r, y; 9)
in a standard exponential form. We have the following Lemma:

Lemma 1.5.1. For any configuration of changes r, letyk —njT1 E yt,y = n 1Yyt

t=TJIfe_-+I t~ 1

and Sr — E E (yt —yk)2e Then, the likelihood of the complete data is defined by
k=1t=Tk_! +I

2 av

f(y,r;6) = (Z1C)-? (— v AiCr_1(1 - A)n_iirr+1

\%
- )2+

V.

and the maximum likelihood estimator of 9 (i.e. the value of 9 that maximizes the complete
likelihood f(y, r; ) is ,for Kr > 1,9 —(ji,Aa2,V), where

(i.5.33) X exp }

2y e (12

(1.5.34) R )Ik
r- 1
(1.5.35) R=
(1.5.36) a2 St
n-Kr’
(1.5.37) \' A2t=ifyt —y)2~ -2

Kr

(The proof of this Lemma is in the Appendix A)

Remarks:

1. The maximum likelihood of ji is y and therefore does not depend on the non observed
data r. Thus, y is also the value of ji that maximizes the observed likelihood g(y, 9).
The SAEM algorithm will be used for estimating the others parameters A a2 and V.
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2. Just like in an ANalysis Of VAriance (ANOVA) context, the maximum likelihood of
<2 is the empirical residual variance (h —AV)”1 1 (Vt ~ VK)2; that is,
the total sum of residual squares Sr divided by the degrees of freedom n —Kr (see
[55] p 185-186).

3. Considering the observed series y as a constant, the maximum likelihood estimator
of (A,<j2,V) only depends on the missing sequence r via the two statistics Kr and
Sr. As we shall see just below, the SAEM algorithm is based on this remark.

The proposed SAEM algorithm is an iterative algorithm that requires an initial con-
figuration of change-points and an initial guess Then, at iteration i, a simulation
step and an estimation step are performed as follows:

e Simulation step: anew configuration is generated with M iterations of the MCMC
algorithm, using the current values of the hyper-parameters and the current
configuration

< Estimation step: is updated by using the new configuration rM, and according
to the two following steps :

1. Stochastic Approximation: update the approximation of the sufficient statistics
as follows:

(1.5.38) 4o = Ve Kr()-4 i_1)))
(153) o = 4 Y+ai(sRo- 4i 1)

where A'r() and 5r() are the sufficient statistics of the complete model, com-
puted at the point (y, r*) and where (lit) is a sequence of decreasing stepsizes

such that Y2 ai = 0° and N 00e

2. Maximization step : compute 0 = (A”, <2, F~) by maximizing the com-
plete likelihood (see (1.5.35),(1.5.36),(1.5.37)):

s? - 1
(1.5.40) A« N
. (0
(1.5.41) cr2(i) 0 —sf)’
(1.5.42) yWw EU(s> ;(*)9)2' N 40

Remarks:

1. We choose a decreasing sequence (a,) in order to obtain a pointwise convergence of
the sequence (0”") to a value 0* (see [24] for results concerning stochastics algorithms
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and the many references therein). A satisfactory schedule consists in setting a* = 1
during some iterations (about 10 iterations in the practice), for converging quickly
to a neighborhood of 0* and then, (a;) decreases as (1/i).

2. It was shown by Delyon et al [22] that SAEM converges to a (local or global)
maximum of the observed data likehood g(y; 9) under very general conditions, but
assuming exact and independent simulations of the missing data at each iterations.
Here, the sequence of missing data (rW) is a Markov Chain, and this result does
not apply directly. Nevertheless, by using the results of Metivier and Priouret [49]
for this kind of situation, we can show that the algorithm described above converges
to a maximum of g{y\9) if the sequence of parameters (#W) belongs to a compact
set. Then, the slight technical stabilization device proposed by Delyon et ah [22]
for the SAEM algorithm ensures the compactness of (0”), and its convergence to a
maximum of the observed likelihood.

We propose in Figure 5 a numerical example of this algorithm. A series y of
length 1000 was simulated with the following parameters: A = 0.01, V — 1 and
al — 0.1. This series is displayed Figure 5-a together with the sequence of means and
the change-points. The number of iterations of MCMC to perform before updating

was fixed to M = 1000. The sequence of stepsizes (a* was such that a; = 1
for 1 ~ i < 10, and a; = /(i —10) for i > 11. The sequences (A"), (V™) anc|
(gj2~) are displayed Figure 5-b, 5-c and 5-d. The algorithm quickly converges, and after
30 iterations, the estimated parameters are A30) = 0.007, VA30) = 1.469 and cr2’80" =0.091.

Conclusion

We have proposed an attractive methodology for the change-points problem, in a Bayesian
context. The probabilistic model makes use of an non-observed sequence r, and a MCMC
algorithm can be used for estimating the posterior distribution of this change-points process
r. Numerical experiments have clearly shown that this procedure is much more faster
than the Reversible Jump algorithm. Furthermore, the hyperparameters of the model are
estimated, rather than arbitrary chosen. We have also seen that a slight modification of
the sampler allows to select the most likely configurations of change-points.

The main advantage of this method is the ability to perform automatically different
tasks. We think that this kind of approach should not be restricted to the problem of
detecting change-points in a signal contaminated by an additive (or a multiplicative) noise.
Indeed, it should be interesting and useful to extend this approach for detecting changes
in the spectrum of a signal, for example.
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Figure 1.5: Estimation of the hyper-parameters, (a) the signal y, the mean m and the change-point
instants r, simulated with A= 0.01, V = 15 and 92 = 0.1, (b), (c) and (d) the sequences of estimates

(V() and (<12(,)).

Appendix A

Proof of the FORMULAE (1.2.11) (1.2.12) and (1.2.13):
Using equations (1.2.6) and (1.2.7), we have

(1.5.43)
p(m\y, r; 0)h(y\r; 0) = h(y\r, m; c2n(m\r-, [i, V) _
i
1 ypKr 2wy T2
- (tt<r2)-f B D E=r-idl(t-mio2 3 - 2HMK- m)2
= ft (2~rVic)-ie- Tk (mk-»k)2
Y nw _n
x (M n (£1) *«p{-]| v vk

where

F it2 Mb.
V+o Vi )

37



(heprtre 1. An gplicataan of M CM C methods far the nultaple drangeooints problem

and

Fo2

V"_/+<r2)

By identification, we obtain the distribution of m conditional on a given configuration
r and the observations y

Kr
p{m\y, r; 9) = (2nVk)~> e
k=1

where and Mc are respectively the posterior mean and variance of m*.

Proof of Lemma 1 :

First, remark that according to (1.5.43)

Kr

TK
T 1w IV ~ HP
- E., 4
wMe ez g e E &V W
= K~

+ |

(1.5.44) @™2-i (~ A ) *exp|r2{vrij2) (j>, - |

We can then obtain Lemma 1 using (1.2.4) and (1.5.44). Indeed,

dhks, — h(y\r;0)w(r;A)

(1.5.45) = C(y;9) exp{-(f>Sr-jK r}
where
Vv 1, fa2+V:] . /1 —A\
22(a2+V) 7 _2°gV @@ J+c°g( A)

Proof of Lemma 2:

Since f(y, r; 0) = h(y\r] 9)n(r; A), we can easily obtain (1.5.33) from (1.2.4) and (1.2.7)

SX.
f{y,r;0) = (2tctd) 2 (— £--) XKr 1(1-X) 2% 4

. N\
(1.5.46) X exp 2 (F i @) ((J[) J

Then, the expression of the maximum likelihood estimate of 9 is directly obtained by
maximizing f(y, r; 9) with respect to 9.
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Appendix B

Probabilities of acceptance for the reversible jump algorithm:
In the following formulae, the means m are assumed to be centered (fj, = 0).

Let (to, +) be the current state and (to, f) be the proposed candidate. The probability
of acceptance is

p(m,fly,0) X i((TM, f), (tO, N)ft(«0 y d(fh,f, (O

p(m,rly; 0)  j(@m ) (TG.1)gi(w) d(m, ey

h(y\m,f;a2) X Tr(ra; f ;0) y J(Cv, f), (to, m) v. c?(to,f,«')
h(y\m,r;a2) = w(ra,r; 00 i((m, t).(to, \n§ d{m..r, tt)
= min{l,A}.

»((to,T), (to,)) min I,

= min 11,

where

e j((ra, f), (ra, r)) (respj((ra,r), (ra, f))) is the probability of choosing the move from
(ra, f) to (ra,r) (resp from (ra,r) to (ra, f)).

e u (resp vl) is generated from the proposal density qi(u) (resp 92(”0) such “hat
(ra, f,u) = /(ra,r, where/ is a specific inversible fonction.

 the final term is the Jacobian arising from the change of variables from (ra, r, u) to
(ra, f, ti").
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We can compute A for the different moves :

1st move
A = S n Xexp{-2?2**“-m*)(r* - r-)}xX~"
2nd move
A _ hiy\mf; 0~ A 2~ (@2jn-" "k~ Tk Mk ~ Tk=1N *
h(y\m,r;0) 1-A \ (Tk ~ rk-i)
-r*_i) , .
X6xXP{_ 2~ =+ FELIN ~ ~m*r*~ "~-i)) }
0-4(n -- 1) # ft - Toi \
fc+l  V((®0—Trc-1)(rA—Tk))112)
3nd move )
i
A LA ons \ 2
h(y\m,T;0) A V(rAH ~ n)(rk~n~i),

X6XP{~W " 2n+l ~ Tke _ ml+i(Tk+i ~ TK) ~ mR{rk- r-fc-1)) j

x_1£L _ (((rfoh ~ TK)(n - The-i))y2»

0.4(n—1)1 Tk+i - T k-i J
4th move
Iré,f;
A = Myratie) iTttl

~ ~n-"\) "ex -i7(,,| - mI+Mh - rt
h(y\m,T;0) g/fo+i-**)(**-Tk-i))/ PN L MG o
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Chapitre 2

Modele de détection de ruptures
dans la moyenne et méthode de
selection de modele.

2.1 Introduction

Comme dans la partie I, nous considérons le probléeme de détection de ruptures dans
la moyenne d’un signal Gaussien. Les sauts de moyennes, la localisation et le nombre
d’instants de ruptures sont inconnus, et I'objectif est de les estimer.

Dans ce chapitre, nous nous intéressons exclusivement a une approche de sélection de
modele par pénalisation pour la détection de ruptures dans la moyenne. Plusieurs auteurs
considérent cette approche, parmi eux Yao [66], Miao et. al [51] et plus récemment Lavielle
et Moulines [42]. lls proposent un estimateur des instants de ruptures des moindres carrés
pénalisé : pour un nombre de ruptures fixé, I’'estimateur des instants de ruptures minimise
le critere des moindres carrés, ensuite le nombre de ruptures est estimé par minimisation du
critere pénalisé ou la pénalité est proportionnelle au nombre de ruptures. Par exemple, Yao
[66] considére une pénalité de la forme Dlogn/n, correspondant au critére de Schwarz, ou
n est la taille de I’échantillon observé et D le nombre de segments, c’est-a-dire le nombre de
ruptures plus une. Lavielle et Moulines [42] propose une pénalité de la forme plus générale
Df3n ou (3 est une suite dépendant de n convergent vers 0 avec une vitesse appropriée. lls
obtiennent des résultats de consistance pour les estimateurs des instants de ruptures et de
leur nombre. Leurs résultats sont asymptotiques, c’est-a-dire pour une taille d’échantillon
qui tend vers I'infini et en pratique, /3n doit étre fixé et choisi afin d’obtenir des solutions
satisfaisantes.

Nous proposons ici une approche qui se place dans un contexte non-asymptotique, c’est-
a-dire pour une taille d’échantillon fixée. Nous posons le probléme sous un autre angle : les
instants de ruptures et les moyennes sont assimilés a une fonction constante par morceaux
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notée s et I'objectif est d’estimer la fonction s. Nous considérons la méthode d’estima-
tion non-paramétrique par sélection de modeles proposée par Birgé et Massart [7] dans le
cadre des processus linéaires Gaussiens. Cette méthode se décompose en trois parties :dans
un premier temps, nous définissons une collection de partitions notée Ain et associons a
chaque partition de M nj un modele qui est le sous-espace linéaire des fonctions constantes
par morceaux construites sur cette partition. Pour pouvoir bien approcher la fonction s et
puisque nous n’avons pas d’information a priori, nous prenons la collection de partitions
la plus riche possible, c’est-a-dire I’ensemble de toutes les partitions de la grille {1,... ,n}.
Dans un second temps, nous estimons la fonction s sur chacun des modéles en minimi-
sant une fonction de contraste particuliére, qui est le critére classique des moindres carrés
([66], [51] ou [42]). Nous obtenons ainsi une collection d’estimateurs. Dans un troisiéme
temps, nous sélectionnons parmi cette collection le meilleur estimateur s en sélectionnant
la meilleure partition par la minimisation d’un critére pénalisé construit uniquement sur
les observations, un critére des moindres carrés pénalisé. Quand la collection de partitions
est trés riche, comme c’est le cas ici, une pénalité proportionnelle a la dimension de la
partition comme dans le Cv de Mallows [47] ne peut étre utilisée (cf [7]). Pour obtenir
la bonne forme de la fonction de pénalité, nous appliquons un résultat obtenu par Birgé
et Massart dans le cadre des processus linéaires Gaussiens [7]. Elle est choisie de maniere
a obtenir la meilleure borne de risque de I’estimateur pénalisé, défini par E5[||s —s||],
possible. Nous verrons qu’elle prend en compte la complexité de la collection de partitions
considérée, c’est-a-dire du nombre de partitions de méme dimension.

Il est important de souligner que cette méthode ne méne pas a la sélection de la "meilleurel
fonction associée au “vraiHnombre de ruptures (c’est-a-dire détecter toutes les ruptures)
mais plutdt a sélectionner une fonction qui “approche” le mieux possible s au sens du
risque. C’est donc une situation dans laquelle il peut étre préférable d’ignorer certaines
ruptures correspondant a des sauts de moyennes trés faibles.

Dans la section 2.2, nous présentons le modele de ruptures dans la moyenne. Dans
la section 2.3, nous appliquons la méthode de sélection de modele : dans la sous-section
2.3.1, nous commengons, pour une partition fixée de M n, par définir le sous-espace linéaire
des fonctions constantes par morceaux construites sur cette partition. Nous introduisons
ensuite la fonction de contraste, puis estimons la fonction s sur le sous-espace considéré.
Nous définissons alors la fonction de perte et calculons le risque de I’estimateur obtenu.
Dans la section 2.3.2, nous donnons la collection d’estimateurs. Enfin, dans la section 2.4,
nous définissons I’'estimateur pénalisé et donnons la forme de la fonction de pénalité et un
contrdle du risque de cet estimateur.

2.2 Présentation du modele

Soit y un processus réel tel que

(2.2.1) yt =s(xt)+et t=1,...,n
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ou xt = - et s est un bruit blanc gaussien de variance cr2. La fonction s est supposée
constante par morceaux. Ainsi, il existe des instants tg.= 0 < T\ < ... < tkt= 1let une
suite finie (si,... ,sxr) tels que

Y2 skh k with 1k =] Tk- 1, Tk\

f=1
avec la convention 70= 0 et tkt — 1.
Cela signifie que Kr —1 changements affectent la moyenne de y en des instants inconnus
(tic, L~ k ~ Kr —1) ou tk — [nTk]. Nous ne parlerons néanmoins que des instants renor-
malisés (r& 1~ k » Kr —1). Comme dans la premiere partie, les sauts de moyennes, la
localiation et le nombre des instants de ruptures sont inconnus. A titre d’exemple, sup-
posons qu’il existe deux ruptures aux instants 0.2 et 0.6, soit trois segments. Prenons
respectivement comme sauts de moyennes 0, 2 et 1, alors la fonction s associée est définie
par :

0 sio<x<0.2
«(*) 2 si02<x”"0.6
1 siob<x<1

La représentation graphique de cette fonction est donnée par la Figure 2.1. La Figure 2.2
représente une réalisation du processus y de taille n = 500 simulée a partir de la fonction
s et d’un bruit blanc de variance al —1.

L’objectif est I'estimation du vecteur de moyennes (sj¢)i*k Kr  des instants de rup-
tures a partir des n observations z/i,... ,yn. Au lieu de chercher a estimer
ces deux vecteurs, nous considérons le probleme comme un probleme non-paramétrique en
estimant la fonction s par une méthode de sélection de modele.

........ r-... T ...~ 1 "“~4.-—1 1 1 1

<

Si

o A b o3 " ToF T 07 08 09 1
To Ti t2 r3

FIG. 2.1: Représentation de lafonction s.
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FIG. 2.2: Une réalisation dey.

2.3 Meéthode de sélection de modele

Dans cette section, nous décrivons successivement les étapes de la méthode de sélection
de modele. Nous introduisons les différentes notions théoriques et donnons la “bonne” forme
de la pénalité.

2,3.1 Estimation sur un modéle

Nous nous fixons une partition m de ]0,1] de dimension Dm. Cette partition est associée

a la configuration des instants de ruptures renormalisés r = (ri,... ,T&>m) de la fagon
suivante :
Dm
m- U
k=l
telle que
f oIk i k—1,...,Dqj,

\' lknJ*¥=0 pour k= 1,... ,Dmetkl=1,...,Dm.

Nous définissons le modéle associé a la partition m et noté Smi comme étant le sous-
éspace linéaire des fonctions constantes par morceaux construites sur la partition m :

Dm i
(2.3.2) Sm— u— {uk)k~i,....Dm 6 >,
¢=1 )
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La dimension de Sm est donc celle de la partition ra, soit Dm.

Nous notons S I’espace de fonctions auquel appartient la fonction inconnue s. Dans
notre cadre d’étude S est I’'espace de Hilbert S = (L2([0, I]),/¢n) ou /in est la mesure
empirique sur I<im D in =\ v “xtavec ™ mesure de dirac. Pour toute fonction
iz E S, nous ne considérons que ses valeurs aux points a?i,... Cette fonction peut
donc étre identifiée au vecteur (u(xt))i*t"n qui appartient a I’espace K7L De méme le sous-
espace linéaire Smi défini en (2.3.2), peut étre considéré comme un sous-espace linéaire de
Rn. Nous notons |i.Ir la norme Euclidienne de Rn renormalisée par n et définie pour u £ S
par :

(2.3.3) 1K =i¢, » 2M .
"=

2.3.1.1 Estimateur du minimum de contraste

Dans cette sous-section, nous estimons s sur le sous-espace linéaire Sm par minimisation
d’une fonction de contraste.

Nous considérons le contraste empirique qui est le critére des moindres carrés défini
pour tout u GS par :

(2.3.4) n{u) = i ¢ [yt- u(xt)f.

t=1
D’aprés la norme Euclidienne renormalisée définie en (2.3.3), le contraste empirique jn
s’écrit également :

(2.3.5) j»{u) = [|y- u\@.

L’estimateur de s dans le sous-espace linéaire Sm est celui qui minimise le contraste
empirique défini par I’équation (2.3.4) sur Sm. Cet estimateur, appelé I’estimateur du
minimum de contraste, est défini par :

(2.3.6) sm —argminzn(u).
UESm

D’aprés la définition (2.3.2), pour une fonction u du sous-espace linéaire Sm, il existe une
suite finie («x,... , Vm) telle que

Dm
k=1
ou Ik —JTk-\i T est le keme segment de la partition m et N pourtoutk = 1,... ,Dm.
Le contraste empirique pris en la fonction u vaut :
~ Dm tk

@ =-JT J2 (yt~uk)2-

k=1t=t*_1+1
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Nous montrons facilement que le contraste empirique est minimum pour = yk pour
k 1,...,Dm,ou
WK L \Y t
= — y,
nbt=tk_)&l

est la moyenne empirique de y sur le segment Ik avec nk = tk —tk~i- Ainsi, I’estimateur
du minimum de contraste de s sur le sous-espace linéaire Sm est défini par :

Dm
(2.3.7) sm =y~ yktlk.
k=1

Par la relation qui existe entre le contraste et la norme Euclidienne renormalisée par n
donnée par I’équation (2.3.5), cet estimateur est aussi appelé estimateur par projection de
s sur le sous-espace linéaire Sm au sens de la norme ||.||2.

2.3.1.2 Risque de l’'estimateur

Pour mesurer la qualité de I’estimateur, nous cherchons & voir s’il est proche de la
fonction s. Nous définissons alors une fonction de perte et une fonction de risque.

Définition 2.3.1. Etant donnée une fonction de contraste empirique 7n, la fonction de
perte notée |, est associée a 7n par la relation suivante :

I(s,u) = Es [7Tn(w) - 7n(s)L
pour toute fonction u £ S. Cette fonction est positive et s’annule si et seulement si u = s.

Définition 2.3.2. Le risque de I’estimateur sm de s est défini a partir de lafonction de
perte | par:

M7 '5m)j -

Dans notre étude, d’apres la fonction de constraste empirique choisie, donnée en (2.3.4),
la fonction de perte | est définie pour tout u GS par:

I(s,u) - Es[jn{u) —7n(5)]
o £!>(**>-(**)]8

- Ik - ¢

La perte de I’estimateur par minimum de contraste sm vaut :

I(s,sm) = ||s- ém\\l,
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et son risque est le risque quadratique :

Es [lls —¢ralln] ¢

Pour le calculer, nous utilisons sm la projection de s sur le sous-espace linéaire Sm au sens
de la perte, c’est-a-dire au sens de la norme [|.||q ui est défini par :

Dr,
(2.3.8) $mo — hi

k=1
ou Sk est la moyenne empirique de s sur le segment
1 ik
=N E [(*<)

*okk |4

Par le théoréme de Pythagore, la perte de I’estimateur sm se décompose en la somme de
deux termes :

1k Ik - $ml\|+ $m\\|

ce qui permet d’en déduire une évaluation du risque de sm
Es \s —*ra]jn] ~ 15~ 5m|jn "t ~ Malln] *

En utilisant les expressions de sm et sm données respectivement par les égalités (2.3.7) et
(2.3.8), nous obtenons :

Dr.
Es [WS - SmwI] = [IS- Sm |2 + ! aj:' yk)’\h(mz1
jt=i
D’aprés la définition de la norme Euclidienne renormalisée donnée par |’¢galité (2.3.3),
nous en déduisons :

+ Dm
ES[IS - Smin] = k-SmilnH- 18 ks * W2

D’apres le modele défini en (2.2.1), Es [||s —sm|]] vaut :

; Dm Z
Es [ lnp = W nfn nk (s )
k=i t— tk~1+1
Dn
= I SmR+ A)-
Jed
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Par hypothése, et est une gaussienne centrée de variance a2. Par conséquent, Sk est une
gausienne centrée de variance —* Le second terme vaut alors :

|f>E [ 5V-

Le risque de I'estimateur sm se décompose donc en la somme de deux termes :

(2.3.9) E, [IS-imB = [|5-<m]||T+ "

Le premier terme est un terme de biais : il représente I'erreur d’approximation de s sur le
sous-espace linéaire Sm. Le second terme est un terme de variance: il représente I’erreur
d’estimation dans Sm. Ce terme est proportionnel a la dimension de Sm qui est Dm (i.e.
le nombre de parametres a estimer).

2.3.2 Collection de modeéles

Nous considérons une collection de partitions notée M n qui est I’ensemble de toutes
les partitions construites sur la grille {#i,... ,xn} = {l/n,... ,1}:

Mn=V{{l/n,. .1}).

Cette collection dépend de la taille de I’échantillon n. Pour chaque partition m de M n, nous
considérons Sm le sous-espace linéaire des fonctions constantes par morceaux construite
sur la partition m. Nous obtenons une collection de sous-espaces linéaires

{~771, 171 G AA.n},
et nous déduisons la collection d’estimateurs du minimum de contraste

m £ <n}.

L’objectif est de sélectionner le “meilleur” estimateur parmi cette collection. L’idéal
serait de sélectionner la partition de M n qui fournit I’estimateur qui a le plus petit risque.
D aprés la forme de ce risque, défini en (2.3.9), nous remarquons que plus la dimension de
Sm est grande, plus le terme de biais diminue mais plus le terme de variance augmente
(le nombre de paramétres a estimer augmente). Ainsi, la partition idéale est celle qui fait
le meilleur compromis entre ces deux tendances inverses. Malheureusement, le risque, plus
précisément le terme de biais, dépend de la fonction s inconnue, et donc la partition idéale
aussi. Une telle partition ne peut donc pas étre utilisée pour construire un estimateur de
s. L’objectif de la sélection de modéle est de construire un critere uniquement a partir des
données qui sélectionne une partition qui se comporte aussi bien que la partition idéale en
terme de risque.
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2.4 Sélection de modele

Dans cette section, nous donnons la procédure générale de la sélection de modele qui
construit I’'estimateur sélectionné a I’aide d’un critére pénalisé, puis nous utilisons un ré-
sultat obtenu par Birgé et Massart dans le cadre des processus linéaires Gaussiens [7] pour
obtenir la “bonne” forme du critére pénalisé dans notre cadre d’étude.

Soit penn : M n — > une fonction de pénalité, I’'estimateur du minimum de contraste
pénalisé est déefini par :

(2.4.10) s = gh

ou rh minimise sur la collection de partitions M n le critére pénalisé suivant :

critn(m) = 7 n(sm) + penn(m)
Dm tk
(2.4.11) = -5 T X! (Vt-yk)2+penn(m).
k—1 i=ifc_!-fl

La construction d’un “bon” estimateur de s se réduit alors au choix d’une “bonne”
fonction de pénalité penn.

Proposition 2.4.1. Il existe des constantes ct et cd telles que si la penalité est définie
pour toute partition m GM n par:

(2.4.12) penn(m) = ~"Dm (ci log +c2) ,

alors il existe des constantes C(cj,c2) et C;(ci,c2) telles que le risque de “estimateur
pénalisé s, défini en (2.4.10), est controlé par

(2413)ES[p - sliy < C(ci,cd inf [W\s- sm\@+penn(m)] + C"(ci,cZ)a—z.

Preuve. La preuve est basée sur le théoréme proposé par Birgé et Massart [7] dans le
cadre des processus linéaires Gaussiens que nous rappelons ici.

Théoréme 2.4.2. Soity un processus linéaire Gaussien défini sur un sous-espace linéaire
S d’un espace de Hilbert H par :

y{u) =< s,u > +crZ(u) for ailu GS.

ou s G H est la moyenne du processus y, a sa variance et Z est un processus linéaire
isonormal indéxé par S. Soit {Sm,m G Ain) une famille finie de sous-espaces linéaires de
S de dimension respective Dm et {Lm}m*Mn une famille de poids positifs satisfaisant

S = N e-LmDm < +oc

{mE£Mn\Dm>0}
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Considérons alors une fonction de pénalité pen sur Ain telle que pour tout m GM n et
une constante K > 1,

(2.4.14) pen(m) > Ka2—n {1+ ,

alors il existe des constantes C(K) et C'(K) indépendantes de s, a et Y, telles que Vesti-
mateur pénalisé s défini en (2.4.10) satisfait

(2.4.15) E5[/(57,5)] < C(K) |£n'\£ [/(s,sm) + pen(m)\ + C'(K)~U(r2.

Nous constatons par ce théroéme que le choix de la fonction de pénalité se réduit au
choix des poids {Lm}m£Mn tel que la famille {e~LmDrm}m€Mn so”™ sommable.

Prenons Lm comme étant une fonction de la dimension D, soit Lp, nous obtenons

E = 722 e~LmDm
yNCiJsA
n
= Y2e~-DLD#{meM " D™M=D}
D=1

=

da1D

or O

(Ld~ Iog(%))

Ainsi, en prenant

Lo = i +B+log(™f
avec /? > 0 indépendant de D, nous obtenons directement

S = SB< +oo0.

Plus précisément, E * e~D* = (1 — gr 1—1 Donc pour contrdler S, il suffit de
£>>i

prendre j3—Ilog2, soit pour D > 1,
Ld =1+ 1log2+ log ("j)
En utilisant I'inégalité suivante :

2ab N 9a2+ 9~xb2 V a,6>0etV 0< 0< 1,
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nous avons que

(1+ fiL Y < 2(1+0)log [nz

+

[A+0 + 2(1+1log2)(1+ 0)]

Donc en prenant

penn(m) FDm(cxlog +c2),

I'inégalité (2.4.14) est vérifiée.

Nous concluons la démonstration de la proposition 2.4.1 en prenant C(c1* 2) = C(K) et
c'(CLCc)=C'(K).

Remarque 2.1. La pénalité ne dépend de la partition m que via sa dimension Dm. Le
facteur log  apparaissant dans cette pénalité est issu de la complexité de la collection
de partitions A4n choisie, i.e. du nombre de partitions de méme dimension dans cette
collection, qui est ici  Ce facteur peut paraitre inhabituel : il n’apparait pas dans la
pénalité du critére du Cp de Mallows par exemple, donnée en (2.5.17).

Le critere pénalisé défini en (2.4.11) est facile a interpréter: le premier terme est lié a
I'ajustement aux observations. Il est clair que plus la dimension de la partition est élevée,
plus cet ajustement est meilleur. Le second terme, le terme de pénalité, qui ne dépend que
de la dimension de la partition croit avec cette dimension. Son r6le est simple : il consiste
a contrdler la dimension de la partition a sélectionner. Cette fonction de pénalité, définie
en (2.4.12), dépend de deux constantes c\ et c2 dont les valeurs optimales ne sont pas
accessibles théoriquement, et de la variance a2 qui est un paramétre inconnu. L’objectif
des deux chapitres suivants est de calibrer les constantes C\ et c2 de fagon optimale d’un
point de vue sélection de modéle en considérant la variance du bruit connue, puis d’aborder
le probléme de I’estimation de la variance.

2.5 Annexe : heuristique de Mallows

Mallows [47] propose un critére, le Cp de Mallows dont I’heuristique est la suivante :
La partition idéale minimise le risque quadratique

®s[||5rn ~ 5]InL

sur I’ensemble de toutes les partitions de la collection M n.
D’aprés I’expression du risque quadratiqgue donnée par l'égalité (2.3.9), cette partition

minimise sur M n
15 Dip+ | &
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Par le théoréeme de Pythagore, nous avons que

IMIn= lIS~ $*|n + II'mUw™

Par équivalence, la partition idéale minimise sur M n

7AY
(2.5.16) P+

D "aprés I’expression de sm donnée en (2.3.8), km |h dépend de la fonction inconnue s. Or

Es[“Emp] = —dIsmp ~ Ea[Js m —Smurn]

n 12 2
—  —I5m]|n a2

donc —bm |p + 1T est un estimateur non biaisé de ksmjh- Nous remplagons |s mjn dans
I'équation défini en (2.5.16) par son estimateur non biaisé. La recherche de la partition

idéale revient alors & minimiser I’expression

SIK T+ 2 v J-

sur m EM n.
De plus, en remarquant que

1n
n("m) = * Vt ~ Pral|n,
t=1

cela mene au critére du Cp de Mallows qui est définie pour toute partition m GM n par :

(2.5.17) Cp{m) = 7n(Sm) + 2~ V
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Chapitre 3

Calibration des constantes de la
penalite

3.1 Introduction

Dans le chapitre 1, nous avons proposé une pénalité de la forme
r2
pen,, (m) = "n-D m (ex log +c2) .

Elle dépend de la variance du bruit a2 qui est inconnue et des constantes c\ et @ dont les
valeurs optimales sont elles aussi inconnues. L’estimateur pénalisé s dépend donc du choix
de ces constantes et ses propriétés peuvent varier avec ces constantes. Dans ce chapitre,
nous supposons que la variance a2 est connue et notre objectif est d’obtenir des valeurs
pour les constantes c\ et @ qui ménent a de “bons” estimateurs dans une majorité de

situations.

Comme nous I’avons vu dans la sous-section 2.3.2, I'estimateur idéal est celui qui réalise
le plus petit des risques de la collection {sm,ra G -Mn}, I'oracle que nous identifions et
notons :

0(s,<S) = mmn Es [km ~ s\n] >

ou nous rappelons que S est la collection de modéles choisie. Un tel estimateur ne pouvait
étre utilisé comme estimateur de s puisqu’il dépend de s mais l’objectif de la sélection de
modeéle était de construire un estimateur qui a le méme comportement que l'oracle. De ce
point de vue, I’'estimateur sélectionné s est “bon” si son risque est de I’ordre de celui de
I’oracle et il est donc naturel d’évaluer sa performance par la mesure du rapport suivant :

m n M P -C ]
{ 1} 0(s,S) 1
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Par suite, si l’'estimateur sélectionné conduit a un rapport proche de 1, il sera alors un
bon estimateur. Les constantes optimales c\ et c2 seront celles qui méne a ce résultat. Le
point important ici est que nous souhaitons choisir des constantes optimales universelles,
c’est-a-dire des constantes optimales pour toute fonction s et toute taille d’échantillon n.
L’idée est de choisir les valeurs des constantes c\ et cd qui minimisent le rapport de risques
uniformément en s et n. Nous cherchons donc a majorer le rapport de risques par une
constante indépendante de n et de s.

Nous verrons dans la sous-section 3.2.1 que le rapport de risques, défini en (3.1.1), est
majoré par un terme qui n’est pas indépendant de la taille de I’échantillon n. Dans la sous-
section 3.2.2, nous définissons I’oracle adéquat pour notre étude avant de s’attacher a la
calibration des constantes. Pour choisir ensuite les constantes optimales c\ et @, nous nous
sommes inspirés des travaux de Birgé et Rozenholc [9] sur la calibration des constantes
de pénalité dans le cadre de I'estimation de densité par histogrammes. Elles sont obtenues
par une étude de simulations. La description de la procédure de simulations et les résultats
sont présentés en section 3.3.

3.2 Définition de l’oracle

Cette section est consacrée a la définition de l'oracle. Nous expliquons pourquoi l’oracle
défini classiquement en sélection de modéle n’est pas approprié, puis nous définissons un
oracle pour notre cadre d’étude.

3.2.1 L’oracle classique

L’estimateur sélectionné est bon si son risque est de l'ordre du plus petit des risques
des estimateurs de la collection, appelé oracle.

Définition 3.2.1. Etant donné une collection de modeles linéaires S = Voracle
de la collection S pour lafonction s est défini par :

(3-2.2) 0{s,S) = inf Es[jsm- s\a],

inf  \\sm -s\\| +*
TIEM U

D’aprées la majoration du risque, donnée en (2.4.13), il existe une constante C telle que
I’estimateur sélectionné est comparable a l'oracle via I’inégalité

(3.2.3) Es [[6 - s\I] < Clog(n) 0(stS).

D ’apres cette majoration, le plus petit des risques des estimateurs de la collection {sOm G
M n} n’est atteint qu’a un log n pres.
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Le rapport du risque de I’estimateur pénalisé sur |’oracle est alors majoré par par

®s[\\s-s\\I]
0(8, S) 1°f (»),

Nous remarquons que le rapport de risques est majoré par un terme dépendant de la taille
de I’échantillon n, issu de la richesse de la collection de partitions que nous considérons.
Quand n est grand, la majoration du rapport de risque devient grande, et cette comparaison
n’a pas de sens pour obtenir des constantes optimales uniformément en n. Par conséquent,
I’oracle classique défini en (3.2.2) ne peut étre utiliseé dans notre cadre d’*tude.

Pour palier au probléme de la dépendance en n de la majoration du rapport de risques,
nous avons considéré le rapport suivant :

MP-S||»]

m{meMn [lls - sm\\l + penn(m)\

En substituant la fonction de pénalité par son expression donnée par I’6quation (2.4.12),
le rapport s’écrit

MP-*Hr]

infriEMn S - Sm\\I+ log(#-) +C2)

Le dénominateur dépend des constantes c\ et * Par conséquent, plus les constantes c\ et
C sont grandes, plus le rapport tend vers 0. En effet, la fonction de pénalité croit avec les
constantes c\ et C- Par conséquent, le risque de I’estimateur pénalisé deviendra constant
(égal au risque de I’estimateur associé a la dimension 1 puisque nous sur-pénaliserons) et
le dénominateur sera grand puisque le terme de biais sera négligeable devant les valeurs
de la fonction de pénalité. La minimisation de ce rapport ne peut donc permettre I’accés
a des constantes optimales.

3.2.2 L’oracle des modeéles regroupeés

Nous donnons ici I’oracle que nous avons choisi et la justification de ce choix.

Nous cherchons un oracle adapté a une collection de partitions tres riche, dans laquelle
le nombre de partitions de méme dimension est élevé, ici C*Z\ pour une dimension D.
Par définition (3.2.1), I'oracle dépend de la vraie fonction s. Supposons un instant que
s est connue, nous disposons alors de la dimension de la vraie partition. Le probléme de
sélection de modeles, donc de partitions peut se voir ici comme un probléeme de sélection
de dimensions. Puisque la pénalité ne dépend de la partition que via sa dimension, choisir
le meilleur estimateur parmi la collection d’estimateurs {sm,m GM.n} revient a choisir le
meilleur parmi la collection

(1714 -0 — 1. Ny,
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ou mo est la meilleure partition de dimension D, définie par :

(3.2.4) rho = argmin  7(sm).
mEMn,\m\=D

La meilleure dimension est définie par :
. >D /[ n
D = argmin 7n(SmD) + "2— (cilog + &
D>1

Et I’'estimateur s sélectionné est défini par s D

Si D est la dimension de la vraie partition, nous souhaitons comparer I’estimateur sélec-
tionné au meilleur estimateur de dimension D, c’est-a-dire celui construit sur la meilleure
partition de dimension D. Or le meilleur estimateur de dimension D n’est pas obligatoire-
ment le meilleur sur toutes les dimensions au sens du risque. De ce point de vue, l'oracle
qui semble approprié est I’estimateur qui a le plus petit risque “dimension par dimension”,
oracle appelé oracle des modeles regroupés. Nous donnons sa définition.

Définition 3.2.2. Soit SrkD, noté abusivement sVestimateur du minimum de contraste
sur le meilleur modéle de dimension D défini par:

argmin j(wj
uESD~UnGAM,|m=D

argmin 7 (sm).

sd

Nous considérons Voracle, dit noracle des modeles regroupés”, noté et défini par:

Or(s,S) = nf OTEs MNsD - E ]

i
D,

Le rapport du risque Es [|S —s |2] sur l'oracle Or(s,S) est contrdlé par une borne
indépendante de s et n. Nous ne disposons pas de justifications théoriques pour cette
considération mais elle a pu étre vérifiée dans la pratique et s’explique par I'heuristique
suivante : le regroupement préalable des partitions de méme dimension nous conduit a un
probléme de sélection de partitions avec une partition par dimension. Dans ce cas, la péna-
lité est proportionnelle a la dimension (cf Birgé et Massart [7]). Elle n’inclut pas de partie
logarithmique et le rapport de risques n’est plus majoré par un terme dépendant de n.
Nous savons que la partie logarithmique de la pénalité obtenue résulte du nombre de parti-
tions de méme dimension. Donc heuristiquement, le logn est intrinséque au regroupement
effectué : il n’apparait plus dans la majoration mais fait partie du terme Es [p£> —s |2].

Remarque 3.2. La question qui se pose est la suivante : pourquoi ne pas regrouper préa-
lablement les modéles de méme dimension et considérer le probleme de sélection de modeles
a partir de la nouvelle famille de modéles {Sd = Um€" njjm|="<Sm,D = 1,... ,n}?

La forme de la fonction de pénalité provient du contréle du risque quadratique de I’estima-
teur pénalisé. Plus précisément, I'inégalité de concentration de Cirelson pour les modéles
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Gaussiens est utilisée pour contrdler un certain terme autour de sa moyenne sur tous les mo-
deles considérés (c’est de ce contr6le uniforme sur tous les modéles que sort la complexité
de la collection de modeles qui apparait alors dans la pénalité). En posant le probleme
comme un probleme de selection de dimensions, cette démarche ne peut aboutir car les
modeles {S#, D = 1,... ,n} ne sont pas linéaires et I'inégalité de concentration ne peut

pas étre utilisée.

3.3 Calibration des constantes de pénalité

Dans cette section, nous proposons une étude de simulations pour calibrer les constantes
ci et @ de facon optimale. Nous reprenons la démarche suivie par Birgé et Rozenholc [9].

Dans la sous-section 3.3.1, nous décrivons la procédure de simulations pour une collec-
tion de fonctions C et de tailles d’échantillon Ai. Dans la sous-section 3.3.2, nous donnons
tout d’abord les paramétres de notre étude de simulations: les deux collections précé-
dentes, et les différentes valeurs des constantes c\ et cd considérées. Nous décrivons en-
suite I’algorithme dynamique utilisé pour construire la collection des meilleures partitions
{mD,D= 1,... ,n}.

3.3.1 Description de la procédure de simulations

Nous allons commencer par décrire la procédure de simulation qui consiste a calculer
pour une fonction s et une taille d’échantillon n données, le rapport de risques défini par

Fn(*.Ci, ¥*) = . [I.D.ic Y| fﬂ‘]]

Les valeurs exactes des espérances Es [|[|s(ci, @) —s||,,] et Es [pE> —s||2] n’étant pas acces-
sible analytiquement, elles seront estimées par une méthode de Monte Carlo en moyennant
les valeurs p(ci, @) ~s||n ~ s\Wnsur N &chantillons simulés. Puis nous considérerons
une collection de fonctions s et une collection de taille d’échantillon n, et nous donnerons
la procédure qui permet de définir les constantes optimales.

Procedure pour une fonction s et une taille d’échantillon n données

Soit 5 une fonction et n une taille d’échantillon, nous simulons iM&échantillons de taille
n suivant le modele :

U—st)HE t=1,... ,n

ou s est un bruit blanc gaussien de variance cr2 donnée. Nous estimons s a partir de chaque
échantillon :
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nous regroupons les partitions de méme dimension et nous sélectionnons la meilleure par-

tition pour chaque dimension D, Cette opération est réalisée a l’aide d’un algorithme
dynamique décrit dans la sous-section 3.3.2 qui permet d’obtenir la collection des meilleurs
partitions de dimension D, D —1,... et les valeurs du contraste des estimateurs

construits sur les meilleurs partitions :
{rhD,D= 1,... ,n} et {7,(6jr),D=1,... ,n).
Nous obtenons ainsi la collection d’estimateurs :
{§10,D —1, ..., 77

ol le meilleur estimateur de dimension D est défini par :

avec

Etant données deux constantes C\ et @, la fonction de pénalité est définie pour une dimen-
sion D par :

2
penn(D)= ~D (c*log”™ + c2)

Nous minimisons le critére pénalisé suivant sur D = 1,... ,n

critn(D) - 7n(sD) + penn(D).

Nous obtenons ainsi la meilleure partition qui dépend des constantes C\ et @ de la pénalité :

m(c1,c2) = md(ci>ca).

L’estimateur de la fonction S est alors :

S(CI,CZ) 1 &'n(c

Nous obtenons Nb estimateurs §(ci, CI)™\ ... ,s(ci, @QYN"et Nb collections des meilleurs

estimateurs de dimension D > 1, {s~, D —1,... ,n],... ,{s™"B D —1,... ,n} a partir
desquels nous estimons Es [|[s(ci, ¢2) - s||2] et Es [p# - <j2] pour tout D > 1 respecti-
vement par :
. M Nb
i c2)w - 8\\I
Np 1T AL i
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Nous calculons alors le rapport :

. es [p (1)) - <L
3.35 Fn(s,ci,c2) = ;
( ) ( ) INfO=I....nEs [pE> - s\\*]

Nous effectuons le calcul numérique du rapport Fn(s, ci, @) pour toutes les constantes
ci et & considérées dans un méme temps.

En pratique, nous ne considérons pas les partitions de trop grande dimension par rap-
port a la vraie dimension de la partition, connue dans cette étude de simulation et supposée
sur des données réelles. Nous notons Dmax la valeur maximale de la dimension des parti-
tions. Ainsi, par l’algorithme dynamique, nous obtenons la collection des meilleurs parti-
tions et les valeurs du contraste des estimateurs pour les dimensions D = 1,... ,Dmax.

Procédure finale

Nous cherchons les constantes c\ et C optimales pour toute fonction s et toute taille
d’échantillon n. La procédure de simulations se décompose en deux étapes :

1. nous fixons n et cherchons les valeurs optimales de c\ et C indépendemment de la
fonction s. Pour cela, nous considérons un ensemble fini de fonctions, noté C. Nous
appliquons la procédure décrite précédemment pour chacune des fonctions. L’idée est
de chercher les constantes c\ et C faisant au mieux pour toutes les fonctions dans C.
C’est pourquoi, nous considérons la valeur du rapport suivant :

(3.3.6) Fn(ci,c2) = supFn(s,ci,c2)

ou Fn(s, ci,c2) est défini pour toute fonction s et pour des constantes c\ et C par
(3.3.5).
Un bon choix des constantes ci et © devra mener a des valeurs bornées de ce rapport.

2. nous effectuons la méme procédure pour différentes valeurs de n. Notons N le vecteur
des valeurs de n choisies.

Nous disposons maintenant d’une famille de valeurs
{Fn{c\,c2),cuc2> 0,n £ N}.

Le nombre de valeurs trop important ne permet pas d’extraire facilement les constantes
optimales. Par conséquent, nous étudions cet ensemble comme des fonctions de n, c\ et C.
Plus précisément, afin de visualiser les résultats et de pouvoir les interpréter, nous fixons
la constante C et nous tracons les graphiques des fonctions

1 AFN(c, @) 5
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pour les différentes valeurs de n. Ensuite, nous procédons a cette méme étude pour diffé-
rentes valeurs de Q.

A Q@ et n fixés, la valeur optimale de c\ est donnée par :

c*(ra, c2) = argmin Fn(ci, c2).

ci>0
L’idée est de prendre comme valeur optimale de la constante @, la valeur qui rend stable

c™(n, @) en n. Soit c\ cette valeur. Et la valeur de c\ optimale sera alors égale a ¢\ —
c\(n,c2) quelque soit n.

3.3.2 Présentation des parametres considérés et de I’algorithme dyna-
mique

Les parameétres

Pour cette étude, nous avons considéré les ensembles de valeurs suivantes :

différentes tailles d’échantillon N = {20,50,100,300,500,1000,5000}.

e une variance du bruit a2 = 1.

46 valeurs de c\ et 110 de C@:

- ci de 0 a 4 par pas de 0.1 et de 4 a 6 par pas de 0.5.
- @de 0a 4 par pas de 0.5 et de 4 a 14 par pas de 0.1.

35 fonctions constantes par morceaux simulées aléatoirement. Pour chaque fonction,
nous simulons

- le nombre de segments nseg =X +1 ou X suit une loi de poisson de parametre
5.

- chaque instant de rupture rx, k = 1,... ,nseg —1 ou  suit une loi uniforme
sur I’intervalle [0,1].

- chaque moyenne k = 1,... ,nseg ou sk suit une loi normale de moyenne 0
et de variance 1.

® E™max —40.
Nb= 250.
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Algorithme dynamique pour la construction de la famille {rhE>D > 1}.

Pour une dimension D fixée, le nombre de choix possibles de partitions de dimension D
sur la grille de {1,... ,n} est CAIx <Ainsi la recherche de la meilleure partition de dimension
Z), rhé défini par I’égalité (3.2.4) prend algorithmiquement 0{nD) opérations. Pour réduire
le temps de programmation, nous proposons d’employer un algorithme dynamique. Cet
algorithme est basé sur le fait que le contraste considéré est additif, ce qui est le cas dans
notre étude. Il est décrit explicitement dans [37]. Nous en donnons ici un court résumé. En
pratique, nous travaillons sur la grille {1,... ,n) plutdt que sur {1/n,... ,1}.

La meilleure partition de dimension D minimise en £i, ;2?2 e+ ?;D-1
D &
Y2 J2 yt-VK)2-
k=1*=i*_|+|

La programmation de I’algorithme dynamique peut étre développée de maniére récursive
de la facon suivante :
posons

Atiels 1= ot- K2

t=tk_1+1
et définissons pour D < E ~ n
D
Id(E) = min Y] A(tk- i+ 1:tk).
(E) i0=0<il<i2<.._«i3—1<TD=S Ar_]l ( )

A(tk~i + 1 :tk) est I’erreur quadratique sur le segment [tk-i + 1, £ et Id(E) correspond
donc a l’erreur minimale quadratique pour D segments ( soit D —1 ruptures ) entre 1 et
E.

Id {E) se décompose facilement en
Id (E) —gﬂnl{ld- i(Pd-i)+ A(tD-1 + 1:£?9)}*

Cet algorithme peut étre vu comme la recherche du chemin le moins colteux pour aller
d’un point a un autre. Un chemin correspond a une partition de {1,... ,n} et son co(t
total est la valeur du contraste non renormalisé calculé sur cette partition. Les codts de
tous les segments envisagés sont préalablement calculés: les A(z :j) pour 1 ~ i A n

eti+ 17~ j ™ n Tous les IN(E) pour E = 2,... ,n sont donc disponibles. Ensuite la
grille {1,... ,n) est balayée : nous calculons h(E) = minr {/i(r) + A(r + 1:E)} pour
E = 3,... ,n. Les valeurs I\ étant déja déterminées, cette recherche s’aveére trés rapide. Et

ainsi de suite, nous calculons a chaque étape les ///* que nous réutilisons a I’étape suivante.

La programmation dynamique ne nécessite donc pas I’évaluation de toutes les confi-
gurations considérées et son utilisation permet de réduire considérablement le temps de
programmation puisque sa complexité algorithmique est 0(n2).
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3.3.3 Résultats

Dans cette sous-section, nous analysons les résultats des simulations obtenus pour dé-
finir les constantes optimales c\ et c™

Les graphes des fonctions

Cj -» Fn(c\, c2),

sont représentés respectivement sur les Figures 3.1, 3.2 et 3.3 pour @ = 0, 5, 8et n =
20, 50,100,300,500,1000,5000. Par exemple, sur la Figure 3.1 sont dessinées les fonctions
Ci -*Fn(ciyO) pour les différentes valeurs de n.

Nous observons différents résultats :

* Nous évaluons le minimum des fonctions Fn(ci, @) a @ fixé, c*(n, @), et nous discu-
tons selon les différentes valeurs de n :

- le minimum cl(n,c2) varie lentement avec Q et n.

- pour @= 0, le minimum 0) décroft avec n. Nous remarquons que cj(ra, 0)
dépend clairement de n.

- pour @ = 8, le minimum c\(n, 8) a tendance a croitre avec n. Nous observons
ce phénomene a partir de environ ¢d = 6.4.

- pour des valeurs de cd assez proche de 5 (4.8 @ " 6), le minimum c\(n, @)
semble assez stable et sa valeur est proche de 2 (respectivement entre 2.1 et 1.7)
quelque soit n.

» Nous savons que si le rapport Fn(s, ci, c<) est proche de 1, alors I’estimateur considéré
sera bon. D’aprés les graphiques, quelque soit les valeurs cd et n, Fn(cj(n, @), @) est
plus petit que 2, et la plupart du temps (n > 50) par 1.7.
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Fig. 3.1: Graphe de lafonction ci — Fn{ci,0)
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FIG. 3.2: Graphe de la fonction ¢\ —Fn(ci, 5)
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Fig. 3.3: Graphe de lafonction c\ —» ™ (" 1,8)

Un choix précis de @ s’avere étre un peu plus délicat que le choix de C\. Plusieurs valeurs
de @ semble stabiliser le rapport considéré en n: @ G [5,6].

Nous proposons une lecture graphique différente. En Figures 3.4 et 3.5, nous représen-
tons les fonctions suivantes par lignes de niveaux pour les différentes valeurs de n :

(ci,c2) -* Fn(cx,c2).

Par exemple, pour n = 100, la zone intérieure associée a 1.38 signifie que la fonction
Fn(cu Q) est inférieure a 1.38 pour toutes les valeurs de c\ (en absisse) et @ (en ordonnée)
associées. Rappelons que nous cherchons des constantes optimales universelles dans le sens
ou elles minimisent le rapport Fn(ci,c2) pour tout n. Nous remarquons que (2,5) fait
un "bon compromis” dans le sens ou ce couple de valeurs appartient a toutes les zones
”minimales", plus précisément aux ensembles {(ci, @)/Fn(ci)Q@) < 1.6} pour tout n.
Notre choix s’est porté sur les constantes optimales suivantes :

(ci,ch) = (2,5).
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Fig. s.4: Graphe de lafonction (ci,c2) — Fn(ci,c2) pourn = 20,50,100,300.
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Fig. 3.5: Graphe de lafonction (ci, c2) =1 Fn(c\, c2) pour n —500,1000,5000.

A titre indicatif, nous donnons en Figure 3.6 est une représentation graphique par lignes
de niveaux de la fonction

(3.3.7) (ci,c2) 2 max|Fn(ci,c2) - min Fn(ci,c2)|.
n c\ @>0
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A n fixé, les constantes optimales que I’on souhaiterait choisir sont

(c1(»),c2(ra)) = argminFn(ci,c2).
ci,c2>0

A Ci et @ fixés, la fonction, définie en (3.3.7), donne une idée de I’écart entre Fn(ci, c2) et
Fn(cT(n),c;(n)) sur tous les n. Pour (c*,”) = (2,5), la distance est minimale (inférieure
a 0.14), trés proche de la valeur minimale de la fonction définie en (3.3.7) qui est 0.115.
Ce graphe n’est a prendre qu’a titre indicatif car pour les constantes ci et ¢2 qui nous
intéressent, le maximum semble étre réalisé que pour les n petits. Ainsi, nous ne prenons
pas en considération les grands échantillons.

141

[ A
'\ 0

B e s s "
\ \ K\

0 1 2 3 4 5 6

Fig. 3.6: Graphe de lafonction (cx,c2) —maxn |Fn(ci,C2) —mind C2>0 Fn (ci, Q)|.

3.3,4 Interprétation numérique des résultats

Dans cette sous-section, nous analysons numériquement les résultats des simulations
obtenus.
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Nous effectuons, a n fixé, les 2 comparaisons suivantes pour mesurer la qualité de notre
choix des constantes 2 et 5.

1. Nous considérons le rapport Fn(ci, @), donné en (3.3.6), et nous comparons :

F.(cT(»),c2(n)) et Fn(2,5).

2. Nous étudions Fn(s, cj, @), donné en (3.3.5), en moyenne sur la collection de fonctions
C. Soit Ne la taille de la collection £, nous comparons :

. Nc 1 Nc
MFn=— J2Fn(s*,cl(n,s"),c*(n,s")) et MF<2% = — £ Fn(s«,2,5).
= =1

ou pour une fonction s,

(c*(ra,s),c2(n,s)) = argmin Fn(s, cu c2),
ac2>(
avec Fn(s, ci, @) défini par (3.3.5).

Nous proposons ensuite d’estimer le rapport Fn(s, ci, @) en enlevant 5% des valeurs les
plus abérantes pour I’estimation de Es(pm (cic2) ~ s\\n) :

Eo ~“m(cuc2) 51In~{]|s™(ci)c2)-5|]2<g0 95}
F(n,g)(s,cu c2) - inffl=1,...iBE ,[p D -s]|2]
ou 0% est le quantile empirique d’ordre 0.95 des réalisations ||[*fi(ci,c2) “ s\

Nous réalisons la méme étude comparative que précédemment : nous considérons et
(29)

nous calculons les différentes valeurs F(ng}(c\{n), c*n)), F'ngq¥2,5), MF"n* et M F\Kq)
pour tout n.

Les tableaux 3.1 et 3.2 donne respectivement les résultats des deux rapports considérés
pour les différentes valeurs de n.

Fo(ci(n),c2(n)) FN2,5) MFn mfe™m

n= 20 1.397 1.53 1.0654 1213
n=50 1.424 LA 10588 LT
n= 100 13 1379 10657 1142
n = 300 131 1426 10588 1127
n= 500 1.185 1.193 1022 1.082
n= 1000 1.26 1.28 1026 1077
n — 5000 1132 1.186 1024 1.048

Tab. 3.1: Estimation de Fn(c\(n), *(n)), Fn{2,5), MFn et MF¢2%" pour les differentes
valeurs de n.
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Finfa)(ci(n).ci(n))  Fad) MF(Ma  mE@n

n=20 1.221 1.266 0.935

n= 50 1.2 13 0.958 1.047
n= 100 1.186 1.264 0.959 1.028
n = 300 1.198 1.36 0.958 1.017
n —500 1.073 1.106 0.917 0.964
n = 1000 1.13 1.19 0.926 0.965
n = 9000 1.043 1.104 0.919 0.939

Tab. 3.2: Estimation de FA\n*{c\(n)" c*n)), F"n" (2,5), M F~q) cCi pour les dif-

férentes valeurs de n.

e Les différents rapports étudiés tendent vers 1 avec n. Cela signifie que plus n est
grand plus I'estimateur sélectionné est proche de I’oracle.

» Les rapports ont tendance a étre trés proches de ceux estimés en (2,5). Par exemple,
la différence des rapports Fn(c”(n), c%(n)) et Fn(2,5) est inférieure a 0.132 pour tout
n.

e Le rapport F*g{slcl(s, n), n)) est, en moyenne sur les fonctions s, inférieure
a 1. Cela sous-entend que pour une fonction s donnée, I’estimateur sélectionné peut
faire mieux que l’oracle en terme de risque.

Tous ces résultats nous conforte dans notre choix des constantes optimales ¢\ — 2 et
c\ = 5. De plus, ils confirment que I’oracle des modéles regroupés est I'oracle adéquat dans
notre cadre d’étude.
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Chapitre 4

Utilisation et calibration d’une
methode heuristique

4.1 Introduction

Dans le chapitre 2, nous avons supposé que la variance du bruit était un paramétre
connu afin de calibrer les constantes de la fonction de pénalité de facon optimale. Nous
supposons maintenant que cette variance est inconnue. Plutdt que d’utiliser un estimateur
de la variance, nous considérons la variance comme une constante, et nous cherchons a
estimer la fonction de pénalité a partir des données. Nous écrivons la fonction de pénalité

sous la forme générale suivante :

(4.1.1) pen(D) —i3fn(D) pour tout D > 1,

ou fn est une fonction convenablement choisie. Le critere pénalisé est alors défini par :
critn(D) = 7n(s€>) + P fn (D).

L’objectif est d’obtenir une bonne valeur de (3 pour pénaliser correctement.

1 existe des méthodes de type L —curve qui sont particulierement étudiées depuis
quelques années dans les problémes inverses pour le choix d’un paramétre de régularisation.
Nous renvoyons aux travaux de [34], [35], [25], [33], [64], [61]. La méthode L —curve est
une méthode graphique. Son nom dérive du comportement du graphe de (/n(J9), 7n(s£>))
pour différentes valeurs de D en forme de “L”. Heuristiquement, le point prés du “coin” du
“L” représente la dimension a partir de laquelle 7n(sD) varie peu en fonction de fn{D)-
Cela signifie que choisir une dimension supérieure n’est pas “nécessaire”. Quand le graphe
ne montre pas une telle forme, il devient impossible de choisir la “bonne” dimension.

Dans ce chapitre, nous considérons une méthode proposée par Birgé et Massart [8] qui
consiste a trouver la bonne pénalité a partir des données. Elle repose sur une heuristique
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et sur des résultats théoriques obtenus exclusivement dans un contexte de sélection de
modele. Elle est employée dans [45] pour I’'ajustement d’une fonction de régression dans
le modele de Cox. Notre objectif est de mettre en oeuvre cette méthode et de la calibrer
dans notre cadre d’étude.

Dans la section 4.2, nous présentons I’heuristique sur laquelle se base la méthode. L’idée
est d’utiliser yn(sn) dans les grandes dimensions, la ou il est de I'ordre de I’'opposé du terme
de pénalité. Dans la section 4.3, nous montrons & l’aide d’une étude de simulation qu’il
peut étre difficile d’appliquer cette heuristique. Dans [8], Birgé et Massart proposent une
extension dont nous présentons I’heuristique dans la section 4.4. Nous décrivons dans la
section 4.5 les différents types de problémes qui se sont présentés lors de I’application de la
méthode sur des données simulées. Notre objectif final étant de calibrer la méthode afin d’en
obtenir une version automatique et exploitable dans une majorité de situations. Une étude
de simulation est proposée dans la section 4.6 pour mesurer la performance de la méthode
calibrée. Nous la comparons avec la méthode de sélection de modéle a variance connue et
estimée (il suffit de considérer la pénalité dans laquelle la variance est substituée par un de
ses estimateurs). Nous présentons dans les sous-sections 4.6.3 et 4.6.4 respectivement les
résultats obtenus avec des processus non constants par morceaux, puis des processus non
Gaussiens. Nous discutons ensuite dans la sous-section 4.6.5 de la méthode non calibrée.
Enfin, dans la sous-section 4.7 nous appliquons la méthode pour détecter des ruptures dans
le nombre mensuel de tests HIV en France sur plusieurs années.

4.2 Heuristique

Supposons que nous disposons d’une collection de partitions A4n avec une partition par
dimension : nous pouvons identifier M n a I’ensemble d’entiers {1,2,... ,n}. L’heuristique
est basée d’une part sur celle du Cp de Mallows rappelée dans la section 2.5 du chapitre 1,
et d’autre part sur le fait que le contraste d’un estimateur se décompose en la somme de
deux termes : un premier qui représente une erreur d’approximation du modeéle associé, un
terme de biais, et un second qui représente une erreur d’estimation, un terme de variance,
qui représente lI’'opposé de la moitié de la fonction pénalité. L’idée est de considérer que
le terme de biais s’annule dans les modéles de grandes dimensions. Ainsi le contraste de
I’'estimateur d’un tel modele représentera une estimation du terme de pénalité.

L’heuristique se résume par les deux étapes suivantes:
1. L’heuristique de Mallows mene au critére défini pour tout D GM n par :
(4.2.2) critCp(D) = 7n(sD) + 2ES [\sD - sesq127 -
D ’autre part, nous écrivons la pénalité sous la forme générale suivante
pen(D) = fifn{D) pour tout D > 1,

ou fn est une fonction de la dimension de la partition convenablement choisie.
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Le critéere pénalisé est défini pour tout D GM n par:

crit2(D)

7,,(sr>) + Pfn(D)
In(sD) + 2afn(D).

(4.2.3)

Par identification des deux criteres précédents donnés respectivement en (4.2.2) et
(4.2.3), nous avons

(4.2.4) Es [\SD - 8 D\\I]=afn(D).

2. La constante a est inconnue et I'objectif de cette seconde étape est de I’estimer.

Pour une partition fixée, notée abusivement D GM n, nous avons

~7n(™)] — Es[In{sD) —7n(™M] “~ [Tn(*L)) —7n("£))]
= lls&>- «Un- Es [pPD - SE)n] »

D ’aprés I’égalité (4.2.4), nous obtenons

[7n(st>)] = \\SD ~ «Un - OIfn{D) + Es [7.(s)] .

L’idée de I’heuristique a dire que dans les modeéles de grandes dimensions, le terme de
biais, i.e. jfE>—s|", est proche de zéro. Donc puisque le terme Es [7n(s)] est constant,
si 7n(sD) est concentré autour de son espérance sur tous les modeéles, i.e. si 7n(s£>)
est de I’ordre de Es [7n("D)]> alors 7n(sE>) sera de I’ordre de —afn(D). L’estimation
de la pente —a de la courbe de 7n(<®>) en fonction de fn(D) serait un estimateur de
—ee et donnerait 4fn(D) comme estimateur de afn(D).

Finalement, d’aprés I’¢quation (4.2.3), la bonne pénalité est définie pour tout D G M n
par :

(4.2.5) penn(D) = 2afn(D),
et le critere est défini pour tout D G Ain par:

critn(D) = 7 n(sD) + 2&4fn(D).

Remarque 4.3. Si la collection de partitions M n posséde plus d’une partition par di-
mension et si la fonction de pénalité dépend de la partition via sa dimension, alors nous
obtenons facilement la collection de partitions désirée en construisant {ra~, D > 1} (comme
vu dans la sous-section 3.2.2 du chapitre précédent). Cette collection est aléatoire et

Es [7n(s£>) —7nW] ne peut étre égal & ||sp - S|E. En pratique, il suffit de vérifier par
simulation que E5[7n(s£>) - 7n(s)] est de I'ordre de E5 [\sd —S[E] *
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4.3 Application

Dans cette section, nous appliquons Pheuristique précédente pour savoir si elle permet
d’obtenir une bonne pénalité. Pour cela, il faut tout d’abord vérifier que 7n(s£>) est une
fonction affine de fn(D) dans les grandes dimensions. Nous montrons dans la sous-section
4.3.1 a I'aide de trois configurations différentes que 7,,(sd) n’est pas toujours une fonction
affine de fn(D) et que le probleme pour appliquer I'heuristique est le choix des dimensions
pour estimer la pente. Au vu de ces constatations, dans la sous-section 4.3.2, nous proposons
une étude de simulation pour étudier I'influence des dimensions choisies (pour estimer la
pente) sur I’estimateur sélectionné. Une seconde étude est effectuée en méme temps pour
savoir si I’heuristique fonctionne dans le cas ou fn(D) posséde des constantes a estimer.

4.3.1 Trois configurations différentes

Dans cette sous-section, nous étudions le comportement du contraste 7n(so) en fonction
de fn(D) sur trois cas trés différents qui refletent trois configurations bien particuliéres.

Nous choisissons tout d’abord la fonction fn(D) dans notre cadre d’étude. Comme nous
I’avons vu dans le chapitre précédent, la pénalité est définie pour tout D > 1 par:

penn(D) = ca2® (2log + 0) .

Nous posons :
a= €2,
et
fn{D)= " (log --2.5) pourtoutD > 1L

Nous définissons ensuite les parameétres que nous avons choisi pour simuler les trois confi-
gurations. Nous prenons a2 = 1. Considérons une fonction g appartenant au modele de
dimension 6 de la famille :

-0.87 sio < v < 0.083

0.26 si 0.083 < x 0.266

90 = | -0.87 s? 0.266 < x <0.433

0.79 si 0433 < x < 616

-0.04 si 0616 < x < 0.8

-0.65 si08<x<1

La taille de I’échantillon et la fonction s sont choisis afin de rencontrer des cas ou :
 (a) :les ruptures sont difficiles a détecter et le nombre d’observations est petit : n —60
et5=g;
* (6) : les ruptures sont difficiles & détecter et le nombre d’observations est grand :

n=300ets=g;
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e (c) :les ruptures sont détectables a I’oeil et le nombre d’observations est petit :n = 60
et s —3g.

Nous simulons trois réalisationsy = (yi,... ,yn) a partir des parametres considérés dans les
trois cas, notées respectivement y(a), y(b) et y(c). Les fonctions s choisies et ces réalisations
sont représentées Figure 4.1, et seront utilisées tout au long de I’étude a titre d’exemple.
Pour chaque reéalisation, nous construisons la collection {tod,£) > 1} par l’algorithme
dynamique (décrit dans la sous-section 3.3.2 du chapitre précédent) qui donne les valeurs
des constrates 7n(sr>) pour D > 1. Le graphe des valeurs {fn(D),yn(éD)) pour D =
1,... ,40 obtenues pour les trois réalisations est dessiné respectivement Figures 4.2 —(a),

4.2 —(b) et 4.2 —(c).

S — - r<

0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1

B T T T T T T T T T
o _\/\/\/\/\'\/\/\/\/\[\/\/\/‘/M

-5 1 L L L " L L " L
(1] 0.1 0.2 03 0.4 0.5 0.6 0.7 0.8 0.9 1
Sr T T T T 1
50 0.1 0.2 0.3 0.4 05 0. 0.7 0.8 0.9 1

—+------ |§ —+----- —

0 0.1 0.2 0.3 0.4 105 0.6 0.7 0.8 0.9 1

Bl T T T T T T T T T
2o FMW

_s L i L L s L n s M
0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1

FIG. 4.1: Représentations des fonctions s choisies et des trois réalisations simulées.

77



Chapitre 4. Utilisation et calibration d 'une méthode heuristique
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FIG. 4.2: Représentation de (/n(£0, 7n(s€>)) pour D = 1,... ,40 pour les trois réalisations.

Nous déduisons de ces graphiques les remarques suivantes :

()

)

©

Lorsque les ruptures sont difficilement détectables, pour des petits échantillons, 7n(s£>)
a plutét un comportement logarithmique en fn{D). Ce comportement peut s’expli-
quer par le fait que le bruit se sépare difficilement du signal. Il est clair que la pente de
la courbe 7n(sc>) en fonction de fn(D) entre les dimensions 5 et 15 (fn(5)  0.34 et
/n(15) ~ 1) n’a pas la méme valeur que celle entre les dimensions 16 et 38 (/n(16) ~ 1
et fn(38) ~ 1.9). En appliquant I’heuristique avec ces deux pentes, les partitions sé-
lectionnées pourront étre de dimensions différentes.

Pour un nombre d’observations élevé, 7n (&) est une fonction affine de fn(D) pour
des dimensions supérieures a 6.

Lorsque les ruptures sont treés nettes, le graphe présente une "cassure" nette (asso-
ciée a la dimension 5). Le contraste a partir de cette dimension varie peu : nous ne
“gagnons” pas a choisir une dimension supérieure. Notons que dans ce type de confi-
guration, un choix graphique tel que la méthode L - curve [34] méne a la sélection

d’un bon estimateur (celui de dimension 5).
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En conclusion, pour une grande taille d’échantillon, 7n("Z)) est une fonction affine de
fn(D) pour des dimensions supérieure a la vraie dimension. Mais ce n’est pas le cas pour
une petite taille d’échantillon et il est clairement visible que pour appliquer I’'heuristique
le point délicat tient dans le choix des dimensions pour estimer la pente. Méme beaucoup
moins marqué, ce phénomene est aussi observé pour les cas (6) et (c) : nous constatons que
la pente de la courbe 7n(s£>) en fonction de fn{D) dans les grandes dimensions n’a pas la
méme valeur que celle dans les moins grandes dimensions. Dans les grandes dimensions,
j n(sD) varie peu, la pente estimée sera plus petite et une partition de trop grande dimension
pourra étre sélectionnée. La question est alors de savoir sur quelles dimensions il faut
estimer la pente pour pouvoir pénaliser correctement.

4.3.2 Etude de simulation

Dans cette sous-section, nous proposons deux études de simulation : la premiére consiste
a étudier I'influence des dimensions choisies pour estimer la pente —a sur le calcul de la
pénalité et donc sur la sélection de l'estimateur pénalisé. La seconde consiste a répondre
a une question naturelle que nous nous sommes posée : la forme générale de la pénalité
obtenue dans le chapitre 1 est

penn(D) - c¢j2* (cilog + ¢c2) .

Les constantes c\ et @ ont été calibrées a variance a2 connue dans le chapitre précé-
dent par une étude de simulation. Pourquoi alors ne pas considérer les constantes ci
et @ comme inconnues et effectuer une régression non linéaire de 7n(&> en fonction
de (cilog + @) = ~ (¢1logjjj+ ¢2)? Cela permettrait une estimation directe de
toutes les constantes de pénalité.

Tout d’abord, nous donnons les parametres de 1’étude et les simulations effectuées, puis
les résultats observés.

Parameétres et simulations

Nous réalisons 100 échantillons de taille n = 60,100, 200,400 et 800 simulés a partir
d’une variance a2 —1 et de la fonction s suivante :

0 si0<x”™01
s(x) = 1 si0l1l<x”"0.35
0 si03b<x<1

Nous considérons les deux fonctions suivantes définies pour tout D > 1:

' fi,n(D) = <*%(log B + 2-5),
<

. kAD) = £(<filog ft+d2),
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et les deux pénalités obtenues par les méthodes suivantes :

1. Nous supposons que 7n(s£>) est une fonction affine de /i M(Z)) de pente —&? dans les
modeles de grandes dimensions. Nous estimons la pente par une simple méthode de
régression. Nous obtenons un estimateur —a, noté —a, et nous définissons la pénalité

par :
n
penhn(D) = 24~ (log D + 2.5) .

L’estimation de a représente I’estimation de aZ2.

2. Nous considérons que 7n (<€) est de I'ordre de — 2i71(D). Nous estimons les constantes
de pénalité d\ et d2 en utilisant une régression non linéaire de 7n(8D) en fonction de
12,n{D). Nous obtenons —d\ et -d 2 et nous définissons la pénalité par :

P™2n(D) = 2" (1log ™ + ¢2) .
L’estimation de d\ et d2 représente I’estimation de §2c\/2 et a2c2/2.

Nous cherchons a étudier I'influence des dimensions choisies pour effectuer les régres-
sions sur la sélection des deux estimateurs. Nous estimons a, <1 et d2 en régressant 7n(s£>)
par les deux fonctions considérées sur les dimensions comprises entre :

* 7 et 15
e 10 et 20,
¢ 10 et 40.
Nous notons par exemple —e”\7-15} la valeur de la pente estimée par r;? Yégression de

7ti{sd) P/r fi,n(D) sur les dimensions comprises entre 7 et 15, et pen la pénalité
obtenue.

Nous cherchons de plus a comparer la méthode heuristique avec la méthode de sélection
de modéle a variance estimée et connue en considérant /i ja.

1. Nous substituons la variance a2 par un estimateur dans la fonction de pénalité. Nous
utilisons I’estimateur proposé par Hall et al et décrit dans la sous-section 4.5.2. Nous
définissons la pénalité par :

Pen3,n(D) = 2a2 B + 2-5) o

2. Nous supposons connue la variance a2 (en lI’occurence ici a2 — 1). Nous définissons
la pénalité par :

Pen4,n(D) - 2~a2 (log ; +2.5).
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Remarque 4.4. Pour appliquer I’heuristique, il faut restreindre la collection de partitions
M n a une collection possédant une partition par dimension. Nous construisons la collection
de partitions {rao, D = 1,... ,n} qui est donc aléatoire. D’apreés la remarque de la section
précédente 4.2, nous avons Vérifié par simulations que Es [7n(s£>) —7n(s)] était de I’ordre
de Es [Jlsd —s||n] pour différentes tailles d’échantillon n.

Résultats des simulations

Les Figures 4.3, 4.4 et 4.5 montrent les valeurs de gr7 15\ (r10 200 gza0 4°}, dA7 150
.., d?IQ 4~ pour les differentes valeurs de n.

T +*
mnm, . 111 11
a-
"
4 -

5*,OM 7 vesa 1 'cs*’l*fcsf ' -~ os -

1?e oo

A

e e ek I e I e el T T

=3 a2 1es) =0 a0 rE00

FIG. 4.3: ¢~7 15\ a~o 20 <{1° 40™pour différentes valeurs de n.

B o e R e R =
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T
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2 2 - _2- - =2 - o
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a - —e - _e- - —« - - —e -
e - -a - _e- - -a- - —e -
o - —io ——io- ——ie- - ao-
1z2 3 123 123 123 123
[g2 200
n * 1 2 {7-15} - {10-20} - {10-40} e,
FIG. 4.4 d1 ,dl ,d1 pour différentes valeurs de n.
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3
o _g- G- Cerr Coe
. - ,7 AL T - a- l'.ﬁ'
- Lo L sy - 7 '
i:$06i:i'1jél- 09-
2o, PSR ca- | - 2a Y - -2-1 0o+ -
- i - — 1 j 1 Pox -
e e e _e i e iox
s- - -e- - -a- - -a- g -a-
—no - -—1o - - to - --1o - — io - *
...... i | | to
123 123 123 123 123
natD [a=] n—=200 nA4A00 n—800

- {10-40}

FIG. 4.5 2% 2% g2 pour différentes valeurs de n.

Nous constatons que :

e & augmente et se stabilise avec n, et converge vers 1. Nous pénalisons beaucoup
moins en utilisant la pénalité calculée & partir de 010" 40} que celle calculée & partir
de aft7-15} surtout pour des petits échantillons.

« di reste stable avec n. Il est cependant plus variable quand nous utilisons une régres-
sion sur les dimensions comprises entre 7 et 15.

e (2 atendance a étre de plus en plus variable au fur et @ mesure que n croit surtout
qguand nous utilisons une régression sur les dimensions comprises entre 7 et 15.

L’estimation des constantes de pénalité dépend donc des dimensions choisies pour les
calculer quelque soit n. Et cela va entrainer des changements importants dans la dimension
de la partition sélectionnée, comme le montre la Figure 4.6 qui représente le nombre de
partitions de dimension D sélectionnées avec les pénalités considérées pour n = 60.

82



Chapitre 4. Utilisation et calibration d’une méthode heuristique

D ... m_ . — ...
D D D
D D D !
SD 1 D m D |
20 IM [ 20 |
D D
123456789 D 123456789 D 123456789 D
am—»>—-=_ . __@l..___._._..._._ at ... ...,
) Dm D
Dm Dl DHnm
KN | DI DI
20 20 20
Di | D ‘nl -
" Yaassree " 1z3aseran UHPHRBLTTRY 4

FIG. 4.6: Nombre de partitions de dimension D sélectionnées sur 100 simulations a partir des pénalités
Peni7n 15}>Pen\]n~20} >Peyli,n~40} (a) et des pénalités pen£~15}, pen”™ ~ 20}, pen " 40} (6).

Avec pen”n*40", nous ne pénalisons pas assez et nous avons tendance a sélectionner une
partition de grande dimension, alors qu’avec pen\7~15\ la partition de la vraie dimension

est souvent sélectionnée. Avec la seconde pénalité, c’est le contraire : c’est avec pen

que la partition de la vraie dimension est souvent sélectionnée. Nous constatons qu’avec
cette pénalité, nous avons, quelque soit les dimensions choisies pour effectuer la régression,
tendance a sélectionner la partition de dimension 1.

Rappelons que pour des n petits, 7n(8d) a un comportement logarithmique en fn(D) -

- Nous approchons mieux 7n(s£)) en utilisant /2,n plutét que f\%de part le poids qui
peut étre mis sur le terme log  (soit ¢ 1). Mais la pénalité est le double de la fonction
/2,n estimée et nous aurons alors tendance a sur-pénaliser et la partition sélectionnée
sera de petite dimension, notamment de dimension 1.

- Avec la fonction /i, le rapport des constantes égal a 2.5 oblige une certaine linéarité
en Ainsi, a~10- 40} sera trop petit et nous sélectionnerons une partition de trop
grande dimension.

Nous nous intéressons maintenant au nombre de fois ol la partition sélectionnée a la
dimension de la vraie partition. Les résultats sont donnés dans le tableau 4.1 :
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n 60 100 200 400 800

018 37 47 77 o5 99
pen] 2% 30 46 76 95 97
perpfp®* 7 29 70 92 97
penin 020 3156 91 99
pens? 1030 61 90 98
pensn ¥ 22 32 67 94 99
pens.n 22 35 69 96 98
pendn 18 37 77 96 99

TAB. 4.1: Nombre de fois ou la partition sélectionnée a la méme dimension que la vraie partition pour
chaque pénalité sur 100 simulations.

De plus, d’un point de vue sélection de modéle, c’est I’estimateur qui réalise le plus petit
risque que I’on souhaiterait sélectionner. Nous estimons Es [p - s||*] et Es [pe> —S\\*\ en
moyennant p —s\\* et W\8d —s ||~ sur les 100 simulations, méme si le nombre de simulations
est faible pour estimer les risques. Notons que l’estimateur qui réalise le plus petit risque
sur la collection d’estimateurs {;p, D > 1} est celui associé a la partition de dimension 3
pour n > 100 et 2 pour n = 60. Le tableau 4.2 donne le rapport du risque de I’estimateur
pénalisé sur I’oracle définie par :

E. [P - «lE]
infoM Ea[||sD - s||«]

des estimateurs sélectionnés a partir de chaque pénalité et pour chaque valeur de n.

n 60 100 200 400 800
penin ™ 128 116 1.09 1.057 1.013
sepflo-200 161 136 L4 106 1041
oenilo-40) 279 206 123 112 104l
pentn ™™ 189 164 144 116 1.013
pens 200135 128 136 116 1.03
peritn? 4% 131 123 119  1.08  1.013
Pécan 121 1.166 1.16 1.0545  1.02

1.19 1.157 1.07 1.055 1.014

Pené4,n

TAB. 4.2: Estimation du rapport de risque de Vestimateur pénalisé sur Voracle a partir de chaque pénalité
et pour chaque valeur de n.

Nous obtenons de meilleurs résultats avecpen j” 15" et ~4° |_’heuristique semble
fonctionner puisque par exemple pour des échantillons de grandes tailles (n > 200), elle
permet de sélectionner la bonne partition dans 67 a 98 % des cas avec ces deux pénalités.
De plus, les rapports des risques des estimateurs pénalisés sur I'oracle sont plus petits et
proche de ceux des estimateurs obtenus par la méthode de sélection de modele a variance
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connue et estimée. La pénalité qui semble cependant étre la plus adaptée pour appliquer
I’heuristique est pen\7~I5\ celle obtenue en effectuant une régression de 7 (8d) par fi JYD)
sur les dimensions comprises entre 7 et 15, assez proche de la vraie dimension qui est 3.
Pour obtenir cette pénalité, il faut estimer un seul paramétre alors que pour obtenir la
pénalité pen<i,n il faut estimer deux parametres.

Nous choisissons donc de fixer les constantes cx = 2 et ¢2 = 5 et de considérer la
fonction fn = /i?n. La principale difficulté alors est de choisir correctement les dimensions
de la régression (surtout pour des petits échantillons) pour obtenir une bonne pénalité, et
donc le bon estimateur.

4.4 Méthode

La pénalité que I’on souhaiterait obtenir est appelée pénalité optimale. La régression
utilisée dans I’'heuristique permet d’estimer afn(D). Cette grandeur est appelée pénalité
minimale est vaut d’aprés I’égalité (4.2.5), la moitié de la pénalité optimale. Pour résoudre
la difficulté du choix des dimensions soulevée par les études de simulations précédentes,
nous allons utiliser une heuristique dévelopée par Birgé et Massart [8] qui s’appuie sur
des résultats théoriques concernant la pénalité minimale. Nous évoquons ces résultats et
donnons I’heuristique qui s’en dégage. Apres I’avoir vérifiée en pratique, nous donnons la
méthode de sélection.

Dans I’étude des processus linéaires Gaussiens, la fonction de pénalité satisfait pen(m) >
AV £f(l +v/2l ~)2avec une constante K supérieure strictement a 1 et une famille conve-
nable de poids {Em}m€A4n  Théoreme 2.4.2). Le choix de la constante K est discuté dans
[7] : une trop grande valeur de K méne a une majoration du risque qui tend vers I’infini.
D’autre part, si K est plus petit que 1, la dimension de la partition sélectionnée a tendance
a étre tres élevée et les estimateurs qui en résultent n’ont alors pas de bonnes propriétés.
La pénalité Ka2~j*-(1 + y/2Lm)2 avec K proche de 1 par valeurs supérieures est appelé
pénalité minimale : c’est la plus petite pénalité avec laquelle la partition sélectionnée
est de dimension raisonnable. Cela sous-entend que lors du passage a la pénalité minimale,
la dimension de I'estimateur associé devrait chuter subitement. Pour estimer la pénalité
minimale, I’idée consiste donc a faire varier la constante de pénalité, sélectionner la dimen-
sion a partir de chaque pénalité et essayer de repérer le passage a la pénalité minimale en
nous intéressant a ces dimensions. Il suffit ensuite de prendre le double de cette pénalité
pour obtenir la pénalité optimale.

Considérons la pénalité définie pour tout D > 1 par:
penan(D) = afn(D).
Le critére correspondant est

crita{D) = 7n(sc) + pena,n =jn(sD)+ a® (log + 2.0) .
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A a fixé, la partition sélectionnée est D (a), ou D(a) minimise le critére crita>{D) selon
D. La procédure consiste a faire varier a, appelée température, par petit pas en partant
de la valeur 0 et a sélectionner pour chaque a, le D(a) correspondant.

Lemme 4.4.1. 1l existe une suite croissante finie de températures
ai=0> Q2> ... > olk,
et une suite décroissante finie de dimensions associées a chaque température
Di=n>D2> ... >Dk =1,
ou pouri—2,... ,K

Yn(*m(j)) ~ 7 n _ 7n("m(Di)) *“
~~ In(A-1) - fn(j) " In(A-1)y 1,(A)

ei Di — D(oti). De plus, étant donné i G {1,... ,K —1}, sia G a»+i[, alors =
D(cti) = Di.
Preuve. Préalablement, nous démontrons le lemme suivant :

Lemme 4.4.2. si ai < a2 alors D(ai) > £(2).

Preuve. Par définition, si ai ® a2 nous avons

critaun(D(ai)) ~ critaun(D(a2))
N Tn(ME)(@2)) + 0tifn(D(a2))
< Tn(«b(aa)) + "2fn(D(a2) t (< - a2)fn(D(a2))
critaztn(D(a2)) + («x - a2fn(D(a2))
< criaa,,,(&(ai)) + (ai - a2fn(0(a2)).

En remplagant le critére par son expression, nous obtenons
7n(@D(*t)) + aifn{D{oti)) < In{sf){ai)) + a2fn(U{a1)) + (ai - a2)fn{i)(a2)),
dol
(«1 - a2)(/»(O(ai)) - fn(D(a2)) < 0.

Or, par hypothese, a\ » a2,donc on a que /n(£>(«i)) > fn{D(a2)). Et de plus, la fonction
fn est strictement croissante, donc D(al) > D(a2).
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La preuve du lemme 4.4.1 résulte de la construction simultanée des suites («j) et

Hypothéses et notations :

- a\ =0 et oik est tel que D(aK) = 1-
- D(ai) = D\=netD(ax) = Dk = 1.

7n(a<) - 7n(sj)

- posons g(i,j) =
fn(j)- /«(*)

Le principe de la construction est d’itérer la température a de ai a une certaine valeur de
a qui est ici olk par petits pas et de sélectionner pour chaque valeur la meilleure partition
D(a). Nous avons ai » a " olk- Nous connaissons ai par hypothése et nous cherchons a

construire a 2.

a > ai, donc d’apres le lemme 4.4.2, D(a) » D{ai) = D\. Nous considérons les dimensions
strictement inférieures a D\. Par définition, D(a) = D\ si et seulement si pour j < Di,
nous avons

crita>n(Di) < critari(j)
In(SjDi) + «/n (D1) < 7n(«j) + <*n(j)

a < g(j,Di).

Donc D(a) = D\ si et seulement si a < min”*"j g(j, D\). Prenons
a2= min g{j,D{),

J<Di

et
D2 —D{a®).

Nous avons construit a2 tel que ai < a2 et par le lemme 4.4.2, D\ > JD2. Les valeurs
suivantes des deux suites sont construites de la méme facon.

Remarque 4.5. Il est facile de montrer que a* = g(Di, i) pouri—2,... ,K —1

Remarques 4.6.

e La valeur a; est associée a la suite décroissante de dimensions \ —D\ pour i =
2
» Lafonction a —» Da est une fonction constante par morceaux et s’écrit A'll[atci+1]
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e Lavaleur — correspond a I’estimation de a obtenu en régressant Jn(&(D)) Par fn {D)
entre les dimensions A _i et D{ Lasuite (—<Xi)i"i"K peut étre identifiée a I’'enveloppe
convexe des points (/n(D), 7n(s£>)) pour D G {Z?i,... ,Dk }- Ou encore les sauts de
dimensions correspondent aux dimensions entre lesquelles le graphe (/n(2)), 7ti(sgd))
est concave.

La fonction X)Ej Di ag+[ Pour les trois réalisations considérées dans la sous-section
4.3.1, est dessinée respectivement Figures 4.7—(a), 4.7—b) et 4.7—(c). L ’enveloppe convexe
des points (fn(D),yn(s]j)) pour D G{Di,... ,Dr } est représentée sur les Figures 4.2—(a),
4.2 —(b) et 4.2 —(c) par des *

En pratique, nous observons un phénomene assez marqué concernant la suite des di-
mensions (D{)i*i"K Qui semble correspondre au passage a la pénalité minimale : pour des
petites valeurs de a, les dimensions des partitions sélectionnées restent assez élevées, puis
chutent brusquement vers une plus petite valeur quand a atteint un certain seuil, notée a.
Par conséquent, a est la valeur de la suite (i) qui est associée au plus grand saut
de dimensions observé dans la suite (D”"ig "k *La pénalité minimale est alors définie par :

(los2 +25°
le critére pénalisé est défini par :
(4.4.6) critn(D) - 7,(sd) + 2a” (log + 2.5),

et I’'estimateur final est s = ou D minimise critn(D) en D.

4.5 Calibration de la méthode

En pratique, nous constatons des difficultés pour estimer le paramétre a. Dans cette
section, nous discutons de ces problémes puis nous proposons une calibration de la méthode
afin qu’elle soit applicable dans la majorité des situations.

451 Problemes et choix

Rappelons qu’en pratique, nous construisons la collection de partitions {mjr>D =
1,... ,Dmax}, ou Dmax << n.
Deux questions concernant I’estimation de a se sont posées :

1. si le saut maximal de dimension de la suite est atteint par plusieurs
valeurs de la suite {&){=!,.., laquelle choisir pour I’estimation de a?

2. la dimension maximale des partitions considérées, Dmax, influence-t-elle I’estimation
de ce, et donc le choix de I’'estimateur final?
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La valeur a est associée au plus grand saut de dimensions reflétant le passage a la
pénalité minimale. Par conséquent, nous nous intéressons au premier moment ot il y a un
changement brusque de dimensions, c’est-a-dire, a la plus petite valeur parmi les différentes
valeurs de a retenues. Des simulations effectuées ont permis de confirmer ce choix.

Il se peut qu’en pratique, des sauts maximaux soient observés pour des valeurs de a
trés petites. Dans cette situation, la pénalité sera trop petite pour pénaliser correctement le
critére et une partition de trop grande dimension sera sélectionnée. Ce probléme est illustré
par le cas (a) :sur la Figure 4.7 —a), les valeurs a\ et <2 représentent les deux valeurs de la
suite de températures associées respectivement aux deux plus grands sauts de dimensions.
Si nous prenons Dmax = 40, alors & —a\ et la partition sélectionnée est de dimension 15,

/S TR ST 1 1

3\ 2

KU -

25-1 5

1

) ) 6

i<l -1 5

0- |

- A

RV A R S T Y A

FIG. 4.7: Graphe de la fonction £Mil[a,,alH[ pour i = 1,... ,K obtenue pour les trois réalisations.
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tandis que si Dnax= 25, alors A= azetla partition sélectionnée est de dimension 4. Pour
répondre a la question soulevée, D’T@(peut jouer un role dans I’'estimation de d et donc
dans la sélection de I’estimateur pénalisé.

En pratique, l'utilisateur devra choisir la dimension maximale DnaX selon les informa-
tions dont il dispose. Cependant, notre objectif est de proposer une méthode automatique.
Une valeur universelle de DN@n’est pas concevable puisqu’elle dépend du probléme posé.
Nous proposons alors d’éliminer les partitions de trop grandes dimensions en contraignant
a a étre supérieure a un seuil noté ALl Dans notre cadre d’étude, A joue le role de la
variance @2, il est donc impossible de choisir un A8 universel. En posant at =

la suite ne dépend pas de @2. Il suffit donc de choisir un m et de poser
asu—a23a. La variance a2¢tant bien sOr inconnue, nous proposons de la substituer
par un estimateur a2 Le nombre de ruptures ainsi que leurs localisations étant inconnus,
I’estimateur classique de régression ne peut étre utilisé. Dans la premiére partie, I’estima-
teur du maximum de vraisemblance est obtenu par I’algorithme SAEM. Un bon résultat est
obtenu en quelques secondes. Pour savoir si la méthode de détection de ruptures proposée
ici fonctionne bien, nous avons bésoin d’estimer le risque de I’estimateur de S pénalisé, par
une méthode de Monte Carlo. Plutdt que d’utiliser I’estimateur du maximum de vraisem-
blance avec SAEM, ce qui serait treés long, nous avons préféré utiliser un autre estimateur
moins optimal mais obtenu trés rapidement.

4.5.2 Estimateur de la variance

Nous avons choisi d’utiliser I’estimateur de la variance proposé par Hall d d [32].
Nous ne disposons pats de justifications théoriques sur le choix particulier de cet estimateur,
mais dans la pratique, il donne de bonnes estimations de la variance. Nous détaillons cet
estimateur. Nous considérons un modele de régression général :

W=F(xt)+E£t =1.....n),

ou / est une fonction inconnue et les erreurs £¢ sont indépendantes et identiquement dis-
tribuées de loi m (0, 42, et les Xt sont ordonnés. Hall & d proposent l’estimateur de la
variance suivant :

M

. n—M
a2= (n- M)_lk—].—j 0 44027

ou quelque soit M, la suite es”™une suite de nombres réels telle que
M M
La suite (gj)j est obtenue par minimisation de la variance asymptotique. Hall €L d

présentent trois maniéres de construire la suite (dj)j e t discute de la performance des
trois suites obtenues en comparant I’efficacité de I’estimateur 82qui en résulte relativement
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a I’estimateur classique afi = £ 6t Les performances des estimateurs sont optimales
pour 2~ M ~ 5,

Nous avons choisi M = 3 et la suite la plus performante est donnée par :

(dj)j=o0...)3= (0.1942,0.2809,0.3832,-0.8582).

L’efficacité de cet estimateur relative a a%) est alors donnée par var(<Tfi) oMt = 0.86.

4.5.3 Choix de la valeur seuil

Dans cette sous-section, nous proposons de choisir une valeur /3seuii a partir d’un test
d’hypothése nulle Hq : “gu’aucune rupture n’est présente” contre I’'hypothese alternative
H\ :“qu’il existe au moins une rupture”. Heuristiquement, ce test correspond aussi au test
de I’nypothése nulle qu’il n’existe aucune rupture supplémentaire a la “bonne” partition
contre I’hypothése alternative qu’il en existe.

Nous cherchons une valeur de fiseuil telle qu’en appliquant la méthode pour a > aZiseuiu
nous obtenons sous Hq la partition de dimension 1, avec une grande probabilité. Donc nous
voulons tester :

> a2(Xeuii ” contre "a < aSseuil- ”

Soit Qv la valeur de la suite a partir de laquelle la méthode méne a la partition
de dimension 1. Posons av = aZfiv, nous avons que
si Pseuil > Pv alors pour a > a2j3seun la partition de dimension 1 est sélectionnee.

Ainsi le test devient

Hq:”0&uii > fiv’ contre H\ :n/3aeuil < Pv”-

Notons z le niveau du test, nous décidons d’accepter la partition de dimension 1 quand
fiv A qi-z(f3v) ou qi-z{f3v) es” le quantile empirique d’ordre 1 —z de /3V. Nous prenons

fiseuil ~ qi—z"fiv) «

Suite a la présentation de la construction du test, une question se pose : comment choisir
le niveau z? En pratique nous remarquons un changement de comportement de la fonction
constante par morceaux A [a,,ai+[ a partir d’une taille d’échantillon n = 200 : plus
la taille de I’échantillon est grande, plus la suite (0" = 1,..,*: décroit lentement et montre
une certaine stabilité. Nous décidons de prendre deux niveaux de tests selon la taille de
I’6chantillon en autorisant plus de souplesse pour des petits échantillons.

La loi de fiv n’étant pas connue, nous allons estimer empiriquement le quantile considéré.
Nous utilisons la procédure de simulations suivante : nous prenons 5 = 0 (pour se placer
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sous I’hypothése nulle), a2 = 1 et différentes valeurs du niveau z. Etant donné n, nous
simulons nae = 2000 échantillons. Nous obtenons alors un nae échantillon Nous
notons 3V = (favi),... ,A,,(nde))  vec”eur obtenu en ordonnant les composantes de j3v.
L’estimateur empirique de qi-z(/3v) est donné par:

Cl—z{Pv) - Tvaneted™ D + Cvo(nite(t-2:914-1)

Nous effectuons cette opération 10 fois. Nous disposons alors d’un échantillon 03**7 (n))i=i»-»io
et nous considérons la valeur moyenne :

1 10
Pseuil {n) — Yq T . fiseuil (n )
=1
Cette procédure est effectuée pour différentes valeurs de n allant de 20 a 1000. Les résultats
sont donnés dans le tableau 4.3 suivant :

n z

20 0.611 0.15
40 0.625 0.15
60 0.62 0.15
100 0.603 0.15
200 0.762 0.05
300 0.743 0.05
500 0.7 0.05

1000 0.714 0.05

TAB. 4.3: Estimations des /3jemi(n) pour les différentes valeurs de n.

Maintenant le probléeme consiste a choisir la valeur seuil pour chaque cas (n < 200 et
n > 200) : nous proposons de prendre le seuil proche de la valeur maximale. En effet, dans
ce cas, en appliquant la méthode avec i3 > flseuil > Pseuil{n), la dimension de la partition
sélectionnée sera 1. Nous décidons de prendre

f 0.62 sin< 200
Pseui = | Q7g giny 20Q

Nous estimons maintenant la puissance du test, que nous considérons comme une fonc-
tion du saut de moyenne, uniqguement pour n —60. Nous simulons 200 échantillons de taille
n a partir d’une variance a2 = 1 et d’une fonction s appartenant au modéle de dimension
3 de la famille :

sio<x”™0.3
X) = S si03<x<0.7
0 si7<x<1
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ou 6 varie de 0 a 2.5 par pas de 0.04. La valeur de la fonction puissance du test en un S
donné est estimée par :

tpa{a) — Ps(Pv > Pseuil)
1 200
= y |
20Q J(@vj'*'fiseuil)
i=1

Cette fonction puissance est représentée Figure 4.8.

0.9 - J

0.8 - f

06 - /
05 - i
0.4- I*

0.3 -

02~ /

FIG. 4.8: Graphe de lafonctions Cps(9).

45,4 Probléemes et calibration finale

Dans cette sous-section, nous discutons du rdle de j3euii et de certains problémes ob-
servés en pratique. Nous nous appuyons sur les trois réalisations considérées tout au long
de I’étude.

Les Figures 4.9 —(a), 4.9 —(b) et 4.9 —(c) représentent respectivement le graphe de la
fonction YliLi A'H[aiA+i[ obtenue pour les trois réalisations. Tout d’abord, le réle de f3seuu
est clairement visible sur la Figure 4.9 —(a) : nous remarquons que a\ < a2(»euu < a2.
Ainsi, en appliquant la méthode sans seuil, d = ai, nous sur-pénalisons et sélectionnons la
partition de dimension 15, tandis que si nous forcons a a étre plus grand que cr2/3seuiv, alors
d = a2, nous sélectionnons la partition de dimension 4. Par conséquent, la performance de
I’estimateur peut étre vraiment différente.

En pratique, il se peut que le seuil aseun soit trop grand : soit parce que la variance est
sur-estimée, soit parce que le Pseuil est lui méme trop grand. Dans ce cas, nous ne pouvons
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FIG. 4.9: Graphe de lafonction fi, -DUa,,a,+1( pouri = 1,... ,K obtenue pour les trois réalisations.
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espérer repérer la pénalité minimale. Par exemple, soit amin, la valeur de a correspondant
a la pénalité minimale (penmin(D) = aminfn(D)). Si aseuii > am2n, il est clair que nous
ratons la pénalité minimale. Prenons I'exemple (c¢) (Figure 4.7 —(c)) : nous remarquons

que la fonction i A'HJ[ai,ai+i[ présente un large plateau Iv — [av,av+i[ associé a la
meilleure partition au sens de la perte de dimension 6, celle que 1’'on cherche a sélectionner.
Notons que av+i — Le seuil aseuu appartient a cet intervalle lv. Ainsi, en appliquant

la méthode avec seuil, & = av+1 en prenant 2a, nous obtenons D = 1. Nous ne repérons
pas la pénalité minimale et surpénalisons. Pour palier a ce probléme, I'idée est de contrdler
a par a2

En conclusion, nous proposons la calibration suivante : nous prenons a tel que
pseuila2 <a < <2

Nous extrayons de la suite (07)i=i | a suite

(4-5.7) (aik)k=i,...,b,

et la suite de dimensions correspondantes

(4.5.8) (AJ*=i,..,56,
telles que

o, 1%e0ui>a2,

<b= (2

o @*p=2,... b1 —{(@®i)i=l,...Alrsem?r < F < O }.

a est la valeur de la suite (aik)k= g u i est associée au plus grand saut de dimension
observé dans la suite {Dik)k=i,...,b- Nous avons alors deux cas :

e jl existe au moins un saut de dimension,

(4.5.9) a= argmin Dik+l - Dik,
¢=1,.. ,6— —Dik>0
 sinon
(4.5.10) a=az

L’estimateur pénalisé est défini par
7a d°

ol D = D(24).
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455 Résumé de la méthode calibrée

Les grandes étapes de la méthode finale calibrée sont résumées sous la forme d’un
organigramme représenté Figure 4.10.

INPUT y = (yi,... ,yn)

PROGRAMMATION DE
sd pour D > 1

( par programmation dynamique)

CONSTRUCTION DES SUITES
and (o
(Lemme 4.4.1)

ESTIMATION DE «2

EXTRACTION DES SUITES

et (Dik);
( Equations 4.5.7 et 4.5.8)

RECHERCHE DU
a

(Equations 4.5.9 ou 4.5.10)

SELECTION FINALE
s = sf U D est défini par (4.4.6)

FIG. 4.10: Organigramme de la méthode calibrée.
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Applications

Nous présentons ici les estimateurs obtenus par I’application de la méthode calibrée sur
les trois réalisations considérées tout au long de cette étude, que nous comparons a ceux
obtenus a variance connue et estimée.

» O-
1 e L i
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o o, Jf & o 05 G 07 08 09 1
A n vyl I'N 4\ \
5 1 1 i i i
A) 01 02 03 04 05 G6 07 ol 09 1
T i i i i 1 i [ i
~ 0
2‘@ o-\y "
5 i i i 1 | i i
o) 01 02 03 04 05 G 07 081 09 1
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FIG. 4.11: Graphiques des estimateurs pénalisés obtenus par la méthode calibrée (a —1), (6—1) et (C),
et ceux obtenus par la méthode de sélection de modéle a variance connue et estimée (a —2), (6—2) et (c),

pour les trois réalisations.

Les résultats sont les suivants :

(@)

L’estimateur pénalisé appartient au modéle de dimension 4, s = ;4. Il est représenté
Figure 4.11 —a—1). Notons que trois des ruptures estimées sont proches des "vraies”
et que deux ne sont pas détectées. A variance connue et estimée, les estimateurs sont
les mémes : s = si (cf Figure 4.11 - (a - 2)). Les fonctions de pertes associées aux
deux estimateurs sont respectivement: ||s —:4||2 0.196 et ||s —¢i]|2 = 0.386.
La méthode calibrée sélectionne donc un meilleur estimateur en terme de perte. De
plus, I’'estimateur de perte minimale est celui de dimension 4: infE>>i ||s —8&d ||2 =

l|s - $4|jn = 0.196.

(b) De la méme fagon, la dimension de I’estimateur sélectionné par la méthode calibrée

est 6, s = 8¢. L’estimateur associé est représenté Figure 4.11 —(b —1). Ceux obtenus
avec a2 = 1 et a2 sont de dimension 5, S = 8§ (cf Figure 4.11 — (b - 2)). De plus,
Is - ée\l = infD>i ||s - SDWA = 0.165 et ||s - Ss||jl = 0.208
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(c) Les estimateurs obtenus par les trois méthodes considérées sont de méme dimension
:1) = 6 (cf Figure 4.11 —(c)).

4.6 Etude de simulations

4.6.1 Simulations et résultats

Dans cette sous-section, nous comparons la performance de la méthode calibrée avec
celle de la méthode de sélection de modéle a variance a2 connue et estimée. Notons :

* m\ : la méthode calibrée. La pénalité est définie pour tout D > 1 par:

en (2Af +5)-

e rri2: la méthode de sélection de modele a variance connue. La pénalité est définie
pour tout D > 1 par:

(2logs +5)

e 773:la méthode de sélection de modele pour laquelle la variance a été substituée par
a2. La pénalité est définie pour tout D > 1 par:

2(Ag*+9’

La performance de ces méthodes est évaluée par :

1. le rapport du risque de I’estimateur pénalisé sur l’oracle :

(4.6.11) Fn(s,2,5)=_ M15- sU
infE>>i Es[p - ¢d 2]

Les risques Es [p —s|jj et Es [jls—sqg[*] sont estimés par une méthode de Monte
Carlo en moyennant respectivement les valeurs ||s - s[* et b —sd]|* sur N\, simu-
lations. Nous renvoyons a la sous-section 3.3.1 du chapitre précédent.

2. %Pmin « le pourcentage d’estimateurs sélectionnés qui réalisent la perte minimale,
c’est-a-dire infjd>i ||s — sur toutes les simulations effectuées pour estimer les
risques précédents.

Nous prenons les parametres suivants :

« Nb= 500.
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FIG. 4.12: Les fonctions Si 2= 1,... 6.

e 2- 1
o 2 valeurs différentes de n :n = 60 et n = 300.

» 6 fonctions représentées Figure 4.12.

Les résultats des simulations sont donnés dans le tableau 4.4.

e La premiere remarque générale est que les rapports des risques des estimateurs sur
I’oracle sont proches, et tendent vers 1avec n :les estimateurs s’approchent de I’oracle
avec n. Pour n = 300 et la fonction $2, la méthode a variance connue méne a un
rapport de risques inférieur a 1, ce qui signifie que I’estimateur est meilleur que
I’oracle, ce qui peut paraitre étonnant puisque |’oracle correspond a celui que I’'on
choisirait si on connaissait la fonction 52.
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n = 60 n = 300

rai m2 m3 m1 m2 m3

Si  Fn(si,2,5) 1.1 1.15 1.176 1.005 1.008 1.007
%Pmin 21.6 18.2 16.6 19 20 20

&  Fn(s2,2,5) 1.21 1.27 1.47 1.01 0.99 1.01
%Pmtn 24 21 7.4 27 28 28

3 Fn(53,2,5) 1.018 1.1064 1.1429 1.0271 1.0615 1.0671
%pmtn 25 25.2 21.2 27 20.8 22.2

3% Fn(s4,2,5) 1.139 1.1138 1.0606 1.052 1.0656 1.0727
%pmin 55.4 60.6 68 31.8 27.2 254

S5 Fn{ss,2,5) 1.203 1.1879  1.1739 1.084 1.1077 1.1074
%Pmm 28.6 22.6 22.4 34.2 30.6 30.2

se Fn(56,2,5) 1.1062 1.0529 1.0306 1.149 1.132 1.14
%pmin 354 41.4 40.8 60 65.4 66.6

TaB. 4.4. Estimation du rapport du risque sur I’oracle pour les fonctions s S 2, s$, sa, s$ et s& et les
méthodes m\, etmz.

« La méthode calibrée peut faire “mieux” en terme de risque que les méthodes de sé-
lection de modele a variance connue et estimée, méme si les risque sont treés proches.
Cette constatation est renforcée par la valeur de %pmin. Nous avons choisi des
constantes universelles égales a 2 et 5. Mais pour un n et une fonction s fixés, il se
peut que ces constantes ne soient pas les plus adéquates méme si elles sont proches
des optimales. La méthode semble rectifier la constante multiplicative 2 (qui per-
met le passage de la pénalité minimale a la pénalité optimale) afin de sélectionner
I’'estimateur de perte minimale.

L’objectif de cette étude était d’appréhender, de tester et de calibrer la méthode pro-
posée par Birgé et Massart sur des signaux Gaussiens, cadre classique pour lequel des
résultats théoriques précis existent. D’aprés les résultats obtenus, la méthode mene a des
résultats concluants. Cela permet d’envisager son utilisation pour certaines probléemes plus
complexes. En effet, dans notre cadre d’étude, nous savons que la constante de pénalité
a représente la variance cr2. Cependant, pour d’autres problémes, si le terme de pénalité
est de la forme f3fn(D) avec fn une fonction bien définie d’un point de vue selection de
modele, il se peut que le parameétre /? soit théoriquement indéfini. Dans un contexte de
sélection de modele, cette méthode permet alors d’obtenir facilement une bonne valeur de
/?, et donc une bonne pénalité a partir des données.

4.6.2 Comparaison avec MCMC
Nous appliquons la méthode calibrée sur I’exemple proposé dans la premiere partie de la

thése concernant la détection de ruptures par méthodes MCMC. Nous donnons la fonction
s associée en Figure 4.13 —(a). L’estimateur pénalisé est représenté Figure 4.13 —(6).
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Les instants de ruptures non renormalisés estimés sont ti = 76, ¢2 = 147, ;3 = 256 et
¢4 = 400. Nous obtenons le méme estimateur que I’estimateur MAP obtenu par I’algorithme
d’Hasting-Metropolis.

(a) 05

F0  oT 02 03 04 05 06 07 08 09 1

©) osk -*fr""i = L Lt ‘!‘l”lvfl‘z,”"r i
"YJI i kL i

0 01 02 03 04 05 06 07 08 09 1

FIG. 4.13: Lafonction s (a) et la représentation graphique de I’estimateur pénalisé (b).

4.6.3 Cas d’une fonction s non constante par morceaux

Dans cette sous-section, nous souhaitons répondre a la question suivante : que se passe-
t’il quand la fonction s n’appartient a aucun modéle Smi c’est-a-dire quand elle n’est pas
constante par morceaux?

Nous nous intéressons a deux fonctions ayant des profils différents : la premiére fonction,
notée 57, a un comportement constant par morceaux a partir de I’'instant environ de 0.45
et la seconde, notée sg, posséde "deux bosses” d’amplitudes différentes. Ces deux fonctions
sont représentées respectivement Figures 4.14 —(a) et 4.15 —(a). Pour la fonction 57, nous
espérons repérer au moins les deux instants de ruptures 0.45 et 0.7, et pour la fonction s$,
une partition composée de deux sous-partitions régulieres, avant et apres I’instant 0.5.

Nous considérons deux réalisations du processus y avec n = 1000, les deux fonctions
57 et sg et les variances respectives a2 — 1 et a2 = 0.1. Les réalisations et les estimateurs
pénalisés obtenus sont représentés sur un méme graphique : Figure 4.14 —(6) pour la
premiere (57) et Figure 4.15 - (6) pour la seconde (sg). Les estimateurs que nous avons
obtenus sont les estimateurs de perte minimale.
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(a) — 1
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FiG. 4.14: Fonction sj (a) et représentation graphique de Vestimateur pénalisé (6).
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FIG. 4.15: Fonction s8 (@) et représentation graphique de Vestimateur pénalisé (6).
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L’impression laissée par ces résultats est que la méthode mene a des estimateurs ayant
de bonnes qualités d’approximation.

4.6.4 Cas d’un bruit non Gaussien

Dans cette sous-section, nous présentons les résultats obtenus de I’application de la
méthode calibrée sur des processus non Gaussiens :

e s est un bruit blanc Exponentiel symétrique (Expo).

e s est un bruit blanc Bernouilli de parametre 1/2 (Ber).

Nous comparons aux résultats obtenus pour des processus Gaussiens de variance 02 — 1.

En pratique, nous obtenons la méme qualité de résultat pour les bruits blancs Gaussien
et Bernoulli : I'estimateur de perte minimale est sélectionné. Le bruit Bernoulli de para-
meétre 1/2 est faible et les ruptures sont trés nettes. Par contre, pour un certain nombre de
réalisations simulées a partir du bruit Exponentiel, la méthode sous-pénalise (la pénalité
est trop petite pour pénaliser correctement) et une partition de trop grande dimension est
selectionnée. Le nombre important de fois ou nous observons ce phénomeéne laisse penser
que les constantes de la pénalité ne sont pas adaptées.

Nous proposons d’illuster ces constatations a I’aide de trois réalisations choisies du
processus y avec n = 500, une fonction s simulée aléatoirement, et représentée Figure
4.16- (5), et les différents bruits. Nous présentons en Figures 4.16—(Gaus), 4.16- (Expo)
et 4.16 —(Ber) respectivement les réalisations et les estimateurs pénalisés obtenus.
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FIG. 4.16: Fonction s (s) et représentation graphique des estimateurs pénalisés dans le cas d’un bruit
blanc Gaussien (Gaus), Exponentiel [Expo), Exponentiel avec double pénalité (Expo —2) et Bernoulli
(Ber).

Portons notre attention sur le résultat obtenu pour la réalisation simulée a partir du bruit
Exponentielle. La partition de dimension 10 est sélectionnée et la partition associée a
I’'estimateur de perte minimale est 3. Nous remarquons que 6 des ruptures obtenues sont
tres proches et donc pas toutes nécessaires.

Considérons la pénalité définie pour tout D > 1 par:
o n
pen”n(D) = fia® (log b + 2.5),

et Dp la dimension qui minimise le critére définie pour tout D > 1 par:
critn(D) = 7n(sz>) +pen”n(D).
Le tableau 4.5 regroupe les dimensions sélectionnées pour différentes valeurs de ji.

2 25 3 4 2a2 4a2
A, 10 o 5 3 9 3

TAB. 4.5 Les dimensions sélectionnées a partir de différentes pénalités pour la réalisation issue du bruit

Exponentiel.

La méthode est normalement appliquée avec /i = 2. Prendre fi = 4 signifie que nous dou-
blons la pénalité optimale obtenue par la méthode calibrée. Nous indicons les résultats
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obtenus a partir de cette double pénalité par (Expo —2). L’estimateur pénalisé est repré-
senté Figure 4.16 —(Expo—2). Il appartient au modéle de dimension 3. Cette pénalité
semble donc plus appropriée.

Nous réalisons une étude de simulation plus compléete. Nous considérons cing fonctions
simulées aléatoirement et estimons pour chacune le rapport du risque de I’estimateur sur
I'oracle Fn(s, 2,5) défini en (4.6.11). Les résultats sont donnés dans le tableau 4.6.

508 5209 s3(6) M (@)

Fn(s, 2, 5)(Gous) 1.18 1.05 1.08 1.15 1.21
Fn{s,2,$){Bq0) 2.56 2.15 2.63 2.4 1.89
Fn{s, 2,5)<B*po- 2> 1.29 1.34 15 1.13 1.1
Fn(s, 2,5)<Ber> 1.0008 1.004 1.002 1.0005 1.0003

Tab. 4.6: Risque sur oracle pour les différentes fonctions s et les différents bruits. S(.)
représente la taille de la partition sur laquelle a été construite la fonction s, i.e. le nombre
de ruptures + 1.

Nous obtenons les mémes conclusions que pour I’'exemple présenté : la méthode fonc-
tionne bien pour un bruit de Bernouilli de parameétre 1/2, mais ne donne pas de bons
résultats pour un bruit Exponentiel.

46,5 Deux extensions de la méthode non calibrée

Nous avons tenté de calibrer la méthode de facon a obtenir une méthode complétement
automatique qui donne de “bons” résultats dans une majorité de situations. Mais il est
toujours tres difficile d’obtenir une calibration qui fonctionne dans toutes les situations.

Dans la sous-section 4.6.5.1, nous donnons des configurations rencontrées en pratique
dans lesquelles la méthode ne sélectionne pas I’estimateur de perte minimale, dont certaines
sont liées a la calibration. Dans la sous-section 4.6.5.2, nous proposons deux extensions de
la méthode non calibrée qui tentent de répondre aux problémes évoqués dans la sous-
section 4.6.5.1. Nous revenons aux problémes qui nous ont motivé a calibrer la méthode.
Ces extensions donneront a l’utilisateur une aide quand au choix de l’estimateur face a
certaines configurations.

4,6,5,1 Discussion sur certaines configurations

En pratique, nous avons pu observer les phénomenes suivants :

1. La calibration peut s’avérer étre trop "stricte” dans le sens ou la bonne constante de
pénalité minimale n’appartient pas a l'intervalle de calibration [/3euila2,a2]. Deux
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raisons a cela: soit une trop grande ou trop petite valeur de _|3H.U, soit une sur-
estimation ou une sous-estimation trop importante de la variance a2 Dans ce cas,
la méthode peut soit sélectionner I’estimateur de perte minimale car le d n’est pas
“loin” de la bonne constante de pénalité minimale, soit ne pas sélectionner le bon
estimateur. Pour illustrer cette derniére configuration, nous considérons une réali-
sation du processus Y de taille 1= 300 simulée a partir d’une fonction S simulée
aléatoirement et d’une variance 82= 0.5. L'estimateur de la variance donné par Hall
& dest a2—s.82. En Figure 4.17 est représentée la fonction Yit= pii La
valeur de aassoc_i_é\ au plus grand saut de dimension n’appartient pas a I'intervalle de
calibration I . Cette valeur est notée dsur la Figure 4.17. En appliquant
alors la méthode calibrée, la partition de dimension 7 est sélectionnée tandis que sans
calibration c’est la partition de dimension 10 qui est sélectionnée, partition associée
a l’estimateur de perte minimale.

501 S —
45 - ]
40- . 1
35 -
30-
25 - .
i
2 eV 1
i1y :
10 i e ti_—
i e
' H
o e L 1 1 1
0 0.5 1 15 2 25 3 35 4
a 2

FiG. 417: Gareckkfodion Yl

2. Le saut maximal de dimensions de la suite (-D”~i”™# peut étre tres faible (par
exemple 2 ou 3, voir 4). Ce saut n’étant pas tres marqué, comment savoir si il cor-
respond bien au passage a la pénalité minimale? Ces configurations sont souvent
rencontrées pour des petits échantillons car dans ce cas, le contraste 7n(s£>) est tres
souvent logarithmique en f

3. L’estimation de la constante de la pénalité optimale ZE‘ipeut “tomber” sur un tout
petit intervalle [a*, a/\l[de dou "juste a cote” du bon intervalle. Nous illustrons cette
derniére configuration a Iaide d’une réalisation simulée. La fonction YAL pii X
est représentée Figure 4.18. La quantité ZAvaut 0.98 et la dimension sélectionnée est
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7. Cependant, 2a est proche du ou = 0.99 qui est associé a la dimension 6, dimension
de I’estimateur de perte minimale. Il suffirait de considérer 2.1a sur cet exemple pour
obtenir le bon estimateur.

fiseuil
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0 0.5 1 15 2 2.5 3 3.5 4
a 2a
FIG. 4.18: Graphique de la fonction NeU[a>QI].

4.6.5.2 Discussion sur la méthode non calibrée

1. «La raison principale de la calibration de la méthode était que la valeur de la
dimension maximale Dmax peut fortement influencer la sélection de la partition.
L’idée est de faire varier Dmax par pas de 1 jusqu’a une valeur choisie par
I'utilisateur, et pour chaque valeur, d’appliquer la méthode non calibrée : une
dimension est sélectionnée pour chaque valeur. Nous illustrons cette procédure
sur I'exemple considéré dans le premier point de la sous-section précédente en
Figure 4.19. Nous donnons de plus une représentation des sauts de dimensions
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de la suite (A)&=i,... A  Figure 4.20. Nous pouvons lire sur ce graphique qu’il
existe un grand saut de dimension qui passe de la dimension 45 a la dimension 29.
Il faut prendre une valeur de Dmax suffisamment grande pour pouvoir considérer
ce saut. L’estimateur associée a la partition de dimension 10 est sélectionnée.
C’est une situation idéale.

FIc. 4.19: Représentation graphique de D en fonction du Dmax

16 -
14 -
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FIG. 4.20: Représentation des sauts de dimensions de la suite (£),)*-1,... fic-

S’il existe maintenant deux grands sauts de dimensions dans la suite (Di)k=i,...,Ki
lequel choisir? Nous illustrons cette configuration par les Figures 4.21 et 4.22
qui sont issues de I’application de la méthode sur I’'exemple de la sous-section
4.6.2. Notons que sur cet exemple, I’'estimateur de perte minimale est associé
a la partition de dimension 3. Si I'utilisateur choisit Dmax < 30, le plus grand
saut de dimensions est égal a 9 et le partition sélectionnée est de dimension
3. Pour Dmax > 30 (Dmax élevé par rapport a la dimension 3), le plus grand
saut de dimensions est égal a 13 et la partition sélectionnée est de dimension 5.
Notons que les pertes des deux estimateurs associés sont tres proches. Les deux
estimateurs sont donc envisageables.
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FIG. 4.21: Représentation graphique de D en fonction du Dmax-
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FIG. 4.22: Représentation des sauts de dimensions de la suite

Le choix sera bien s(r plus difficile si la taille maximale des sauts est tres faible
et atteinte par plusieurs sauts.

La méthode prend en compte le premier grand saut de dimension rencontré.
Nous donnons ici deux cas ou il existe deux grands sauts de dimensions dont
un seul est pris en compte par la méthode alors qu’il peut étre intéressant de
considérer le deuxieme.

Dans le premier cas, le plus grand saut de dimension est le deuxieme ren-
contré. Les Figures 4.23 et 4.24 illustrent ce cas. La partition de dimension 2
est sélectionnée alors qu’avec le second plus grand saut, c’est la partition de
dimension 25, partition la plus proche de la partition associée a I’estimateur
de perte minimale. Notons que la dimension de cette partition n’appartient

pas a la suite (A)
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15«
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FIG. 4.23: Représentation graphique de D en fonction du K,,
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FIG. 4.24: Représentation des sauts de dimensions de la suite (Di)k=i....k 1

- Dans le second cas, les deux plus grands sauts de dimensions sont de méme
dimension. Les Figures 4.25 et 4.26 illustrent ce cas. La partition de di-
mension 9 est sélectionnée avec le premier saut alors qu’avec le second plus
grand saut, c’est la partition de dimension 6, partition la plus proche de la
partition associée a I’estimateur de perte minimale.
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0 5 10 15 20 25 30 35 40 45 50

FIG. 4.26: Représentation des sauts de dimensions de la suite (/},)*=4,... ,/c-

2. Si l'utilisateur obtient des configurations comme présentées dans le troisieme point
de la sous-section précédente, il peut étre intéressant de considérer la partition la
plus proche au sens de a (voir les deux plus proches), Le. la partition obtenue en
considérant dans la pénalité le  de la suite (aii)i~a* le plus proche de 2a.

4.7 Application: détection des changements dans le nombre
mensuel de tests HIV en France

Notre objectif est d’identifier des changements dans le comportement des francais face
au virus HIV.

Nous disposons du nombre de tests HIV effectués chaque mois en France entre le mois
de Février 1987 et le mois d’Octobre 1991. Un nombre de tests constant sur un intervalle
de temps signifie que le comportement des francais face au virus est le méme durant la
période considérée.
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Nous considérons les données comme Gausiennes et indépendantes, et nous cherchons
a détecter des ruptures dans la moyenne de cette suite de données, chaque rupture déter-
minant les débuts et fins des intervalles de temps durant lesquels le nombre de tests HIV
reste constant.

Nous appliquons la méthode sans calibration. Le graphe de la dimension sélectionnée
D obtenue par la méthode pour différentes valeurs de Dmax est donné Figure 4.27 et les
sauts de dimensions sont représentés Figure 4.28.

Fig. 4.27: Représentation graphique de D(a) en fonction du Dmax*
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FIG. 4.28: Représentation des sauts de dimensions de la suite (Di)k=i,... ,k-

D ’aprés ces graphes et le second point du paragraphe 4.6.5.2, nous considérons tout
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d’abord la partition de dimension 3, puis celle associée au deuxiéme saut de dimension qui
est de dimension 27. Les deux estimateurs respectifs sont représentés Figure 4.29.

KNG~V Vo i~ M aa @&
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01/87 01/88 .01/89 01/90 01/91 01/92 01/93 01/94 01/95 01/96 01/97 01/98 01/99

M

FIG. 4.29*. Représentation graphique des estimateurs pénalisés obtenus associés respectivement aux deux

plus grands sauts.

La partition de dimension 3 montre trois plages constantes du nombre de tests. Il apparait
qu’un plus grand nombre de tests a été effectué entre le mois d’Octobre 1991 et le mois
d’Aolt 1995. Cette période semble correspondre a la prise de conscience de la gravité du
virus et sa progation. Nous observons ensuite une légére baisse. La partition de dimension
27 semble révéler I’existence d’un cycle annuel du nombre de tests: il y a plus de tests
effectués entre le début du printemps et la fin de I’été que le reste de I’année. Cela peut
s’expliquer par le nombre de mariages qui sont effectués essentiellement pendant cette

période.
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Chapitre 5

A CART based Algorithm for
Détection of Multiple Change Points
In the Mean for Large Samples .

Ce chapitre présente un travail en collaboration avec Servane Gey. Ce travail a fait I’'objet
d’un article qui a été soumis au journal Computational Statistics and Data Analysis.

Résumé :

Nous proposons ici un algorithme basé sur les méthodes de sélection de modeles
pour la détection de ruptures multiples dans la moyenne d’un signal gaussien de
grande taille. D’un point de vue algorithmique, cette méthode est implémentée
a l’aide d’un algorithme dynamique qui fonctionne bien que sur des échantillons
de taille n modérée (n < 5000). Pour des échantillons de taille supérieure,
nous proposons un algorithme combinant I’algorithme CART et une recherche
exhaustive partielle. L’idée est, dans un premier temps, de réduire le nombre
de configurations possibles en ne gardant que les plus appropriées et, dans un
deuxiéme temps, d’effectuer une recherche exhaustive sur ces configurations
pour obtenir une configuration finale proche de I'optimale.

Nous donnons des exemples d’application de cet algorithme sur des données
simulées. Une étude de simulation compare les performances des différents
algorithmes en termes de risques et de temps de calculs.

Mots clés: Détection de ruptures - Sélection de modeéle - Algorithme CART
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kil

S. Gey 1and E. Lebarbier
Abstract

The main interest of this paper is to provide an algorithm for the application ofa
model selection method on the detection of multiple change-points in the mean
for very large Gaussian signals. From an algorithmical point of view, visiting all
the configurations of change points cannot be performed on large samples. We
propose an algorithm combining the CART algorithm and a partial exhaustive
search. The idea is first to reduce the number of configurations of change-points
by keeping the relevant ones and then to run the exhaustive search in order to
obtain a configuration close to the optimal one. Some examples of application
to simulated data are given. A simulation study compares the performance
of the different algorithms in term of risk and on the other hand in term of

computational time.

Keywords : Change-point detection - Model Selection - CART Algorithm

5.1 Introduction

The change-points problem has attracted much attention for more than fourty years (see
the books of Basseville and Nikiforov [4] and Brodsky and Darkhovsky [14] for a complete

bibliography on change detection).
We focus here on the problem of detecting changes in the mean in a sequence of inde-

pendant normal random variables. The mean value of the observations is assumed to be
constant for a while and changes at some change-point instants to another value. The

Université Paris Sud, France
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problem consists in detecting and locating the change-points and estimating the magni-
tude of the jumps. We shall adopt a model selection via penalization approach in which
the unknown change-points are estimated by minimizing a suitable penalized criterion.
The first authors developing this kind of method are Mallows [47] and Akaike [1], [2]. It
is now classical in the literature. In the particular context of detecting change-points in a
piecewise constant signal, Yao [66], Miao et. al [51] estimate the number of jumps in the
mean via the Schwarz’ criterion (see Schwarz [59]). More recently Lavielle and Moulines
[42] propose to detect and estimate consistenly all those change points, while Lavielle and
Lebarbier [41] propose a Bayesian approach of this problem.

In [43] Lebarbier adopts a model selection approach in a non asymptotic context based
on Birgé, Massart [7]. The change-points and the means are simultaneously estimated by
recovering the underlying piecewise constant function. In this context, the estimation of
the function is optimal in term of risk, that means that some change-points could be ig-
nored if the jump in the mean at these instants is too small. The estimator is given by the
minimization of a penalized least-squares criterion. In a computational point of view, the
procedure, called here exhaustive search, uses a dynamic programming algorithm which
requires 0(n2) operations, if n is the length of the observed signal. While this algorithm
works well for moderatly sized signals, n ~ 5000 in our framework, it cannot be performed
on much larger signals.

Our aim in this paper is to propose an extension ofthis method to process on large samples :
we want to reduce drastically the computation time without altering too much the accuracy
of the estimation. To proceed, a first idea could be to make a deterministic splitting and
then apply the exhaustive search on each piece. In another point of view, Vostrikova [65]
and more recently Chong [19] propose some sequential likelihood ratio tests algorithms
providing some consistent estimators of the configuration of change-points. From this
viewpoint, many authors (as for example Picard [54] or Ghorbanzadeh [30]) propose some
methods to test the existence of a change-point. On the other hand, from a model selection
point of view, a sequential algorithm will be constructed as the algorithm of Chong [19]
despite the fact that it will not test any hypothesis but simply minimize the least-squares
criterion at each step.

We are here interested in the CART algorithm (Classification And Regression Tree) de-
veloped by Breiman et al. [13] whose first stage is a sequential one in the same sense as
mentioned above. This gives some potential configurations of change-points instants that
are revisited by the second stage of the algorithm that permits to reduce the collection of
configurations of change-points by keeping the relevant ones. CART is computationally
fast (its computational complexity is often of order 0(n\og(n))). Nevertheless, it may
add some false alarms. By running an exhaustive search restricted to the configurations
associated to the relevant candidates, the false alarms can be removed. So we propose an
algorithm combining the CART algorithm and a partial exhaustive search that permits to
select in a faster way a configuration of change-points close to the optimal one. A simula-
tion study has been performed to compare the performance of the hybrid algorithm with
CART and the exhaustive search in term of risk and computational time.

The paper is organized as follows. The Section 5.2 describes the model and the notations
and recall basics about penalized least-squares. The Sections 5.3, 5.4, 5.5 and 5.6 deal with
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the CART and exhaustive search methods : Section 5.3 describes how to generate “good
configurations, Section 5.4 gives the motivations for the hybrid algorithm from a simple
example for illustration, Section 5.5 is dedicated to the convenient choice of the penalty
function while Section 5.6 answers the question : how to choose the final configuration ?
Then we propose in Section 5.7 an illustration of the final algorithm combining CART and
a partial exhaustive search, and the performance are studied in Section 5.8.

5.2 Preliminaries and Notations

Let us consider the following model
(5.2.1) yt=s(t) +8 1= 1|,....w

where the errors (e*) are supposed to be zero-mean, identically distributed unobservable
Gaussian independant random variables of common variance 02. The function s is assumed
to be piecewise constant. Thus, there exists some instants to = 0 < t\ <...<£# =n
such that the function s is constant between two successive instants. In other words, there

exists a sequence (si,... ,sk) such that

K
(5.2.2) s = with 1k -]tk-i,tk]
k=1

This model means that K —1 changes affect the mean of (Yt) at some unknown instants
(£, 1~ k ~ K —1). Moreover, the number of change-points is treated here as unknown.
Our main interest is to estimate the change-point instants of y. To proceed, we estimate
the unknown function s, leading to the unknown number of segments /i, the configuration
of change-points () and the means (s*). Indeed, the relation between the function s
and the configurations of change-points is simple : the configuration of change-points (£*)
represents for the function s the partition U*Li h on which it is constructed. So in the
sequel, one assimilates the estimator of the function s and the estimator of the configuration
of change-points.

The general method of estimation considered here is based on a penalized least-squares
criterion. We shall take the model selection point of view developed in Birgé, Massart [7]
to extract some optimal penalty function in the sense of the quadratic risk. This means
that we do not want to determine the true function s but the one which fits the best s in
the sense of the quadratic risk. For example, if s presents 10 change-points, and if the best
minimal risk estimator of s is the one having no change-points, then we want to select this
one rather than the estimator of s having 10 change-points.

Hence let us recall model selection principle for which we introduce some notations used

in the sequel.
We associate to each configuration of change-points (¢i,... ,£#) the corresponding parti-

tion of {1,... ,n} having K + 1 pieces.
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For any given partition of {1,... ,nj

m :1.]Ik
k=1

of dimension Dm, we define Sm to be the linear set of piecewise constant functions defined
on the partition ra.

The minimum least-squares estimator sm of s on Sm is defined as follows :

- argmin7,(u)
\BGSN
Dm

k=i
where yk is the empirical mean ofy on Ik and yn, the empirical contrast, is the least-squares
criterion defined for all fonction u £ L2([I, n]) by

1 n
(5.2.3) n(fi) = - Y](yt - «(O)2-

Then, to select a good partition, we propose to extract from a chosen family M n of
partitions of {1,... ,n} a partition giving an estimator of s whose performance are close
to optimal in the sense of the quadratic risk.

Hence for each partition m £ M n one can compute the minimum least-squares estimator
sm of s. This leads to a collection of estimators {sm,m £ A4n}. Then we want to choose
an estimator among this collection using a penalized criterion : the idea consists in adding
a penalty term to the least-squares criterion in order to avoid over-segmentation. We
consider in our framework a classical criterion used in Gaussian model selection with a
penalty term depending on the partition m via its dimension Dm :

(5.2.4) critn(m) = jn(sm) + penn(Dm).

Thus the idea is to consider the partitions of same dimension to extract a subcollection
M n of M n having at most one partition per dimension. Let us denote by T&> the best

partition for a fixed dimension D, that is

(5.2.5) rhD = argmin  (7n(sm)}
{meMn;Dm=D}

Then we choose the final estimator as
S — Srhjj

where
D = argmin [ra# + penn(D)\.
DeMn
In a model selection context, the penalty function should be chosen in an optimal way in
term of risk according to the collection M n.
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5.3 How to generate Good Partitions ?

We propose two algorithms : an exhaustive search considering all possible partitions of and
CART regression trees considering a relevant subcollection of the maximal one. According
to the procedure of each algorithm, M n is then not the same for each case.

5.3.1 Exhaustive Search

The first natural approach is to consider all the possible partitions of the grid {1,... ,n]
where n is the size of the sample. Let us denote by M n” this family. Remark that M n*
is the maximal family of partitions of {1,... ,n}. For a given dimension D, searching the
best D-dimensional partition among M n” amounts minimizing in ¢1,t21... ,¢d-1

(5-3.6) (yt-yk)2.
k=1 t=tk_i+]

This minimization is given by AN operations, that means a computational complexity

of order 0{nD). To reduce the computational load to a more manageable level we employ
the technique of dynamic programming. We refer the reader who wants more details about
this algorithm to the book of Kay [37]. For a sake a completness, let us give here a short
summary of this algorithm.

The dynamic programming algorithm takes advantage of the additivity of the constrast
function. It can be seen as the search of the shortest path to travel from a point to another,
which can be defined recursively. Indeed, let set

tk
A{tk-1 + 1:tk) = Yh ykf
t=tk !+

and let define for D <E ~ n

D

V] A(ifc_i + 1:tk)

Id (E) - . . Mmin_ ~
P=0<1i<12<--<|D-1<ID="} ]

A(Efc-i + 1 :tk) is the least squares error calculated on [tk-i + 1,ifc] and Id {E) is so the
minimal least squares error for D —1 change-points between 1 and E.
Then, one can easily show that Id {E) can be decomposed as

ld (E) = pin {/iD-i(iD-i) + A(*d-i + 1:E)}.

This says that the minimum error for D —1 change-points is the minimum error for the
first D —2 change-points that end at i£>_i plus the error contributed between the instants
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tD-i + 1 and n.
So dynamic programming does not require to evaluate all the considered partitions and

then reduces the computational complexity to 0(n2) (see subsection 5.8.3 for more details).

We use this procedure to select among M n” & subcollection having one partition
per dimension.

5.3.2 CART Regression Trees

The CART algorithm (Breiman et al. [13]) is primarily computed in two steps. We focus
here on the first step, called the growing procedure, consisting in constructing recursively
a large collection of partitions using a data-dependent dyadic splitting. It is computed as
follows :

» At the beginning compute the change-point tc by minimizing in tc £ {1,... ,n} the
total squared error

t: (yt- vl)2+ (yt~ yR)2

t=1 t=tc+l
where Vi, and yR are the empirical means respectively on [1,tc] and [tc+ 1,n]. Com-
puted this way, [1,td (J[*c+ 1,n] corresponds to the best partition (in terms of least-
squares criterion) of {1,... ,n}.

« Apply the same procedure on Il and In respectively, and so on until the number of
points {t}i*t"n contained in each resulting segment is smaller than a given minimal
number Imin.

Recall that the output of such a procedure is usually represented by a binary tree, called the
deepest tree (see the bottom of Figure 5.1 in Section 5.4). Then any partition obtained from
this tree corresponds to a “pruned subtree”, that is any subtree of the deepest one containing
its root. This leads to a first large subcollection of partitions ~wlcart® corresponding to all
the subtrees pruned from the deepest one. According to the hierarchical structure of
a tree, it is clear that Ad4nart* C M.n~ with no equality in general. This phenomenon is
supported by the computational complexity of these algorithms. Indeed, the computational
complexity of the growing procedure is typically of order 0(n\ogn) (see subsection 5.8.3).

Then, among the large collection of trees M nart\ one can compute the best tree for
each dimension D G {1,... ,n}, that leads to the expected subcollection yMlicart" But
this computation is of exponential order. Hence, some partitions of this subcollection are
irrelevant since they will be eliminated when we will latter penalize. A faster procedure
(see subsection 5.8.3 for more details about its computational complexity) called pruning
does implicitly this two steps and avoids the computation of by selecting directly
the relevant partitions. This procedure used in practice is recalled in subsection 5.5.2.
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5.4 Motivations for an hybrid algorithm

In this section, we propose a simple example to illustrate the motivation of using an
algorithm combining CART and the exhaustive search.

We simulate a signal from model (1.2.1) of size n = 40. There exist three change-points
at times 10, 15 and 30. This observed signal with the function s to recover are plotted in
the top of Figure 5.1.

First, assume that the number of change-points is known to be three. The dimension of
the associated partition is then K = 4. So we are interested by the partitions of dimension
4 minimizing the empirical quadratic contrast (5.2.3) for the two algorithms proposed

in section 5.3. Let us denote these ones by and m “art” respectively. We obtain
m{es) = (11,15,30) and mjcari) = (15,17,30).

In the exhaustive search algorithm we visit all the possible partitions of dimension 4. So,
rh4”~ is undoubtly the exact global mimimum solution over the 4-dimensional partitions.
Since CART is sequential in the first stage, it does not guarantee finding the global mini-
mum. For example, according to Table 5.1, the empirical contrast of m ~ is smaller than
the one of m~art\ This behaviour is explained by the hierarchical structure of the collec-

tion represented by a tree plotted on the bottom of Figure 5.1. The * on the tree
correspond to the times of the signal. Let us explain shortly the tree representation from
this example : the first split is obtained at time 17. Then the left part of the signal is cut at
time 15 and the right one at time 30, and so on. With this representation, a pruned subtree
of dimension D —1 corresponds to a partition of dimension D and always contains the
first split (at time 17 in this example). For example, the possible partitions of dimension
3 are (15,17) or (17, 30). The main drawback of this procedure is precisely its hierarchical
structure. Indeed, this algorithm can add or shift some change-points. For example, if the
first split is a false alarm, then it will be kept in all the partitions considered by CART and
to obtain the “good” partition one has to consider the one of larger dimension. We observe
this phenomenon on the proposed example : the best partitions of dimensions 4 and 5 are
respectively (15,17,30) and (11,15,17,30). According to the true configuration and the
one obtained by the exhaustive search, the change-points at time 17 is not relevant. So we
must consider the 5-dimensional partition to obtain the three interesting change-points.

On the other hand, the computational time of the dynamic programming occuring in the
exhaustive search is in 0(n2). Consequently the main drawback of this procedure is that
it cannot be performed on large signals. Whereas the CART algorithm allows us to keep
the relevant configurations with a computational time in mean of the order of 0 (n\ogn).
For example, to obtain the best partition of dimension 3, the exhaustive search compares
Ti —1 partitions whereas the CART algorithm compares only 2 partitions.

So, we propose an hybrid algorithm combining the CART algorithm and a partial exhaus-
tive search by only keeping the advantages of each of them. The general idea is to perform
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the CART algorithm in oder to obtain a family of relevant configurations of change-points
(or partitions) and then to run an exhaustive search on this one to free ourselves of its hi-
erarchic structure. For the example, it consists in considering (11,15,17,30) as a new grid
and running the exhaustive search on it. Using this scheme, we hope that the exhaustive
search removes the change-point at time 17.

b3
0 5 10 15 20 25 30 35 40

0 5 10 15 20 25 30 35 40

Figure 5.1: An example of a signal (s) and its associated CART tree (T).

Here we consider that the number of change-points, i.e. the size of the partition, is
unknown. We then use a penalized criterion which is now classical in the literature. We
recall shortly the role of the penalty function : we list in Table 5.1 the best partitions of
dimension D, D = 1,... ,6 and their associated empirical contrast values given by the
two algorithms run on the previous example. Let us focus for example on the exhaustive
search algorithm. It is clear that the more we take change-points, the smaller the contrast
is. As we can see in Table 5.1, overfitting occurs : the values of 7n for the partitions of
dimension 4 and 5 are close. That means that it does not bring anything new to consider
the 5-dimensional partition (for CART the same behaviour occurs for the partitions of
dimensions 5 and 6). This is why, when the number of change-points is unknown, a penalty
term is added to the contrast in order to control the number of detected change-points.
The contrast and the penalty evolve in opposite sense with respect to the dimension D
and the best partition is the one making the better compromise between these two terms.
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Exhaustive Search CART Regression Trees
configuration of change-points 7n configuration of change-points In
rh\ no change-point 0.493 no change-point 0.493
m2 17) 0.154 a7 0.154
m3 (15,30) 0.099 (17,30) 0.101
to4 (11,15,30) 0.072 (15,17,30) 0.09
7715 (11,15,17,30) 0.063 (11,15,17,30) 0.063
me (9,11,15,17,30) 0.056 (9,11,15,17,30) 0.056

Table 5.1: The best partitions and their associated least squares values jn obtained for the example by
running the exhaustive search and CART regression trees.

5.5 Penalization

We recall in this section the two penalty functions optimal in term of risk for the two
different algorithms. Their optimality have been studied respectively in [43] and [28].

5.5.1 Penalty Function for Exhaustive Search

In [43], Lebarbier showed that the penalty function
(5.5.7) penn{m) = " - a 2(2log + 5)
71

performs well in a theoretical way. However, the main practical issue is to estimate a2. An
alternative method avoiding the estimation of a2 is recalled in section 5.6.

5.5.2 Penalty Function for CART Regression Trees

In addition to the penalty function, we shall describe here the second step of the CART
algorithm (pruning procedure) since they are closely related.

The penalty is taken of the form
penn(m) = (BIr\wA'

where j3is an unknown constant.

The corresponding criterion (5.2.4) also depends on j3and will be written as
(5.5.8) critng(m) =7,,(sm) +/2—.
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The pruning procedure, generally used in practice, gives directly the relevant partitions
of M nart*and avoids the construction of the collection M t%art] The general strategy is
to make /? increase so that Dm decreases by minimizing recursively some function of the
nodes. This leads to a collection of nested trees (M)A with ra#T = [0,1], associated
with an increasing sequence of temperatures {Pi)\i*KTi with Pi = 0. Moreover, for all
Pi ~ P < Pi+h the partition minimizing critn$ is exactly mz For more details about this
algorithm see Breiman et ol. [13].

It remains to choose a tree among the collection (Mi kti fe*to reach a suitable value
of p. Section 5.6 gives a method to do this.

5.6 How to choose the final partition ?

5.6.1 Heuristic method : General ldea

Let us recall that the problem is to calibrate the penalty function having the general form
for a given D £ M n

Venp,n{D) —flfn(D)
where fn(D) is a suitable function beforehand defined such that the associated penalty
function leads to a good value of the risk.
The aim of this section is to use a heuristic method, based on Birge and Massart [8], which
allows us to estimate the penalty function itself in a close to optimal way, i.e to find a
suitable value of j3 This method is based on the fact that the contrast of an estimator is of
the order of the sum of two terms : a first term which represents some approximation error
within the associated model, i.e a bias term, and a second term which represents some
estimation error, i.e a variance term which has the form of the penalty function. Then the
idea is that when the considered model is high-dimensional, the estimation bias is zero, so
the contrast of the estimator of such a model will represent an estimation of the variance
term.
The basic principle is to fit a linear regression of 7/~(;d) with respect to fn(D) for large
D and use the estimated regression coefficient as an estimator of —/?/2. Then, in order to
get a good penalty, it suffices to take pen”*n.

However, it occurs that the sequence 7n(sD) is not an affine function of fn(D) and behaves
logarithmic, so this heuristic cannot be performed so easily. The final method proposed by
Birge and Massart answer to this problem. Through theoretical results and some practical
observations, they conclude to the following heuristic method : let set a = p/2. Then for
a fixed a, consider the model Da defined by

Da= argmlin {t..(s€>) + penadi(D)}.
D/\

Then the idea is to increase slowly a from 0 and compute the corresponding models
(Da)a™o- One can observe a big jump in the dimensions when a reaches a threshold
a. So the optimal penalty function will be taken as peri2a,n-
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5-6.2 The Heuristic applied to each Algorithm

CART algorithm

Up to now, the general methods used in the CART algorithm to choose a tree among the
sequence 'mi K¢ are based on test-sample or cross-validation (see Breiman et. al [13]).
However, in our framework, since we are working on a fixed grid, it would not be relevant
to use a method splitting the sample as the one based on test-sample. Moreover, in term
of computational time, the cross-validation based method is considerably longer than the
heuristic one proposed above.

According to the property recalled in subsection 5.5.2 and the fact that fn(D) = D/n,
it is sufficient here to perform a linear regression of (*7n("*))i<;<A"T against (Di)i*.i*"KT
where D{ is the dimension of the partition raz

In practice, for large n, we observe that beyond some dimension, ft7n(smJ becomes an
affine function of the number of segments. We apply this procedure on the example plotted
in figure 5.5-(a) in section 5.7. The corresponding function D{ nyn(smt) is plotted in
figure 5.2. The choice of the dimensions between which we fit the regression is not really
important as long as they are after the relevant point where nyn(smi) becomes linear. That
is why this choice is let to the user.

50°0 10 20 30 40 50 60 70 80 90 100

Figure 5.2: Function Di -» rw,(sm-) fori= 1,... ,Kt

Remark 7. We could have hoped to be able to fine tune the optimal penalty constant
i3 for this algorithm as done for the constants 2 and 5 for the exhaustive search. But it

appears to be impossible since the collection jVilcart\ and then the number of models of
same dimension occuring in the penalty, depends heavily on the observations.

Exhaustive search

In this algorithm, it appears that 7n(si)) is not always an affine function of fn{D). Ac-
cording to the previous subsection we compute the function a — Da (plotted in Figure
5.3) and choose a as the one associated with the big jump of dimensions. The user should
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choose the maximal dimension, i.e a minimal value of a to perform this method. However,
Lebarbier proposes in [43] a calibration of the value a which allows us to use this method
in all of possible situations.

5.7

40

35 -

0 5 10 15 20 25 30 35 40 45

Figure 5.3: Function a —» Da fora ~ 0

Illustration of the Hybrid Algorithm

First let us give a precise description of the hybrid algorithm computed in three steps :

1

The CART algorithm is performed and a partition of dimension denoted by Dc is
obtained by the heuristic given in subsection 5.6.2.

We consider the subtree in the sequence TTi)1; which number of segments is
larger than vDc where v is an integer greater than one. The corresponding change-
points are then identified to a new family C of potential change-points instants. Let
us denote Kc its size.

We have at hand successively the collection of partitions M n,c = V{C) constructed
on £, the associated collection of models {5m,ra € M n,c} and the corresponding
family of estimators {s#, D = 1,... ,Kc} where for a given dimension D

S0 = argmm 7n(*0-
{uESm',rn€Mnic}

Then an exhaustive search is performed on the family Mnc providing the final
estimator s.

Remark 8. We take the subtree having vDc leaves in order to catch the relevant change-
points instants which could be eventually missed or shifted by the first selection. To be
more precise about the choice of u, let us notice that if the ratio D c¢/n is small and according
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to the expected value of Z, one can choose for example v = 4. On the other hand, it is
clear that if the ratio is close to one or if the value Dc is larger than the expected value,
then setting v = lisnatural. Letjust remark that this value should not be chosen too large
to keep the interest of the relevant reduction of collection of partitions done by CART.

We propose an illustration of the different steps of this algorithm and then compare its per-
formance with the two other ones. We simulate from (5.2.1) a sequence ofy = (yi,... ,yn)
with n = 1000 according to a function s plotted in Figure 5.4 and a variance a2= 1. The
observed serie is plotted in Figure 5.5-(a).

Remark 9. We take for this simulation n — 1000 which allows us to perform the exhaus-
tive search in order to compare its performances with the ones of the hybrid algorithm.
However, the interest of the hybrid algorithm is to run it in the cases in which the exhaus-
tive search cannot be performed, i.e in the cases of large samples.

We apply the three proposed algorithms on this realization. The penalized estimators
are plotted in Figures 5.5 and 5.6. To show the dynamic of the hybrid algorithm, we give a
short description of the different results : first, the penalized estimator obtained by CART
is plotted in Figure 5.5-(a). The dimension of its associated partition is Dc— 15. We take
v = 4 and the corresponding subtree is displayed Figure 5.5-(c). Then an exhaustive search
is performed on the new associated grid and its penalized estimator is plotted in Figure
5.5-(b). The symbols represented on the tree in Figure 5.5-(c) (o, * and +) correspond
respectively to the change-points removed, kept and added after running the exhaustive
search on the tree given by the CART algorithm.

Figure 5.4: The function 5.
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Figure 5.5: Penalized estimators obtained respectively by (a) CART and (b) hybrid algorithms and (c)
the tree with the corresponding change-points where o : removed change-points, * : kept change-points
and : added change-points

Figure 5.6: Penalized estimator obtained by exhaustive search.

First of all, we can notice in this example that the hybrid algorithm behaves as expected,
i.e. that the exhaustive search permits to remove the change-points added by CART and
to catch the missed or shifted ones : for example, CART adds two change-points at 209
and 404 and then keeps the 15-dimensional tree to reach the true change-points at 200
and 400. Then the exhaustive search removes the change-points at 209 and 404 and keeps
the two other ones. Moreover 4 change-points at 75, 564, 636 and 876 selected by CART
are then shifted to 79, 560, 663 and 880, which are closer to the true ones.

Furthermore, let us remark that the hybrid algorithm selects exactly the same change-
points as the exhaustive search, except one in the neighborhood of 660.

On the other hand, if we compute the loss ||s-s||2 of each penalized estimator s provided by
the algorithms, we find 0.11, 0.04 and 0.038 respectively for CART, hybrid algorithm and
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exhaustive search. So we can deduce on this example that the hybrid algorithm improves
the performance of CART and does not really alter the ones of the exhaustive search. Let
us notice that the penalized estimators obtained by the hybrid an the exhaustive search are
the penalized estimators of minimal loss among the corresponding and respective collections
of partitions.

5.8 Simulation study and Computational Complexities

In this section, we give in a first part some numerical results to compare on one hand the
performance of some estimators computed thanks to the different algorithms and, on the
other hand, the computational time taken by each of them. Then in a second part, we
give some approximations of the computational complexities of the CART and exhaustive
search algorithms.

5.8.1 Simulation study

The purpose of this subsection is to compare the performance of the three considered
algorithms. This performance is evaluated by the risk function of each penalized estimator
and the computational time needed by each algorithm. Let us denote by

. ) the risk of the estimator Sq

R(.) = E(lls — s()N~)

Since we were not able to reach analytically the exact values of E(||s -S(.)Hﬂ)> e
compute them by a Monte Carlo method, averaging the values of ||s —S(.)||* over N
samples.

« cput(j the average computation time of the () algorithm, given in seconds. In a
same way, it is estimated by

where cput”?j is the computation time of the (.) algorithm for the jth sample.
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Figure 5.7: The functions s2 and s3

This simulation study is performed with Matlab6 scientific software on an Ultra 10-440
MHz SUN workstation. We take the following various parameters : n = 1000, 02 —
1 and 3 functions $i, s2 and S3 respectively plotted in Figures 5.4 and 5.7. A more
elaborate discussion about the function S3 and the results obtained by the application of
the algorithms on this function is given in the next section.

Moreover, the number of simulated samples to estimate the considered values is N = 300
and the regression used in the heuristic method for CART (see section 5.6) is made on the
dimensions from 20 to 40. Furthermore, we set v = 4 in the hybrid algorithm.

The results are given in Table 2.

2 ~3
R(cart)/R(es) 1.28 1.198 0.986
R(hyb) / R(es) 1.085 1.007 1.017

cPut(cart) 2.42 25 2.44
cPu t(hyb) 3.01 2.83 2.79
cput(es) 265 2595 26.14

Table 5.2: Results about the estimation of the penalized estimators risk and of the computational time
of each agorithm for the three proposed functions.

So we can conclude from these numerical results that :

1. The estimators obtained by the hybrid algorithm are not so far in terms of risk from
the estimators obtained by an exhaustive search on the whole sample, but perform
better than the ones obtained by CART.

2. The hybrid algorithm takes much less operations than an exhaustive search.
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Remark 10. Here we have taken Imin = 1to ensure that the close change-points will be
detected. However, this leads to a deepest tree having n nodes. So the growing procedure
will visit all the instants, but even in that case the computation time is improved. So there
is a trade-off to make in the choice of Im{n between the computation time and the accuracy
of the detection.

5.8.2 Additional discussion

In this subsection, we want to answer the question : what happens when the function
s does not belong to one of the collection of model Sm, i.e is not a piecewise constant
function ? Let us focus on the function S3 (see Figure 5.7). Indeed, this function present
a piecewise constant behaviour only from the change-point around time 450. It is clear
that we expect to detect at least the two change-points at 450 and at 700.

We propose an example to show the behaviour of the three algorithms in front of this
kind of function. We simulate a sequence y — (yi,... ,yn) with n = 1000 and the variance
of the additive noise is g2 = 1. The observed signal is plotted in Figure 5.8.

The penalized estimators obtained by the CART, the hybrid and the exhaustive search
algorithms are respectively plotted in Figures 5.8-(a), 5.9 and 5.10. Moreover, the corre-
sponding estimators loss functions are 0.0408, 0.0483 and 0.0477.

First of all, the first impression about the results is that the partitions obtained from these
algorithms seem to be natural according to the function S3.

Then, according to the estimators loss, we can remark that the penalized estimator ob-
tained by CART performs better than the ones obtained by the hybrid and the exhaustive
search algorithms. Moreover, let us notice that this estimator has a smaller loss than the
estimator having the minimal loss in the exhaustive search. This phenomenon can be ex-
plained by the fact that the CART algorithm acts locally while the others search in a more
global way. However, the risk of the estimators computed for this function and given in

Table 2 are closer.
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Figure 5.8: Penalized estimator obtained by CART with the deepest tree.

Figure 5.9: Penalized estimator obtained by the hybrid algorithm.

Figure 5.10: Penalized estimator obtained by exhaustive search.

We propose then to simulate a sequence y with a smaller variance a2 = 0.5. The
penalized estimators obtained by the three algorithms belong to the model of dimension
8. The ones obtained by CART and hybrid are plotted in Figure 5.11. The only difference
with the ones obtained by the exhautive search is that the change-point 410 becomes 412.
The losses of the estimators are then very close to each other.

134



Chapitre 4. A CART based Algorithm for Detection of Multiple Change Points

Figure 5.11: Penalized estimator obtained by the CART and hybrid algortihms.

5.8.3 Computational complexities

In this subsection, we give some results on the computational complexities of the two
different algorithms previously introduced. These ones are computed for a sample of size
n. In fact, we obtain an exact value for the deterministic complexity of the exhaustive
search algorithm, and some bounds depending on n and the random number nt of nodes
of the tree considered for the CART algorithm.

Proposition 5.8.1. Assume that we have at hand a n sample. Then the complexity C(n)
of the exhaustive search algorithm is

(5.8.9) c{n) = 0(n2)

Proposition 5.8.2. Assume that we have at hand a sample of size n. Let denote nt » n
the number of nodes of the deepest tree constructed during the first step of the CART
algorithm. Let Ci(n,nt) and be the respective complexities of the growing procedure
and the pruning procedure. Then we have

(5.8.10) 0(nlog2nt) ~ C\(n, nt) » 0(nnt)

(5.8.11) 0(nt) < C2(nt) » 0(n2)

The proofs are given in Appendix.

Remark 11. Let us notice that the computational complexity C2of the pruning procedure
depends only on the number nt of nodes of the deepest tree, whereas the one of the
growing procedure depends on nt and n. But this is expected since the pruning procedure
is performed on a fixed tree. In fact, what is really important is the sum of these two

computational complexities.

Furthermore, let us remark that the largest computational complexity for the two combined
algorithms used to construct a suitable tree is the same as the one of the exhaustive search
algorithm. To reach this computational complexity during the CART algorithm, it is
necessary to obtain after the growing procedure a complete thread-like binary tree having
exactly n nodes. In this case, it is clear that, by using the hybrid algorithm, we do not
improve the computation time and we lose in accuracy. However, during the simulations
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we have done in practice, this case has never been observed. Indeed, the results obtained
in the table above show that the number of operations of the hybrid algorithm is smaller
than the one of the exhaustive search.

5.9 Conclusion

We have proposed an algorithm for the change-points problem with large samples in a
model selection context for which an exhaustive search cannot be performed in practice.
Numerical experiments have clearly exhibit that the hybrid algorithm leads in a much
faster manner to an estimator close in terms of risk to the one given by an exhaustive
search.

The main advantage of this procedure is the ability to be applied on large samples. More-
over, we think that this kind of approach can be performed in other frameworks in which
the size of the observed sample is too large.

This algorithm has yet been used in the genome framework for the detection of homoge-
neous area in DNA sequence [43].
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Appendix

Proof of the complexity of the exhaustive search algorithm 5,8.9:

Since this algorithm is composed by three steps, the computation of the complexity of the
global algorithm will be the sum of the three complexities :

The collection of estimators ,D = 1,... ,n} is obtained from a dynamic algo-
rithm which has a complexity of 0(n?2).

The complexity of the computation of the function a —Da is 0(n). Morevover the
estimation of a needs only one operation, so the complexity is of the order 0(1).

Since the best partition is selected among the collection {sd,D = 1,... ,n}, the
complexity of this step is 0(n).

Since the complexities of the two last steps are significantly smaller than the first, the
complexity of the exhaustive search algorithm is 0(n2).

Proof of the complexity of the growing procedure 5.8.10:

Since the complexity of this algorithm depends on the form of the constructed tree, we can
not give it by an explicit term. However, we can bound it by considering two cases :

In the best situation, the constructed tree is completely balanced. Let us denote h
the depth of the deepest tree. Then nt= 1+ 2+ 3+ ... + 2/I“1=2h—1. Since this
algorithm is a recursive one, in this case, we have the following relation

Ci(n,nt) —n+ 2Ci([4., vy )
with Ci (j, 1) = j.
We then obtain easily that Ci(n, nt) —nh —n\og2nt —1= 0(n log2nt).

In the worst situation, the tree is a thread-like one. In other words, the tree has one
node at each depth. So, as above, we have the relation

C\{n,nt) —n + Ci(n - Lra* - 1)
with Ci(j, 1) = j.
So Ci(n, nt) = _"™* « i) = 0(nnt).

-ei=1

Proof of the complexity of the pruning procedure 5.8.11:

Contrary to the preceding, the pruning procedure depends only of the number of nodes in
the deepest tree. We have therefore the two extreme cases :

In the best case, the first subtree pruned from the deepest one is the root. So it is
easy to see that in this case the complexity is reduced to the number of nodes, i.e to

o(m.
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* In the worst case, the pruning procedure goes leave by leave from the deepest tree to
the root, so the number of subtrees contained in the resulting sequence is nt. Then,
we have the following relation

C2(nt) = nt+ C2(nt- 1)

with £2(1) = 1.
SoC2(nt)y=££i* = 0(n?).
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Chapitre 6

Détection de ruptures dans la
distribution marginale d’une suite de
variables aléatoires discretes par
methode de sélection de modele

Ce chapitre présente un travail en collaboration avec Elodie Nedelecl.

6.1 Introduction

Nous considérons une suite (Yt)i*t"n de n variables aléatoires discrétes ou Yt est a
valeurs dans I’ensemble fini d’entiers 3* = {1,... ,r} avecr > 2. Des changements affectent
la loi de cette suite : les variables aléatoires suivent la méme loi sur chaque segment d’une
partition de {1,... ,n) et ont des lois différentes d’'un segment a l’autre. Les changements ou
ruptures correspondent aux bornes des segments de la partition, et I’objectif est d’estimer
ces instants de ruptures.

Dans ce chapitre, nous nous intéressons exclusivement a une approche du minimum de
contraste pénalisé. Parmi les auteurs qui considérent cette approche, Braun et Miller [11]
proposent d’estimer tous les instants de ruptures par minimisation d’un critére de Schwarz
modifié. lls montrent des résultats de consistance des estimateurs des instants de ruptures
dans le cas ol les variables aléatoires sont indépendantes. Lavielle propose également un
critere pénalisé dans [40Q], il obtient des résultats de consistance dans le cas ol ces variables
sont faiblement ou fortement dépendantes.

L’ approche que nous proposons ici est une approche non-asymptotique. Dans un pre-
mier temps, nous considérons le cas ou les variables aléatoires sont indépendantes. Nous

1. Université Paris Sud, France
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relions la loi de la suite de variables aléatoires a une fonction s. Les coefficients de cette fonc-
tion représentent les parameétres des lois sur chacun des segments de la partition. L’objectif
est d’estimer la fonction s. Nous adoptons une méthode d’estimation non-paramétrique
par sélection de modéle comme dans la partie Il. Nous construirons I’estimateur de s par
maximisation de vraisemblance pénalisée tel que cet estimateur est proche de s au sens
du risque. Nous obtiendrons la forme de la fonction de pénalité en reprenant la démarche
suivie par Birgé et Massart [48] dans le cadre de fonctions de contraste borné. Nous verrons
que dans cette pénalité apparait un terme logarithmique qui provient, comme dans le cadre
des signaux Gaussiens (cfchapitre 1), de la complexité de la collection de partitions qui est
la méme ici puisque I’on considérera toutes les partitions de la grille {1,... ,n}. Dans un
second temps, nous considérons le cas ou les variables aléatoires sont générées sur chaque
segment de la partition selon une chaine de Markov d’ordre 1. Nous donnons un résultat
similaire au cas indépendant. Cette partie théorique est motivée par une application dans le
cadre du génome concernant la recherche de régions homogénes sur des séquences d’ADN,
qui fait I'objet du chapitre suivant.

6.2 Cas d’indépendance

6.2.1 Probléme statistique

Nous considérons n variables aléatoires discrétes indépendantes Yi, Y2, »?Yn ou Yt est
a valeurs dans I’ensemble fini d’entiers y = {1,... ,r} avec r > 2 pour 1 ~ t ~ n. Soit
V — (2111227 =?i/n) une réalisation du vecteur aléatoire Y = (Yi, Y2, ..., Yn) & valeurs dans
y n. Les observations étant indépendantes, la loi P de Y vaut:

n

P{Yi= yiy2= =y, =I[P(Yt= yt).
t=1
Pour tout t G{1,... ,n} et pour tout i Gy, nous posons :
(6.2.1) P(Yt =) = s(t,i),

et nous notons Ps la loi de Y.

Nous supposons que s est constante par morceaux pour la variable t. Ainsi, il existe une
partition mo de { 1 , n} et une suite (s/,/ Gmo), ou s/ = (s/(I), sj{2),... ,s/(r)), telles
que pour chaque segment | G mo,

s(t,.) =s/(.) pour tout t GI.
Ce modéle signifie que pour chaque segment / Gmo, Yj = (Yt)tel est une suite de variables

aléatoires indépendantes et identiguement distribuées de loi commune sj. Les ruptures
correspondent alors aux bornes de chaque segment de la partition mo-
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Nous écrivons Ssous la forme suivante :
r

(6.2.2) 5= £>(*) Axi-

TEmo i—
L’objectif est d’estimer s par une méthode de sélection de modéle.

Pour garder une homogéniété dans les indices utilisés, les segments de la vraie partition
tgseront indicés par 7, ceux de partitions quelconques Met m de {1,..., ﬂ} seront res-
pectivement indicés par J et J7, et les valeurs que prend YUpar |

6.2,2 Estimateur du maximum de vraisemblance

Cet estimateur est un estimateur par minimum de contraste.

Nous nous fixons une partition Mde {1,..., n}de dimension notée |m|. Nous définissons
le modeéle associé a la partition m par :

U~ Yljzm ETzil uj(i) Hjxz

(6.2.3) Sm = { avec uAi) >0,VIGm, iG{1,... ,r}

et /{l,..,n}x{l,..,r} U (*) d»n (*) = 1

ou Plldésigne le produit de la mesure uniforme sur {1,... , n) par la mesure de comptage
sur {1,... ,r}:
(6.2.4) An=W/{lI,..,n}xC{l,..,r}.

Soit UG 5m, nous notons FUia 10i de Y associée a Upar la relation donnée en (6.2.1)
pour la vraie S. La vraisemblance associée est donnée par :

Vvi,..,yo;m = BRueyi,..., yn)

t-1
= N N««)
Jemteld
= nnfl-w'*~
JEm te]i—d
625 = n uj(i ‘N7
JEmM i—1
ouv
(6.2.6) Nj ()= o
ted
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est le comptage du nombre de Yt prenant la valeur i dans le segment J, pour J G m et
ig{1,... . r}

Nous considérons le contraste empirique renormalisé associé a la log-vraisemblance. En
considérant que Y représente un seul échantillon qui est un n-uplet, la fonction de contraste
empirique est I’opposé de la log-vraisemblance et est alors définie pour une loi Pu par :

(6.2.7) 7(Pu) = -log[K (yIf...,yn;<)].

Il nous faut maintenant définir un contraste sur Sm. Par la relation entre la loi Pu et
u GSm, nous pouvons définir un contraste empirique pour u GSm par :

7 » =7 (Pu)

D’apres l’egalité (6.2.5), le contraste empirique est défini pour tout u GSm par :

r

(6:2.8) Y (u = NJ(*)-1°g (W (*) *

JEm »=1

L’estimateur de s du minimum de contraste sur le modéle donné en (6.2.3), est par
la relation (6.2.7), I’estimateur du maximum de vraisemblance sur ce modele. Il est noté
sm et est défini par :

sm — argmin 7' (u)
'UCSrn

<& = EEffjr) w

Jemi=1

Pour mesurer la qualité de I’'estimateur, nous définissons une fonction de perte notée |
et une fonction de risque associées au probleme posé. Pour s G Smo la vraie et pour tout
A GSm, la fonction de perte est donnée par :

(6.2.10) I(s,u) = Es[7'M- 7'(s) ]

En remarquant que le comptage Nj(i) pour tout J Gm et pour tout i G {1,... ,r}, défini
par (6.2.6), peut s’écrire comme la somme des comptages sur |/ fl J| pour | Gmo:

Nj(i) = £ NJInl(),
I£mo

et d’apres I’'expression du contraste donnée en (6.2.8), nous avons pour tout u GSm que :

TUriCRE ., oo 7))
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D’aprés I’équation (6.2.6), lI’espérance de er](l) s’obtient facilement et vaut pour tout
J Gm, | Gmo et *G{1,... ,r}:

(6.2.11) £, IWjinj(*)] = [/nJ|«/(*).

La fonction de perte | est alors définie pour SG Wet pour tout UG SAMpar :

(6.2.12) ISU) = £ X >nalg 5igi)log(~
lemo Jzm i=1 V' J\)

Nous remarguons que si K est Ilinformation de Kullback, alors la perte de I'estimateur SIM
s’écrit comme une somme de Kullback :

*(»>«) = E N K a*/ e I\/D) >

/Gmo JEm

ou Sj () et Uj (.) sont les densités contre la mesure de comptage sur {1,..., r}.

Le risque de I’'estimateur SITlde Sest I’'espérance de la fonction de perte / de I’estimateur

Sm. *

(6.2.13) E[I8m)].

Supposons que la vraie S appartienne au modéle Sm(m: mo). En reprenant la dé-
marche suivie et les résultats obtenus par Castellan [18] dans le cadre de I’estimation de
densité par histogrammes, nous obtenons le résultat suivant :

Supposons qu’il existe une constante positive I telle que Sj[i) >_I_p pour tout / G Met
1 G{1,... ,r}, et une constante positive | telle que inf)J&@M/| > llog2 (I alors le risque
de I’'estimateur SMest minoré par :

Es[/ (s, ém)] > C(r - I)|m]| + C’\TI T\

La minoration est de l’'ordre de DT'I—(I’—I-)lm| qui est la dimension du modéle ST ce
gue nous pouvions espérer.

L’étape suivante consiste a choisir une collection de partitions, construire la collection
d’estimateurs SMassocié a chaque partition, et choisir le meilleur estimateur de cette
collection. Comme nous l’avons vu dans le chapitre 1, puisque le risque de I’estimateur
SMdépend de la fonction S qui est inconnue, I’estimateur qui réalise le plus petit risque
des estimateurs de la collection dépendra de Set ne pourra étre utilisé comme estimateur
de S Nous sélectionnons alors le meilleur estimateur de la collection a I’aide d’un critére
construit uniquement a partir des données.
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6.2.3 Estimateur du maximum de vraisemblance pénalisé

Soit Tn une collection finie de partitions de {1, n}. En estimant s sur tous les modéles
{5m,m GTn}, nous obtenons une collection d’estimateurs {sm,m GTn} ou sm est défini
pour toute partition m G Tn par (6.2.9). Choisir ensuite le meilleur estimateur revient a
choisir la meilleure partition. Ce choix se fait par la minimisation d’un critére pénalisé :

Etant donnée une fonction pen :Tn -* appelée fonction de pénalité, le critére pénalisé
est défini par :

(6.2.14) crittm) = 7' (Sm)+ pen (m).

La minimisation de ce critére sur la famille de partitions T n conduit au choix d’une parti-
tion :

(6,2:15) rh —argmin crit(m).
mEIFN

Et I'estimateur du maximum de vraisemblance pénalisé est alors défini par :
(6.2.16) s

C’est I'estimateur du maximum de vraisemblance calculé dans le modele Sm-

1l nous faut maintenant établir I’expression de la fonction de pénalité. L objectif de
la sélection de modéle est de trouver cette fonction de pénalité de sorte que le risque de
I'estimateur pénalisé S, Es [l (s, S)], soit aussi proche que possible du plus petit des risques
des estimateurs de la collection {sm,m GFn}-

6.2.3.1 Reésultat principal

Nous énoncons le théoreme principal qui donne la forme de la pénalité et le contréle du
risque de I’estimateur pénalisé s correspondant. L’utilisation concréte d’un tel résultat est
sensible a la forme de la pénalité utilisée. De ce point de vue, le facteur log ® apparaissant
dans la pénalité donnée en (6.2.19) peut paraitre inhabituel. Il n’intervient pas par exemple
dans les criteres classiques tels que le BIC (Bayesien Information criterion) ou le AIC (A
Information criterion) introduits respectivement par Schwarz [59] et Akaike [1] dans le
cadre de I’estimation par maximum de vraisemblance. Ce terme provient comme dans le
chapitre 1 de la combinatoire de la collection de modéles de méme dimension.

Théoréme 6.2.1. SoientYi,... ,Yn n variables aléatoires discrétes indépendantes prenant
leurs valeurs dans Vensemble fini d’entiersy = {1,..., r} pourr >2, dont la loi du n-uplet
Y = (Yi,... ,Yn), notée Ps, est associé a s} défini par (6.2.2), par Vexpression (6.2.1).

Nous prenons Tn comme étant Vensemble des partitions de {l,..,n} construites sur une
partition ‘dite la plus fine” et notée mj telle que la taille Tmf du plus petit segment de mj

146



Chapitre 5. Détection de ruptures dans la distribution marginale

vérifie :
(6.2.17) rQ > riog2(n)

pour T une constante strictement positive.

Supposons qu’il existe une constante strictement positive p telle que pour tout I G mo et
tout ¢ G{I,...,r}

(6.2.18) si (i) > p.

Etant donnée C > 1, il existe des constantes K\ et K2 dépendantes de p et C telles que si
nous choisissons la pénalité définie pour tout m GTn par:

(6.2.19) pen (m) = r\m\ K\ log ( .
fl)

alors nous disposons de la majoration suivante du risque de |’estimateur du maximum de
vraisemblance pénalisé s, défini par (6.2.16),

(6.2.20) E8[I(s,s)]" mi/r\wan I\e uge%];n I (s,u) + (C+ I)pen(m)‘} + C'(r, p,C).

6.2.3.2 Interprétation

D’aprés la majoration du risque donnée en (6.2.20), nous avons que
Es[l(s,s)] » Clogn inf < inf I(s,u) + r\m\
mETn

pour une constante C positive.

Pour comprendre si la majoration est fine, intéressons nous au cas du modele ;>mo,
modele auquel appartient s. Puisque infu€sno I (5,u) — 0, nous obtenons

Ex»[l («, S)] < Clognr\mO\

Pour le modéle SmO, nous avons obtenu dans la sous-section précédente une minoration du
risque de I’estimateur Jmo. Nous avons

Es [l (s,smo)] > C'r\mO\

Donc I’estimateur pénalisé s fait aussi bien a un log n prés que smo, comme si on connaissait
5.
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6.2.4 Preuve du théoreme 6.2.1

Cette preuve s’appuie sur un théorene de sélection et sa démonstration établi par Mes-
sait [48] pour les fonctions de contraste bormé. Nous rappelons tout d’abord ce théorene.

Theoreme 6.2.2. Soient Xi,... ,Xn n variables aléatoires indépendantes prenant leurs
valeurs dans un espace mesurable H et munis d’une distribution commune P dépendant
dinparametre s £ S. Soit 7 : S XHsatisfaisant les hypotheses H1 et H2. Soit {>mni

ure famille finie de sous-espaces de S. Fixons (xm)melvh une famiMe ce poids satisfaisant

la condition:
”E\me Im
ou E est ure constante déterminge.
De plus, considérons les hypotheses suivantes :
HI: Le contraste est borné par une constante b

H2: 1l existe une pseudo-distance d et ure constante absolue ¢ satisfaisant pour tout u et
uf dars S telle que

vars[7 (U) - 7 («)] < d2(u,u"),
et
d2(s,u) cl (5,u).
H3: Pour tout nombre positifa et tout u GS, définissons
Bm(u,a) = {V GSm; d(u',u) ~ a},

ou d est la pseudo-distance donné par H2. Supposons gue pour tout m GMn, |l
existe ure fonction continue (N de R+ de R+ telle que gm(0) = 0, E(X)/x est

décroissante et
E SUB [7(«")-7 (o) on.

pour tout a ~ am ol am est tel que = o

Etant données HI, H2 et H3, C > 1 et£ > 0, il existe des constantes positives B\ et B2
(dépendantes de C et des constantes b et ¢ des hypothéses HI et H2) telles que si pour
tout m GA4n,

pen,,(m) ~ B\Oth+ £ 26m

alors sur un ensenble  de probabilité plus grande que 1— le risque de Vestimateur
s est borné par:

Es[ § 9 C _r%%fmtgnl (s, U) + pen(m) } +C'(1+Y9)
oul (s, s = IinfuEs (s, u) et C' est une constante (dépendante de C, b et ¢).
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Pour pouvoir utiliser les techniques employées dans ce théoréme et sa démonstration
et obtenir la borne de risque de I’estimateur pénalisé, nous définissons les deux notions
suivantes :

Pour toute partition m G nous nous restreignons au modele associé a la partition m
et défini d’une fagon générale pour 1j G]O,1[ par :

U— EL U{i) Axi

sm (V) avec uj(i) >N VIGm, Vi€{1,, r}

et /{l,..n3x{l,..,r> U(*) d~n (*) = 1

La raison pour laquelle nous considérons ce modele est que pour tout u G Sm (f]), les
lois marginales de Pu sur la variable ¢, soit u(t,.) seront minorées par rj. Cette hypothese
sera necessaire pour établir par la suite une inégalité de concentration. Notons que d’apres
I’lhypothése (6.2.18), la vraie s GSm (p). Nous posons 7 = | et nous considérerons dans
toute la suite, les modéles Sm (|), pour m GTn. Ainsi, pour une partition m de Tn fixée
et pour tout u GSm (|), nous aurons que pour tout J Gm et pour tout i G{1,... ,r}:

MO > fe

Nous considérons alors I’événement :
(6.2.21) i2Zm/0») = |[v*€{l,..,r},vJIJCm/ ;JJJ >f}>

ou J Cm/ signifie que J est une réunion de segments consécutifs de rrif. La restriction
a cet événement Qmf (p) permet d’avoir, étant donnée une partition m G Tn, une forme
explicite de I'estimateur du maximum de vraisemblance sm défini par (6.2.9). En effet,
toute partition m G Tn est construite sur la partition la plus fine m/. Les segments de
la partition m sont donc des segments et des réunions de segments consécutifs de rrif.
Se placer sur I’espace Qmf (p) nous assure donc que pour tout J G m, Nj(i)/\J\ > f,

vVt G{1,... ,r}.

Commencons la preuve du théoréme 6.2.1. Nous nous plagons sur I’événement Qmf (p)
et nous cherchons a calculer le risque de I'estimateur S.

Pour une partition m GTU nous introduisons la projection de s sur le modele Sm (]) au
sens de la fonction de perte défini pour tout u GSm (|) par (6.2.12). Cette projection est
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noté sm et est définie par :

sm = argmin I (s, u)

_ EE(li/SrnoI"n/|s (1) e

(6.2.22) = J""SJ(Z) Hjxi.
JEto =1

D’aprés la définition de la partition rh donnée en (6.2.15), du critére pénalisé donné en
(6.2.14), et I'expression de I’estimateur sm donnée en (6.2.9), nous obtenons la suite d’in-
égalités suivante :

(6.2.23) Vm GTn 7'(s) + pen (rd) < 7' (sO) + pen(m) ~ 7' (sm) + pen(m).

De plus, d’aprés la définition de la fonction de perte donnée en (6.2.10), nous avons que :

Es[7'(5) - /(«)]
I(s>m) + Es [7'(&) - 7;(sm)] .

1(8,9)

En notant 7' le contraste empirique recentré, défini pour tout u GS’T](§) par:
7'(u) = y'(u) - E3[tT«)],

et en en remaniant les inégalités (6.2.23), nous obtenons la majoration de la perte de
I’estimateur pénalisé suivante :

(6.2.24) I(s,s) < I(s,sm)+ 7;(sm) - 7;(S) + pen(m) -pen(m).

Nous aimerions choisir une fonction de pénalité qui compense le terme 7ir(sm) —y f(s) =
7;("m) —~(¢;m)- Le point délicat tient dans le contr6le du terme y'(sm) —7'(;m) puisque
nous ne savons pas quelle est la partition m. L’idée alors est d’obtenir un contr6le uniforme
du terme 7;(sm) pour toutes les partitions m9G T n, pour qu’il puisse étre appliqué
pour m! —ih. Pour obtenir un tel contrdle, nous reprenons la démarche suivie par Massart
pour la démonstration du théoreme 6.2.2 donnée dans [48].

6.2.4.1 Pseudo-distance associée a la variance du contraste

La premiére étape consiste a trouver la renormalisation qui stabilise la quantité 7' (u) —
71(u) pour tout u G Sm (8) tout vI £ Sm>(|), et pour toute partition m, m! G Tn.
Nous définissons une pseudo-distance notée d définie sur I'espace 5(]) = Ume”*"*md)
qui est associé a la variance de la quantité considérée, appelée variance du contraste.

Nous donnons tout d’abord une majoration de la variance du contraste.
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Proposition 6*2.3. Soitu GSm (f) et uf GSmt(|), la variance du contraste est majorée
par:

vars [y(u) - y(«')] < (2r+ 1) g nJd "\ log2( in
JCm J'Gm’ i—1 VAJ'W/

Preuve.

Nous donnons tout d’abord le lemme suivant :

Lemme 6.2.4. Soit (Zt)1<t<N une suite de variables aléatoires} nous avons Uinégalité

suivante :
\ N
G zt/] < @iv+ 1) E var zt).
=1 t-i

Rappelons que pour u Gsm'{\ et uf G<8n(§),

yQ-yy = e w Eig("4)

JEm, i=1
— [H /\
D =EEE wn 1w 10" e
IEMOJEM J'€m’ i=1 \ JK)/

En appliquant le lemme 6.2.4, nous obtenons
vars[7'(u) - Y (uU)] < f~+~ E E E E var*iNIndnJ> (*]log2( .
lem0JEmJI>em>i=I o?
Nous calculons la variance du comptage AT/njnJ' (i), donné pour un J Gm en (6.2.6) :
vars [Ninjr\ji (*)] = vars E «K=*

.telndnJ’

s i) i-sj(i)].

Nous concluons en majorant la variance du comptage par :

(6.2.26) vars [Ninjnji (i)] < \I flJ n J"\.

Cette majoration permet de définir une pseudo-distance associée a la variance du
contraste.
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Définition 6.2.5. Nous définissons une pseudo-distance d sur 5(f) = Umgjn>™E8), T«*
vaut pour tout u GSm (8) etul G5n/ (8) :

(6.2.27) f(»,«)=£ £ Ine"lE lo«2(;m §) o
J*Gimi i=1

jB/ze vérifie Uinégalité suivante:

vars[y (m) - 7' («")] < (2r+ 1) d2 («, u") .

Il s’agit maintenant de relier la, pseudo-distance d a la fonction de perte .

Proposition 6.2.6. Pour s G «&Qmno(/)) et pour tout u G Sm(|), nous obtenons la relation
suivante entre la pseudo-distance d et la fonction de perte | :

d2(s, u) < (s, u).

avec
w O,

NI VECSA).

remo Jem i=1 \ w
( inj i log st (9

S “) inj si g

/E ttig JG m =1 u (i)

Preuve.

Comme nous I’avons vu dans la sous-section 6.2.2, la perte s’écrit comme une somme
de Kullback. Nous redonnons son expression :

IM = £ NA it t] ()
IEmo JEm

Nous utilisons un lemme sur I'information de Kullback énoncé par Castellan dans [18] que
nous rappelons.

Lemme 6.2.7. Soient p et g deux densités de probabilités sur x contre la mesure 1. en
notant f —log fj nous obtenons:

f ilAef) pdn *"K{p,q) ; /2 (1 vef) pdp,.

152



Chapitre 5. Détection de ruptures dans la distribution marginale

Nous appliquons ce résultat aux densités sj (.) et ui (.) en considérant I’hypothése sur
s donnée en (6.2.18) et pour tout u G<8n(|). Nous obtenons la majoration suivante :

&)<3 E E 1> nJi*<*(s), Glop

I £ ttig JEm

Ce qui conclut la démonstrastion de la proposition.

Pour tout ulG Smi (8), nous définissons les deux notions suivantes :
(6.2.28) wm>(u') = [d(s,sm)+ d(s,u’)}2+ ybhs
ou ymt sera choisi plus tard, et

Vo= sp LI gr@mlL

Reprenons I'inégalité de départ concernant la perte de I’estimateur pénalisé s donnée en
(6.2.24). Nous pouvons alors écrire I’inégalité suivante:

(6.2.29) I (s, ®i) ~ -, AT) “TATT (N BpCT(77)  pCTI (772)

».2.4.2 Inégalité de concentration

Dans une seconde étape, nous cherchons a voir si la quantité Vmt est proche de son
espérance pour toute partition m! G Tn. Nous appliquons une version de Massart [48] de
I'inégalité de Talagrand qui permet d’obtenir une inégalité exponentielle de concentration
conduisant a un contréle de Vm>autour de son espérance. Nous donnons tout d’abord le
résultat que nous avons obtenu, puis la preuve dans laquelle nous rappelons I’'inégalité de
Talagrand revisité.

Proposition s .. .. . Soit m1GTn et Vm>défini par:

(6.2 30) Vi = 3 7 7 e
(i) K)
Alors
(6.2.31) P (Vm>>h Es[Vm3+ k2 [y/vx y~} + bx y“?]) < exp (-*),

pour k\ et k2 des constantes positives et pour tout x >, , et avec

(6.2.32) 6 :[k:g )

et
3r
(6.2.33) V- T
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Preuve*
Nous rappelons tout d’abord I'inégalité donnée dans [48] que nous allons utiliser.
Théoreme 6.2.9. Soient X i,... n variables aléatoires indépendantes et identique-

ment distribuées a valeurs dans Vespace S. Soit T une famille finie de fonctions mesurables
sur E telle que ||//joo ” br< oo pour tout f € T . Soient

i
Z—sUp > \xt

t=1
et
vf= sup E
fer EW
Alors
(6.2.34) P(z >k1E(Z) + k2(y"x +b'x" ™ exp—x pour tout x > 0,

ou k\ et &2 sont des constantes positives.

Pour appliquer ce théoréme, nous remanions Vmi.

Nous définissons pour tout J Gm, JrGmteti G{1,... ,r}

623  Njn=(M)= £ o E irnanarmi= ¢ £ 2qreips

I1£mo I£mo teJnJ'nd
le comptage N jnjt (i) recentré. D’aprés I’'expression de sm donnée en (6.2.22) et |*%galité
(6.2.25), nous avons pour tout v! GSmi (8) Iégalité suivante :
(6.2.36) y'{u’) -f(sm)= £ ¢™M'ndn/(0 log (YW ) »
+ odEM = 7w |

En définissant pour tout / Gmo, J Gm,J' Gm' ett GJ1HJ D/,

rSj Qi
N z=EVE)e .
¢=l Vv
nous pouvons réécrire Vhy sous la forme suivante :
[ | S e CEjtemtIw ejnjnl ZIr j\t |
U qp L Eem

ufe>"n1(:
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Pour obtenir les constantes bf et vfdu théoréme 6.2.9, nous cherchons & majorer respecti-
21

vement ., .5y CLES s/Gmo  Eme yem' tej'njnl Vum W) )

« Puisque V! G Sm/ (8), et d’aprés I’expression de wm>(U!) donnée en (6.2.28), nous
obtenons la majoration suivante :

. 1 T
Zikt g 1)
W= (u”) x|
« En reprenant la méme démarche que dans la démonstration de la majoration de la

variance du contraste donnée dans la proposition 6.2.3 et d’aprés I’expression de d
donnée en (6.2.27), nous avons :

Zr
E
i IEEOEnEmNeJ%ni wm>(u’)
\Zi,,
E E E E var« ’rw

=—iem0Jem J'em’teJ'nJni L m'v

(2r+ 1) Z)jem Siej'njn/ l°g2 (jJiffi))

€
w

(2r+ Hd2(u',sm)
wm> iu')
D’aprés I’expression de wmi (V!) donnée en (6.2.28), nous obtenons la majoration
suivante :

4 (2r \)d2(v!,sm)
e ee €  umw [d2{u’,sm)+ yAY

IEm0Jem J’em" tEj'njnl
En utilisant I'inégalité suivante :
2a/3 < a2+ iR Va,/?,
nous obtenons

s EEE E (|"y):  “0°

I€Em0Jem J'em'teJ'nJdnl

Nous prenons

U b A 0
2 J 2
am i3m

avec bet Vv les constantes données respectivement en (6.2.32) et (6.2.33), et nous obtenons
par (6.2.34) I'inégalité (6.2.31).
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6.2.4.3 Calcul de E (Vm/)

La troisieme étape consiste a calculer un majorant de Ea[vim/].

D’apres les expressions de Vmi et du contraste données respectivement en (6.2.30) et
(6.2.36), nous écrivons Vmi sous la forme suivante :
Y' Njnd* (0 yAJHJI\j~Csj (i
Vm>- sup J ( , y J (}:\ J (I)
u'€Sm(8) uem /Gra NIn, J\ Wm>g ul;

En utilisant I’inégalité de Cauchy-Schwarz, nous obtenons la majoration de I’espérance de
Vmt suivante :

Ea[vn]
iVir 02 "

C E : sup v-' v LI Sj%
\iem & i1 DA 25 a1 v (]9 (Y

D aprés les expressions de d et de wmi données respectivement en (6.2.27) et (6.2.28), et
comme précédemment, nous avons :

Es[vm. ]
E oy NI Gy g d?{V,
\JemJ’em‘ =1 pniy €&em'(f)vV  [2« Sm)+ yéﬂl2
e iv,, 2
2yw IGZ[Em AL /nJ

Par I'inégalité de Jensen, nous obtenons
Es [Vm>]
1 Njnj' (i)2

Es VANEVAN .
2ym\ | JendEmt= NI

1 E E E t;ar8[iVjnj' (*)]
2ym\ jgmorEm g 1IN

Or
vars[Njnji (] = ~ i;ars[iV/ninJ' ()] >
IEmo

et nous obtenons la majoration de Es[VIJ] suivante :

(6.2.37) Es\Wm]<j£-(Vh + VW ).
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6.2AA Majoration du risque

Pour la derniére étape, nous cherchons a controler le risque de I’estimateur pénalisé.

Etant donné £, nous posons x = xmt + f ol d’aprés le théoréme 6.2.2, (xm)meMn es®
une famille de poids telle que :

£ e~-Xm< S < +oo0.
mCTn

Nous définissons I’événement suivant :
A= jvm' GTn,Vm>< hAC-y-} (>/M + VI”*1) + k2 A Dyj t Kxm' +

ou b et t; sont donnés respectivement en (6.2.32) et (6.2.33). D’apreés les inégalités (6.2.31)
et (6.2.37), cet événement est de probabilité supérieure a 1 —Ee- :

P@{fi*)=1- P (Ql) >1- £ e“*»'-*>1- Se~(.
ml

Sur pour tout m* £ Tn, Vm>est majoré par :
vm<< (\MH +\/M ) +h (y/v(xm>+C)y~} + b(xm, + yj) 1
Posons
Hm' —2A  Ki*Y (vIH + vW ) + *2y/v(xmi+ 0 + y/k2b(xm>+ £)

alors sur I
VAUTIL Vm'62»,

et I'inégalité (6.2.29) devient
/(s,s) < Z(s, sm) + A’ 1ix?to(5) - pen(m) + pen(ra).
En remplacant 2 (5) par son expression donnée en (6.2.28), nous obtenons
I(s,s) <I(s,sm)+ K~x|[d(s, sm)+ d(s,s)]2+ yk - pen(m) +pen(m).
En utilisant I'inégalité suivante
(6.2.38) Yn(3>0 [a+/3)2<2(a2+ (),
et la relation entre d et la perte | donnée dans la proposition 6.2.6, nous obtenons

[d(s, sm) + d(s, $)]2 < 2 [d2(s, sm) + d2(s, S)] < 2c(p) [/(s, sm) + /(s, s)],
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ouc(p) 4

D autre part, en utilisant de nouveau deux fois I'inégalité (6.2.38), nous obtenons la ma-
joration de y\ suivante :

y\ < 8K 2 KPMm\ + KIMm\ + k2(xrh + (,){y/k*V + Vb)'

Donc sur Qg, la perte de I'estimateur pénalisé est majorée par :
(6.2.39)  I(s,s) < Hs,smy(1+ ~ )

+ MP()s) + 8K o+ KA(XA+E)(y/Iw + Vb)2
— pen(m) + pen(m) + AKK\r\m\.

Nous cherchons a définir les poids Xm. Nous considérons que toutes les partitions possibles
au pire sont visitées. Comme dans le cadre de la détection de ruptures dans la moyenne
étudié au chapitre 1 (section 2.4), en prenant Xm comme une fonction de la dimension,

nous avons
n
E o — N2 e XDE{m £ ™n,|H = D}
mefn D=1
« e~Xx r D
D-1
D=1

Il suffit donc de prendre

:H (u H*,) Vra G Tn,

et nous avons E < 1.

En subtituant alors les poids Xh dans I’'inégalité (6.2.39) et d’aprés les constantes bet v
obtenues et données respectivement en (6.2.32) et (6.2.33), nous obtenons

9
(* ZCK(p | (a, 5] &2sm rlin

,112 n

+ rirai <8Kk2 ol + ( log
rg(p \'m

2
[ 2\
+16KKk2 1, 4 fo& . + AKk\

. 3 N
—pen(m) +pen(m) + 4Kk\r\m\ + 8Kk2rC /|T log " Di -
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D’apres la forme de la fonction de pénalité donnée en (6.2.19), si nous choisissons

2¢{p) 1 +C)
K= c-1

Kx= 8Kk2 M*'ngd

K2 = 2K x+ 4Kkj,

et

alors nous avons

2 2C
j+cC 1 ANlos™ A+C + Pen(m) + 4KKkjr\m\ + rKxt.

En remarquant que AKk\r\m\ ~ pen(m), nous obtenons la majoration suivante :

ol N1 epiD) -+t
Dou
I{s,s) < CI(s,sm)+ (1-fC)pen(m)+ ~ ~~ rKiC.
En intégrant, nous obtenons
Es[l{s,s)] » Cl{s,sm)+ (1+ C)pen{m)+ (L +C)r"S.
Ce qui conclue la démonstration du théoreme 6.2.1.

Cette majoration est obtenu sur I’événement iim/ (/>) donnée en (6.2.21). Nous cher-
chons maintenant & évaluer la probabilité de cet événement. Nous allons nous intéresser
plus particulierement a la probabilité de son événement complémentaire.

6.2.4.5 Contrdle de P (i2m/ (py)

En remaniant I’événement Qmf (/?)c, nous cherchons a contrdler pour J C rrif et i =
1,... ,r, la quantité suivante :

«M - E 1'n<%(!).

IEmo

C’est une somme de variables aléatoires indépendantes et I'inégalité de Bernstein permet
de contrdler ce type de somme.

159



Chapitre 5. Détection de ruptures dans la distribution marginale

Lemme 6.2.10. SOt Iberermtﬂnf(g cEfin paurp \arfiat (6.2.18) e

s2m (P)= jv* € {1,.., r}, VICFfI/; N. () >

| edste ure aodante stridenernt positive Ftelle gue la taille cuiplus petit
segwmole(?J1 partition my \éifie e PLe et

Tn} Jinf. I > T log2(n),
daspourtot a> o, il edse ue cargate Cr, a1 > o teleqe

Rpm )<~ =—"

Preuve.

Tout d’abord, en écrivant pour tout J C m/, \J\ = YhemOouU ~ Par I’hypothése
sur s donnée en (6.2.18), nous obtenons la suite d’inégalités suivante :

P(n.(eY) < Y Y. **(n](0<£*>(l §) £ 1/nJ

2=1jQmf ' lemoO

<E E ~A™0-E /03 g9 E I'nj| 5]

2—1JQmf \% /Cmo I1£mo
< EE p(’\(o E unj| */(»)>! e \mJ\SI(I))
¢=1JQmf I£Emo /Grno

Nous rappelons I’inégalité de concentration de Bernstein que nous allons utiliser.

Corollaire 6.2.11, it e g N. gt Xi,... ,.Xnn vanades déetares Ir[HH’da’tes
Qyposars il eqsteobsreelspmtlfseetctelsqﬁmrw k> 2

(6.2.40) E AX ilA -acke\

<=1

Soit N= oo [xr—£7(xt)], daspourtad X o,
P(81>X)<exp 2(e>jrze>()
Remarque 6.12. 9 lesvaridde Xt st boréss, W\ < B, dars Ihypahese (6.2.40) est

vérifiée avec

= E E(Xt) et c= 6'/3.
t=1
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Nous fixons J C n] et | G{ 1, r}. Pour évaluer

Nia B [Ing| *(e)>! E UnJ|S|(|)j

y /Gm0

nous appliquons le corollaire précédent avec U—l e—Yhenlk F J| s/(i) et en posant
X—t X~gmo 171« | S] (i) Nous obtenons la majoration suivante :

(WJ(O E Unj|s/(t)>| IJnJ|5/(*)]

x\ 2
«expf IUI::i"U.nyl*'«)
2(JJ|Qmo|7**J|S(*)'r6 laro 17~ J (0 )
/14 HEMO | /njsicry

<exp --
2 (1+¢)

’\e>§o\ll_é E \inJ\si(0

Soit I 1a taille du plus petit segment de la partition n et rappelons que [ vérifie
(6.2.18), alors nous obtenons la majoration suivante :

E E ~(%(0- E UnJK(*)>" E I/nJls/i*))

=1 JCrrif y /6mo iEmo

< r\nfi2 exp Tm/ p)

< r-yZ[) exp (-C i P,

my

avec C= 9.

Prenons Tm > F log2 (n), nous en déduisons que sous réserve que CTp> 1, il existe
une constante U(F. p, a, r) telle que

p (a», M c¢) « C(rma,r).

pour d> 0.
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La contrainte sur la taille du plus petit segment de la partition la plus fine mj don-
née en (6.2.17) dans le théoréme (6.2.1) permet d’obtenir un contrdle de la probabilité
P {y"'if (p)°)s Cette probabilité tend vers 0 quand n tend vers I’infini. Le risque entre S
et son estimateur S donné en (6.2.20) est donc calculé sur I'événement Qmf (p) dont la
probabilité est proche de 1 lorsque N est grand.

Sur le complémentaire, nous pouvons montrer que ES 1 (s, s) 1Qmf (p)c est majoré par
une quantité qui est asymptotiquement négligeable devant la borne majorante du risque
de I’'estimateur obtenu et donnée en (6.2.20). En effet, par I'inégalité de Cauchy-Schwarz,
nous avons

Es 1tn ) o AERS [V G AL m @t p)o ™

Or en remarquant que |/(s, w)] < rn\og(2/p) pour tout u G Sm(~) et d’aprés le lemme
6.2.10, nous avons la majoration suivante :

) r\og (2/p)C{p,T, a r)1/2n
Es I(S,S) tnro/(p)c £ qa/2

En prenant, a > 2, ce terme est donc négligeable comparé a la borne supérieure proposée
dans (6.2.20).

6.3 Cas de dépendance markovienne d’ordre 1

Nous supposons maintenant que sur chaque segment de la partition mo, les Yt sont
généreés selon une chaine de Markov homogéne d’ordre 1. Dans la mesure ou ce modele sera
utilisé lors des applications effectuées dans le chapitre suivant, nous donnons les notions
théoriques nécessaires a I’application, comme le contraste, I’'estimateur du maximum de
vraisemblance et le théoréme qui donne la forme de la pénalité. Nous présentons les points
de difficultés rencontrés par rapport au modeéle indépendant et donnons les solutions envi-
sageées.

M odeéle, contraste, estimateur du minimum de contraste et perte

Nous considérons Y\ ,YZ ,Yn, n variables aléatoires a valeurs dans I’ensemble y =
{1,... ,r} ou r > 2. Nous supposons que ces variables sont générées selon une chaine
de Markov homogene par morceaux: il existe une partition mo de {l,...,n} telle que la
transition et la loi initiale de la chaine sont constantes sur chacun des segments de cette
partition. Pour tout segment | G mo, nous supposons que

e (~/)lgmo es™une suite de variables indépendantes.

* Yj —{YDtEi est une chaine de markov de matrice irréductible et apériodique de
distribution initiale 7r/ et de transition Sj.
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+ la chaine Y] est stationnaire.

Nous écrivons S sous la forme :

S: <(ij)1
IEmOi,j=1

et I’objectif est d’estimer S par une méthode de sélection de modéle.

Pour tout partition m de {1,... ,n}, nous donnons successivement le modéle associé a
m, la vraisemblance, le contraste, I’'estimateur du minimum de contraste et enfin la perte :

Nous définissons le modéle associé a la partition m par :

u-~ Yljem uj{hp) M

Sm — = avec uj(i,j)>0,vlIGm, V(i,j) G{1,... ,r}2

| et U (A den (9 = 1
oonn=U{1,n}xU{1,r}xC{1,r}

Soit U G $mr nous notons Pula loi de Y —(Yi,..., Yn) associée a U. Nous considérons
que les lois stationnaires sont des parametres nuisibles et nous travaillons alors avec
la vraisemblance partielle suivante :

(6.3.41) Vi(Yli...,yn-u) = 1111 sj(hj)NjGij)
JEmM ij=1
ou Nj (i,j) = £ £ I{*-1= . Yt=j} 1
t-ieJtej
Pour J Gm et (i,j) G{1,... ,r}2, Nj (i,j) représente le comptage du nombre de i

suivi de | dans le segment J.

« Comme dans la section précédent, nous considérons un contraste sur Smdéfini par :

Y (u) 7(po) = -iog[v'(yll..y,;t0]

- £ £ Nj(i,j)log[sj(i.j)].

JEm ¢j=1

(6.3.42)

En considérant que s et a sont construit sur la méme partition plus fine que mo et
que m

m! i Ino
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nous avons que

_ ] L /Stfi,i)'
y -y (i)=E E E Ninj»j)log Uj{hi),

e Notons Nj (i,+) = Ej=i -Wj (hj)- L’estimateur de Sdu minimum de contraste
sur Sm est I’'estimateur du maximum de vraisemblance défini par-:

NI (=3) A

6.3.43 Sm = £ £ .
( ) \NJ o« 1)/

W)-
« Nous définissons la perte | pour tout u G Sm par :

Is,u) = J E E  \mj\si(i,j) log (*f a) -
1£mo JEm i,j=I \

Résultat principal

Nous avons obtenu le théoréme suivant de majoration du risque de I’'estimateur pénalisé.

Theorem 6.3.1. Soit Tn V ensemble des partitions de {1, ..,n} construite sur une parti-
tion dite la plus fine mj telle que la taille Tmf du plus petit segment de mj vérifie:

rn]' =riog2 («)
pour T constante absolue.

Supposons qu’il existe une constante strictement positive p telle que pour tout I G mo et
tout (i,j) e {1,... ,r}2

si (i,j) > p.

Il existe des constantes K\ et dépendantes de p et de r, telles si nous choisissons pour
toutm GTn

pen (m) = \m\ (k xlog + 72,

alors en choisissant Vestimateur pénalisé suivant

m = argmin {7'(sm)+ pen (m)},
meFn
ets — sm?

nous disposons de la majoration suivante du risque de Vestimateur pénalisé s

Es[I{s,s)] < Ci(p) micnsfn j(ucinsfm I(s,u) + pen(m)J\ + C2(r, p).
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Idées de preuve

Le probleme principal qui se pose est que nous ne disposons pas d’inégalité de concentration
pour le contrdle de Vm>défini par :

Vm®— _SUp ) <If K >m)J\:]|>'

u,€§’>th | v («|)

autour de son espérance quand Y est une chaine de Markov homogéne d’ordre 1. Pour
palier a ce manque, I’idée est de procéder en deux étapes : la premiére consiste a chercher
un contrdle de la probabilité P (yf(ii) — (uf) > X) par une inégalité exponentielle. Et la
seconde est d’obtenir le passage au supremum. Nous donnons les solutions envisagées pour
ces deux calculs ainsi que pour le calcul de deux autres quantités.

. Majoration de la variance de j f(u) —7*(u!) pour v! G Sn/(f) et U G Gn(§) »
le calcul de cette quantité se réduit au calcul du terme suivant pour | Gmo, K Gmet
(*\i) € {1,-,r}2

Si |
varq EiV/f (*.i log (,_
-jEm \ ij

Il fait intervenir le calcul de la variance du comptage iVjnj (hj)  celui de la covariance des
deux comptages Nmj {hj) et NjnK (hj) pour tout segment K > J. La notation K > J
indique que le segment K a pour support des indices supérieurs aux indices du support de J
sur la séquence. Pour obtenir un calcul des deux termes, nous pouvons utiliser I’ergodicité
uniforme de la chaine de Markov : les transitions pi convergent sur chaque segment / vers
sa loi invariante 7Tj avec une vitesse qui est le rayon spectrale de la matrice de transition
symétrisée pjpi (résultat de Fill énoncé dans le livre de Duflo [24]). La majoration de la
variance du contraste permettra de définir, comme dans le cas indépendant, une pseudo-
distance d2.

» Contrble de P (7' () —7' (u") > X) pour ufG et U G5m(|) : pour obtenir
ce contréle, nous pouvons reprendre la démarche suivie par Lezaud [46] qui propose une
inéglité de concentration dans le cadre des chaines de Markov stationnaire irréversible.

. Inégalité de concentration pour sup < YU Y(OI : |e passage au supre-
u'€Smpe) 1 Wn,{U) J
mum s’obtient & I’aide d’une technique de chainage.

« Calcul de P ~2m/ (§)C) : la quantité Nj(i,j) n’est pas une somme de variables

aléatoires indépendantes et donc I’'inégalité de Bernstein (comme vu dans la section précé-
dente) ne peut étre appliquée. Pour obtenir I'indépendence a J fixé, I'idée est de se placer
sur les segments 1f)J =£0, 1 Gmo et de conditionner par le nombre comptage de i sur cha-
cun des segments. En effet, Nj (i,j) = J2iemONjni (hj) conditionnellemt aux Njni (s\ +)
pour tout I G mo, est une somme de variables aléatoires indépendantes.
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Chapitre 7

Applications au génome

7.1 Introduction

7.1.1 Présentation du probléme

Ce dernier chapitre est consacré a la recherche de régions homogenes dans des séquences
d’ADN.

Une séquence d’ADN est constituée de bases ou nucléotides codées par les 4 lettres :
A pour adénine, G pour guanine, T pour thymine et C pour cytosine. Cet enchainement
constitue le message génétique permettant a la cellule de fonctionner selon le programme
de I’espéce. Les séquences d’ADN sont formées de régions aux fonctions biologiques déter-
minées comme par exemple un gene, une zone codante ou une zone non-codante. L’iden-
tification de ces régions permet aux biologistes de comprendre la structure de la séquence
étudiée. A cause de la taille importante des séquences qui peut atteindre plusieurs mil-
liards de paires de bases (ftp), les biologistes sont a la recherche de méthodes statistiques
permettant cette identification. Selon I’'analyse de séquences simples, il existe a I’intérieur
d’une région biologiquement déterminée, une stabilité en fréquence des différentes bases.
Du point de vue du statisticien, il s’agit de choisir un modéle qui prenne en compte cette
réalité biologique, et de I'utiliser pour délimiter les régions, dites homogeénes, de la séquence
étudiée.

Une séquence d’ADN de longueur n est représentée par une suite Yi,... ,Yn de n
variables aléatoires ou Yt est a valeurs dans I’alphabet de I’ADN {A,C, G,T}. Le modéle
le plus simple consiste a supposer que :

* les variables Yt sont indépendantes,

» la séquence est composée de segments tels que la distribution des variables Yt sur
chaque segment est la méme et difféere d’un segment a l'autre.
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Nous I’appelons le modéle indépendant.

Le probléme de segmentation des séquences d’ADN a déja une longue histoire. Braun
et Muller [12] dresse un état de I’art des différents modéles issus du modéle simple et des
méthodes, appelées méthodes de segmentation. La plupart de ces modeles sont fondées sur
une hypothese supplémentaire par rapport au modéle simple, une hypothése d’hétérogé-
néité notée :

(H) . les différents segments de la séquence peuvent étre classés dans un ensemble
d’états, et la distribution des variables Yt dépend de I’état dans lequel elles se situent.

Ces états, dits états cachés, sont décrits par une suite sous-jacente aux observations. Les
auteurs qui ont étudié ce modéle sont nombreux. Parmi ceux qui supposent qu’il existe
plusieurs segments, Fu et. al [26] estime la position des segments par maximum de vrai-
semblance. lls font les hypothése suivantes : il n’existe que deux états cachés possibles et
les distributions dans chaque état ainsi que le nombre segments sont supposés connus.

Si le nombre, la taille des segment et les distributions dans chaque état sont inconnus, le
probléeme devient plus complexe. Churchill [20], Boys et al [56] et Mdri [52] considérent
un modeéle de chaines de Markov cachées : la suite sous-jacente aux observations est une
chaines de Markov d’ordre 1 a espace d’états fini et fixé mais qui peut é&tre supérieur a
deux. lls estiment la distribution de la suite sous-jacente conditionnellement aux observa-
tions et les distributions des variables Yt dans chaque état par un algorithme EM. Ce qui
permet I’identification des régions homogenes et de les classer dans un nombre fini d *états.
Mdari [52] étend les résultats au cas ou la suite des variables Yt est une chaine de Markov
de différents ordres sur chaque segment et propose de plus une estimation par méthodes
de Monte Carlo par chaines de Markov (MCMC).

Cette hypothése d’hétérogénéité (H) contraint la segmentation de la séquence. Pour ces
approches, la compléxité tient dans le modele lui-méme.

Si I'hypothése d’hétérogénéité (H) n’est pas prise en compte, le modéle est un modele
plus simple (par exemple, le modele indépendant), et le probleme de segmentation des
séquences d’ADN peut s’inscrire dans un probléme de détection de ruptures multiples : les
ruptures correspondent aux bornes des segments, i.e. aux changements dans la distribu-
tion des variables Yt. Le probléme consiste alors a déterminer le nombre de ruptures qui
existent dans la séquence et a les localiser. Pour résoudre ce probléme, plusieurs approches
apparaissent dans la littérature : un algorithme séquentiel de test basé sur un calcul d’en-
tropie (Olivier et al [36]) ou basé sur le rapport de vraisemblance (algorithme proposé
dans Braun et Miller [12]). Dans une autre approche, Braun et al [11] proposent d’estimer
tous les instants de ruptures par un critere de quasi-déviance pénalisé, critére de Schwarz
modifié. lls obtiennent des résultats de consistance pour I’estimateur des ruptures et du
nombre de ruptures. En pratique, la pénalité est calibrée par simulations de telle sorte que
le nombre de ruptures estimé soit proche du vrai nombre de ruptures.

Dans la section 6.2 du chapitre précédent, nous proposons une méthode d’estimation
d’une fonction s définie par I’équation (6.2.2) dont les coefficients sont :

si(i) = P(Yt=1i) VEG/, | GmOetiGy = {1,..., r}
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Dans le cadre des séquences d’ADN, puisque Yt est a valeurs dans I’alphabet {A,C, G, T},
nous prenons y = {1,2,3,4}. Donc r = 4 dans tous les résultats théoriques obtenus. Le
probléme est posé en terme de partitions : les segments de la séquence sont les segments
d’une partition ra0. Sur chaque segment / G m0, la distribution de probabilité des variables
Yt est s/(.). L’estimation de s donne alors I’estimation de la meilleure partition et des
distributions des variables Yt sur chaque segment de cette partition.

Comme Braun et. al [11], nous estimons s par un critére pénalisé qui est I'opposé de la
log-vraisemblance pénalisée. La complexité de ces deux approches se situe non pas dans le
modele mais dans la collection de partitions que nous considérons. Notre approche differe
de celle de Braun et al en deux points : c’est une approche non asymptotique dont le but
n’est pas d’estimer tous les instants de ruptures (la vraie partition) mais de sélectionner
I’estimateur de s qui a le plus petit risque, défini pour un estimateur noté sm par I’équation
(6.2.13). Le théoreme 6.2.1 donne la forme de la pénalité pour laquelle nous obtenons un
contrble du risque de I’estimateur final défini en (6.2.20). Et c’est dans cette fonction de
pénalité que se trouve la complexité de la collection de partitions. Pour obtenir ce résultat
théorique, nous avons supposé que la distribution sur chaque segment est “proche” de la
distribution uniforme sur {1,2,3,4}. Ceci nous a permis de supposer I’existence de p > 0
tel que

P(Yt=1i)>p VIiG/,/ GmOeti Gy = {1,2,3,4},

C’est I'hypothése donnée par I’équation (6.2.18).

Dans la section 6.3 du chapitre précédent, nous avons étendu nos résultats au cas plus
complexe suivant : sur chaque segment / G nous supposons que la suite de variables
Y* Yj = (Yt)tci est une chaine de Markov d’ordre 1stationnaire, et que les suites (Y/)/€mo
sont des suites indépendantes. Nous I’appelons le modeéle markovien. Dans ce modéle,
nous ne prenons pas en compte la méme information que dans le modele indépendant, ainsi
la détection de ruptures pourra étre différente et révéler d’autres fonctions biologiques.

7.1.2 Algorithme

Comme pour la détection de ruptures multiples dans la moyenne par sélection de mo-
déle, la méthode requiert la visite de toutes les partitions possible de la grille {1,... ,n}.
Si I’échantillon observé est trés grand, comme c’est le cas des séquences d’ADN, I'implé-
mentation de cette méthode est impossible.

Nous proposons d’adapter I'algorithme hybride mis en oeuvre pour la détection de
ruptures multiples de moyenne sur des signaux Gaussiens de trés grandes tailles et présenté
dans le chapitre 5. Il consiste a réduire de facon significative la collection de partitions avant
d’appliquer la méthode. Pour appliquer I'algorithme hybride dans le cadre des séquences
d’ADN, il suffit de changer le contraste empirique et la fonction de pénalité par ceux
obtenus dans ce cadre. Le contraste empirique, noté 7', est définie dans le cas indépendant
(resp. le cas markovien) par I’équation (6.2.8) (resp. I’équation (6.3.42)). La forme de la
fonction de pénalité est la méme dans les deux cas. Elle est donnée en (6.2.19). Nous
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rappelons succintement les trois étapes de I’algorithme hybride et donnons les paramétres
que nous avons choisi pour I’application :

1. Dans la premiére étape, nous appliquons tout d’abord I’algorithme CART qui construit
une sous-collection de partitions La partition sélectionnée est ensuite celle
qui minimise sur cette sous-collection le critere défini par :

iy'(sm) + A\m\,

ou SMest I'estimateur du minimum de contraste pour la partition M défini par
I’équation (6.2.9) (resp. (6.3.43)) et /? est obtenu par la méthode heuristique (cf la
sous-section 5.6.2 du chapitre 5).

Pour I"application de I’algorithme CART sur les deux séquences etudiées, nous fixons
la taille minimale de découpe a Irm: 1000, ce qui est largement raisonnable par
rapport a la taille moyenne des génes présents dans les séquences. Pour des applica-
tions supplémentaires sur des extraits de séquences, nous réduisons ce parametre a

InM= s00.

2. Si DCest la dimension de la partition sélectionnée par la premiére étape, nous ex-
trayons de I’arbre maximal construit par CART, I’arbre de dimension 4 x D La
partition associée représente une nouvelle grille.

3. Dans la derniére étape, nous appliquons la méthode sur la nouvelle grille par un
algorithme appelée algorithme de recherche exhaustive. Nous choisissons la meilleure
partition IMa I’aide d’un critére pénalisé définie par :

Y (Sm) Hoen(m),

ou la fonction de pénalité est définie sous la forme générale par :

[H’(m: \m (Kilog (ynj) + k2

Les valeurs optimales des constantes K\ et Ko ne sont pas accessible théoriqguement.
Nous pouvons voir S défini par (6.2.2) comme un histogramme contre la mesure /n
donnée en (6.2.4). Nous supposons alors que la fonction de pénalité est proportion-
nelle & celle calibrée par Birgé et Rozenholc [9] dans le cadre de I’estimation de densité
par histogrammes par une méthode de sélection de modeéle. Pour toute partition IM
de Mn, la fonction de pénalité est définie par :

(7.1.1) pen(m)

N

n
aAM ~log + %51

2Wr)H

ou Nest la taille de I’échantillon observé et A une constante strictement positive.
L’estimation de dest ensuite obtenue par la méthode heuristique.
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Remarque. Il seraitintéressant de calibrer les constantes K\ et K2 de fagon optimale
en suivant la méme procédure que celle proposée dans le chapitre 3. En pratique, si les
séquences observées sont trés grandes, le log n présent dans la fonction de pénalité
est prédominant et une pénalité uniquement proportionnelle a la dimension de la
partition pourrait étre envisagée.

La mise en oeuvre de cet algorithme a été réalisé par le logiciel Matlab.

Dans la section 7.2, nous présentons les résultats de I’application de I’algorithme hybride
sur la bactérie B.subtilis et dans la section 7.3 sur le bactériophage Lambda. Pour ces
deux applications, nous nous intéressons particulierement au cas ou les variables Yt sont
dépendantes : nous considérons le modele markovien. Nous le comparons ensuite au modéle
indépendant.

7.2 Recherche des régions homogenes de la bactérie B.subtilis

La séquence complete de la bactérie Bacillus Subtilis comporte 4214630 bp. L’institut
Pasteur a publié sur le réseau informatique, les données de cette bactérie (http://genolist.pasteur.fr),
ainsi qu’une description tres précise de la localisation et de la fonction des génes présents.

Dans cette section, nous appliquons I’algorithme hybride revisité sur un extrait de la
séquence de longueur 200000 bp : plus précisément, nous I’étudions des bases allant de 1 a
200000.

7.2.1 Résultats pour le modele markovien

Nous décrivons les résultats obtenus au cours des trois étapes de I’algorithme :

1. La partition de dimension 13 est sélectionnée. Les ruptures associées sont: 9722,
14800, 30294, 35533, 90504, 101200, 117104, 144656, 158486, 160859, 176325 et
194718.

2. L’arbre de dimension v x 13 = 56 est extrait de I’arbre maximal construit par CART
et forme une nouvelle grille de ruptures potentielles.

3. L’algorithme de recherche exhaustive est appliqué sur la nouvelle grille. Le graphe
de (/n(D), 7n(<6E>)) pour D = 1,... ,56 et la fonction XwLi 1] son” respec-
tivement représentés a gauche et a droite de la Figure 7.1. La partition finale est de
dimension 12. Elle est représentée sur la Figure 7.2 avec la séquence observée, ses
génes et leurs fonctions (cf 1égende). Pour une meilleure lecture graphique, la région

associée au segment k de la partition finale, est indiquée par le numéro k encadré
(cf 7.2). Les deux ruptures, localisées en 144656 et 158486 et sélectionnées par la
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premiére étape ne sont pets retenues par cette derniere étape, et une nouvelle rupture
est sélectionnée (150287).

2 1 1 1 1 1 L
j
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~ \ i 1
|
ZE_ \ 40- !

- 1
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211 10 - ( —_

5 » 5 9 5 H &
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Fig. 7.1: (fn(D)4j n(sD)) pour D - 1,... ,56 (a gauche) et AT[aia<t] (a droite) ol
le symbole  correspond a 2a.

La premiére remarque face a ce résultat est que la méthode sélectionne une partition
qui ne coupe presque jamais de génes. En effet, nous remarquons que seul le gene sigH
localisé entre les instants de ruptures 116597 et 117250 est coupé au 2/3 de sa longueur. Ce
qui est tout a fait encourageant. Les ruptures qui n’ont pas été retenues dans la sélection
finale (144656 et 158486) coupent respectivement les génes secY et gerD, alors que la
nouvelle rupture (150287) ne coupe pas de génes (cf Figure 7.2).
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Fig. 7.2: Régions homogénes déetectées sur la bactérie B. subtilis. Les fleches indiquent le
sens de transcription des génes.
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nom des génes coordonnées description

gyrA 6993..9455 DNA gyrase (sous-unité A)

rrnO —165 9809.. 11361 ribosomal RNA-16S

rrnO —55 14690.. 14801 ribosomal RNA-5S

yaac 14848..15792 inconnu; similaire aux protéines inconnues
guaB 15913..17376 inosine-monophosphaste dehydrogenase
rrnA —165 30277..31829 ribosomal RNA-16S

rrnA —55 35235..35346 ribosomal RNA-5S

csfB 35529..35720 géne transcrit sigma-F

lysS 88724..90220 lysyl-tRNA synthetase

rrnJ —165 90533..92085 ribosomal RNA-16S

rrnj —235 92251..95178 ribosomal RNA-23S

trnJ —Ala 96143..96218 transfert RNA-Ala

rrnW —165 96389..97941 ribosomal RNA-16S

rrnwW —235 98107..101034 ribosomal RNA-23S

rrnwW - 55 101090..101205 ribosomal RNA-5S

sigH 116597..117250 facteur stationnaire-phase sigma
rplQ 149951..150310 protéine ribosomale L17 (BL15); inconnu, similaire to ABC
kbaA 159181..159774 signalant le passage a la sporulation
rrnl —165 160892..162443 ribosomal RNA-16S

rrnl —235 162609..165534 ribosomal RNA-23S

rrnl —55 165590..165705 ribosomal RNA-5S

trnl —Ala 166252.. 166327 transfert RNA-Ala

rrnH —165 166498..168051 ribosomal RNA-16S

rrnH —235 168217..171140 ribosomal RNA-23S

rrnH - 55 171196..171307 ribosomal RNA-5S

rrnG —165 171497..173046 ribosomal RNA-16S

rrnG —235 173213..176140 ribosomal RNA-23S

rrnG —55 176196..176307 ribosomal RNA-5S

ybaR 177082..178515 inconnu

trnSL —Tyrl 194447..194531 transfert RNA-Tyr

sigw 194838..195398 RNA polymerase;facteur sigma de type ECF

Fig. 7.3: Description de certains génes, de la bactérie B. subtilis.

Dans les tableaux 7.4 et 7.1, nous donnons respectivement les estimations des lois
stationnaires et des probabilités de transitions sur chaque segment. Les probabilités per-
mettant de dégager les caractéristiques particuliéres des régions sont représentées en gras
dans les deux tableaux. De plus, la localisation précise des genes et leurs fonctions sont
données dans le tableau 7.3.
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T A G G T iy A C G T
0.3220 0.1997 0.2214 0.2570 0.2580 0.2284 0.3078 0.2058

3 A C G T *74 A C G T
0.3029 0.1871 0.2310 0.2790 0.2628 0.227Q 0.3039 0.2063

A 7 G T nie A C G T
0.3134 0.1866 0.2398 0.2601 0.2602 0.2256 0.3031 0.2111

7 G G T & A C G T
0.3162 0.1813 0.2455 0.2570 0.3083 0.1966 0.2273 0.2678

Kls A C G T *7io > C G T
0.2926 0.1868 0.2307 0.2899 0.2637 0.2242 0.3020 0.2101

n A C G T T2 4 C G T
0.2478 0.2082 0.2345 0.3094 0.3181 0.1971 0.2446 0.2402

Fig. 7.4: Estimation des lois stationnaires sur chacune des régions détectées de la bactérie
B. subtilis entre les instants 1 et 200000.

Pii A G G T P/2 A C G T

4 0.3691 0.1793 0.2001  0.2515 A 0.2832 0.2115 0.3366 0.1687
G 0.3364 0.1819 0.2411  0.2406 c 0.2252 0.2735 0.2728  0.2235
G 0.3620  0.2147 0.2077  0.2156 G 0.2745 0.2079 0.3007  0.2169
T 0.2169  0.2261  0.2445 0.3125 T 0.2383 0.2306 0.3158  0.2153
PH A G G T Pl A G G T

A 0.3878 0.1379 0.2082  0.2661 A 0.2929 0.2078 0.3314 0.1679
c 0.3056 0.1707 0.2318  0.2918 G 0.2246 0.2767  0.2708  0.2279
G 0.3093  0.2548 0.2104  0.2255 G 0.2758 0.2067 0.3034  0.2142
T 0.2036  0.1953  0.2723 0.3288 T 0.2479 0.2257 0.3062  0.2202
Pis A G G T Pis A G G T

A 0.3708 0.1520 0.2203  0.2570 A 0.2893 0.2066 0.3291 0.1750
o) 0.3301 0.1656 0.2481  0.2561 o 0.2293 0.2716  0.2745  0.2247
G 0.3489 0.2359 02202 0.1950 G 0.2739 0.2042 0.3020  0.2199
T 0.1997  0.1981 0.2754 0.3268 T 0.2378 0.2303 0.3034  0.2285
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Ph A o) G T Pis A C G T

A 0.3584 0.1484 0.2409  0.2524 A 0.3947 0.1911 0.1922 0.2220
C 0.3458 0.1575 0.2452  0.2515 C 0.2858  0.1547  0.2593  0.3002
G 0.3542  0.2228 0.2323 0.1908 G 0.3094 0.2162 02020 0.2723
T 0.2072  0.1987 0.2643 0.3298 T 0.2243  0.2169  0.2656  0.2931
Pl A C G T Pho A c G T

A 0.3495 0.1497 0.2218  0.2790 A 0.2943 0.2062 0.3261 0.1734
C 0.3180 0.1742 0.2167 0.2911 C 0.2267 0.2717  0.2766  0.2250
G 0.3104 0.2337 0.2386 0.2173 G 0.2786 0.2034 0.2996  0.2184
T 0.2046  0.1948  0.2425 0.3580 T 0.2434 0.2255 0.3025 0.2286
Phi A c G T Pi12 A C G T

A 0.3205 0.1406 0.2179 0.3210 A 0.3774 0.1690 0.2107  0.2429
C 0.2624  0.2217  0.2339  0.2820 C 0.3256 0.1748 0.2699  0.2296
G 0.2740  0.2740 0.2114  0.2406 G 0.3455 0.2471 02200 0.1875
T 0.1599  0.2033 0.2659 0.3708 T 0.2057  0.2009 0.2939 0.2994

Tab. 7.1: Estimation des probabilités de transition sur chacune des régions détectées de la
bactérie B. subtilis entre les instants 1 et 200000.

Nous remarquons une similitude entre certaines des régions détectées. Deux groupes
caractéristiques se dégagent nettement :

» Les régions 2, 4, 6 et 10 présentent une méme composition des bases. Tout d’abord,
elles sont trés riches en G et pauvres en T. L’estimation des transitions des bases
permet d’apporter une caractérisation supplémentaire : nous pouvons observer une
richesse en GG, TG et AG et une pauvreté en AT. Le tableau 7.3 montre que les
genes appartenant a ces régions sont des génes spécifiant des ARN ribosomiques et
des ARN de transfert.

e Lesrégions 1, 3,5, 7, 8,9 et 12 sont trés riches en A et pauvres en C. Plus précisément,
elles sont caractérisées par une grande richesse en AA, GA, CA et TT et une pauvreté
en CC et AC. Ceci est particulierement net pour les régions 1, 5et 7.

Seule la région 11 se détache de ces deux compositions en bases. Cette région est composée
de genes de fonctions différentes mais dont le sens de transcription va de droite a gauche
(sauf 2, cf Figure 7.2), sens opposé au reste des genes présents dans la séquence. Ce qui
peut expliquer sa composition différente.

En conclusion, la méthode détecte bien les régions composées de génes codants pour
YARN ribosomiques (ARNr, présent dans les ribosomes) entrecoupés de genes codants pour
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VARN transfert (ARNt). Avec I’ARN messager (ARNmMm), ils sont les trois type fondamen-
taux d’ARN. llIs interviennent dans la phase de traduction de la synthése des protéines,
avec des fonctions différentes. Il serait bien sir intéressant de confronter ces résultats aux
avis des biologistes.

Dans le but d’affiner la détection, nous réitérons la procédure sur chacune des régions
détectées. Seule une rupture se dégage de cette étude : la région 9 se sépare en deux au
niveau de I'instant 158504 (proche de la rupture retenue par I’algorithme CART et non
retenue par la recherche exhaustive). Néanmoins, deux résultats ont retenus notre attention.
Ils sont exposés dans la section suivante.

7.2.2 Application sur deux régions détectées

Nous avons décidé de “zoomer” sur deux des régions détectées : la région entre les ins-
tants 90505 et 101200, et celle entre les instants 160860 et 176325. Pour ces deux régions,
la partition sélectionnée est de dimension 1, c’est-a-dire sans ruptures. Cependant, nous
observons un méme phénomene : dans la suite des dimensions (A')«=i,...,/C? un saut impor-
tant de dimensions est repéré juste aprés la dimension 1. Par exemple, pour la premiére
région, la suite des dimensions passe de la dimension 8 a la dimension 1. En considérant la
partition la plus proche au sens de a (i.e. la partition associé au a* le plus proche de a),
nous sélectionnons aussi la partition de dimension 8. Pour la seconde région considérée,
nous sélectionnons de la méme facon, la partition de dimension 11. Les partitions sont
représentées respectivement sur les Figures 7.5 et 7.6.

Ces Figures montrent que les partitions sélectionnées menent a une délimitation tres
nette des génes codants pour des ARN ribosomiques.

A titre d’indication, nous donnons |’estimation des lois stationnaires et des probabi-
lités de transition sur chacune des régions détectées entre les instants 160860 et 176325
respectivement dans les tableaux 7.7 et 7.2.
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Fig. 7.5: Régions homogenes détectées sur la bactérie B. subtilis entre les instants 90505
et 101200. Les fleches indiquent le sens de transcription des genes.
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Fig. 7.6: Régions homogenes détectées sur la bactérie B. subtilis entre les instants 160860
et 176325. Les fleches indiguent le sens de transcription des genes.
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T A c G T 2 A C G T
0.2624 0.2255 0.3091  0.2030 0.2687 0.1642 0.1343 0.4328

73 A c G T tt/4 A4 C G T
0.2281 0.2281 0.2773  0.2664 0.4397 0.1277 0.1418 0.2908

=1 c G T nié A C £ T

0.2487 0.2347 0.3157 0.2009 0.3249 0.1726 0.1675 0.3350

7y A C G T C G T
0.2644 0.2267 0.3104 0.1985 0.4200 0.1200 0.1400 0.3200

w9 A C G T niio A C G T
0.2503 0.2324 0.3155 0.2018 0.3249 0.1726 0.1675 0.3350

TTn 4 C G T

0.2643 0.2262 0.3111 0.1985

FIG. 7.7: Estimation des lois stationnaires sur chacune des régions détectées de la bactérie
B. subtilis entre les instants 160860 et 176325.

Pli A C G T P/2 A C G T

A 0.2911 0.2069 0.3328 0.1693 A 02222 02222 0.1667 0.3889
C 0.2224 0.2728 0.2804  0.2443 c 0.4545  0.0909 0 0.4545
G 0.2788 0.2039 0.3037 0.2136 G 0.5556 0 0 0.4444
T 0.2450 0.2302 0.3178 0.2070 T 0.1429 0.1786 0.2143 0.4643
o3 A C G T PU A o G T

A 0.2169 0.1386 0.3735 0.2711 A 0.5738 0.1803 0.1311 0.1148
C 0.2335 0.2635 0.2695 0.2335 C 0.4444 01111 01111 0.3333
G 0.2217 0.2512 0.3054 0.2217 G 0.4000 01000 0.1000 0.4000
T 0.2410 0.2513 0.1692 0.3385 T 0.2683 0.0488 0.1951 0.4878
o A C G T Ple A C G T

A 0.2795 0.2615 0.3077 0.1513 A 0.3175 0.2063 0.2063 0.2698
C 0.2418 0.2364 0.3071 0.2147 c 0.3235 0.1765 0.1471  0.3529
G 0.2470  0.2206 0.3057 0.2267 G 0.4242 0 02121 0.2267
T 02222 02222 0.3524 2032 T 0.2879 02121 01212 0.3788
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Pl: A C G T PU A C G T

A 0.2924 0.1892 0.3489 0.1695 A 0.5323 0.1935 0.1290 0.1452
C 0.2074 0.3047 0.2704 0.2175 C 0.5000 0.0556 0.1111 0.3333
G 0.2926  0.1964 0.3030 0.2079 G 0.3810 1429 0.0476  0.4286
T 0.2484 0.2353 0.3154 0.2010 T 0.2708 0.0417 0.2083 0.4792
Ph A C G T Pho A C G T

A 0.2781 0.2602 0.3087 0.1531 A 0.3175 0.2063 0.2063 0.2698
C 0.2473  0.2280 0.3077 0.2170 C 0.3235 0.1765 0.1471 0.3529
G 0.2475 0.2211 0.3043 0.2272 G 0.4242 0 0.2121  0.3636
T 0.2247 0.2215 0.3513 0.2025 T 0.2879 0.2121 0.1212 0.3788

Phi A C G T

A 0.2930 0.1856 0.3529  0.1685
0.2068 0.3024 0.2710 0.2197
0.2918 0.1994 0.3022 0.2066
0.2488 0.2358 0.3138 0.2016

- ® O

Tab. 7.2: Estimation des probabilités de transition sur chacune des régions détectées de la
bactérie B. subtilis entre les instants 160860 et 176325,

7.2.3 Comparaison avec le modéle indépendant

Nous avons appliqué I’algorithme hybride en supposant I'indépendance des bases. Dans
ce cas, le contraste a une expression plus simple et I'algorithme est bien plus simple a mettre
en oeuvre. La partition sélectionnée est de dimension 11. Les ruptures associées sont : 9713,
14834, 30295, 35366, 90538, 101234, 158486,160860, 176133 €t 194695. La localisation des
ruptures est proche de celle obtenue dans le modéle markovien. Seule la rupture 158486 non
retenue dans le modéle markovien est ici conservé. Par contre, la rupture 117104 détectée
dans le modéle markovien n’apparait pas ici.

En conclusion, le modele markovien n’apporte pas d’informations supplémentaires sur
la séquence étudiée par rapport au modéle indépendant. Deux résultats intéressants se
dégagent de cette étude :

1. le modele markovien permet de détecter des ruptures dans la loi des

2. sur cet exemple, il n’existe pas de ruptures dans les probabilités de transition.
] serait intéressant par la suite d’augmenter I’ordre de la chaine de Markov, et plus
particulierement de considérer le modéle ou la suite des variables Y* sur chaque segment

est une chaine de Markov d’ordre 2. Les biologistes sont en effet intéressés par ce type de
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modele qui prend en compte la dépendance de 3 bases successives : il pourrait permettre
de révéler des parties codantes, par exemple les codons qui sont des trinucléotides traduits
en acides aminés pour constituer les protéines.

7.3 Recherche des régions homogénes du bactériophage Lambda

Dans cette section, nous appliquons I’algorithme hybride sur le bactériophage lambda
complet qui comporte 48502 bp. Les données sont disponibles sur le site http://www.infobiogen.fr.
Nous nous plagons tout d’abord dans le modéle markovien.

7.3,1 Résultats pour le modéle markovien

Nous effectuons la méme étude que précédemment :

1. La partition de dimension 8 est sélectionnée. Les ruptures associées sont respective-
ment : 20018, 20652, 21633, 22605, 27829, 37955 et 46526.

2. L’arbre de dimension v x 8 = 32 est extrait de I’arbre maximal.

3. L’algorithme de recherche exhaustive est appliqué sur la nouvelle grille. Le graphe
de (/n(D), jn(sD)) pour D = 1,... ,32 et la fonction Y/ =i 1] sont respec-
tivement représentés a gauche et a droite sur la Figure 7.8. La partition finale est
de dimension 7. La rupture 21633 a été retirée de la partition précédente. La parti-
tion finale est représentée en Figure 7.9 et une partie de la carte génétique du phage
lambda y est ajoutée.

La premiere caractéristique biologique qui se dégage des régions détectées est que ces
régions contiennent uniquement des genes ayant un méme sens de transcription. Dans les
tableaux 7.10 et 7.11, nous donnons respectivement les estimations des lois stationnaires et
des probabilités de transition sur chacune des régions détectées. Les probabilités permettant
de dégager les caractéristiques particulieres des régions obtenues sont indiquées en gras sur
ces tableaux. Les régions présentent des compositions en bases différentes. Par exemple, la
région 1 est riche en CG et TG et pauvre en TA, CT et GT, la région 5 est richeen TT
et AT et pauvre en TA et AC. Néanmoins, certains profils particuliers, ainsi que certaines
similitudes se dégagent :

» Deux régions présentent une composition en bases extrémement riche : la région 2 et
4. Toutes les probabilités de transition sont a prendre en considération.
La région 4 présente une grande richesse en %A et %T et une pauvreté en iC et iG
quelque soit i G {A,C, G, T}. La région 7 présente en grande majorité ce méme
profil.
La région 2 est riche en ¢A, iG, jC et jG et pauvre en (C, (T, jA et jT pour
ie{A,C} etie{G,T}.
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Fig.7.8: (fn(D),-yn(8D)) pour D - 1,... ,32 (& gauche) et A]l[ai,al+][ (a droite) ou
le symbole -. correspond a 2a.

» Les régions 3 et 6 sont caractérisées par une richesse en AA, CA et TG mais ne
présentent pas la méme pauvreté de bases.

D’apres le graphe de la fonction YliLi A'i[ai,aj+1]) la valeur de 24&, il peut étre inté-
ressant de considérer les deux partitions les plus proches au sens de a : celles de dimension
5 et 8. Pour la partition de dimension 8, I'instant de rupture 174 est ajoutée.

Des similitudes existent avec les résultats obtenus par Mri [52] sur cette séquence
dans le modele M\ —M\ (les bases sont générées selon une chaine de Markov d’ordre 1) ou
I’espace d’états de la chaine de Markov cachée est de dimension 3. Par exemple, la région
1 et la région 6 se dégagent des deux études.

7.3.2 Comparaison avec le modele indépendant

Nous avons appliqué I'algorithme hybride en supposant I'indépendance des bases. La
partition sélectionnée est de dimension 5. Les ruptures associées sont : 22547, 27830, 38005
et 46529. La partition la plus proche au sens de a est la partition de dimensions 7. Les
deux ruptures supplémentaires sont 20011 et 20920. Nous retrouvons des ruptures proches
de celles sélectionnées dans le modéle markovien. Nous concluons au mémes résultats que
pour la bactérie B.subtilis.

Nous observons une concordance avec les résultats obtenus par Braun et. al [11] sous
I’hypothése d’indépendance. Dans le papier de Braun et Muller [12], les différentes mé-
thodes de segmentation présentées sont appliquées sur le bactériophage Lambda.
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Fig. 7.9: Régions homogénes détectées sur le phage lambda et comparaison avec la carte
génétique du phage lambda. Les fleches indiquent le sens de transcription des genes.

A c G T m A c G T
0.2268 0.2520 0.3169 0.2043 02697 0.3060 0.3123 0.1120
w3 A c G T A c G T
0.2698 0.2386 0.2709 0.2207 02919 0.1817 0.1761 0.3503
A c G T Vie A c G T
0.2474 0.2369 0.2144 0.3013 0.2956 0.2273 0.2598 0.2172

0.2697 0.1817 0.2176 0.3310

Fig. 7.10: Estimation des lois stationnaires sur chacune des régions détectées du phage
lambda complet.
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Pli A C G T Pl2 A C G T

A 0.2603  0.2484  0.2594 0.2319 A 0.3706  0.1882 0.3294 0.1118

C 0.2462  0.2381 0.3330 0.1828 C 0.3505 0.1753 0.3557 0.1186

G 0.2403  0.2888 0.2806  0.1903 G 0.1919 0.4545 0.2273 0.1263

T 0.1451 0.2162 0.4168  0.2219 T 0.0141 0.5352 0.3944 0.0563
Pi3 A Cc G T Pia A C G T

A 0.3207 0.2524 0.1935  0.2334 A 0.3370  0.1495 0.1692  0.3443

C 0.3283 0.2103 0.2768 0.1845 C 0.3298 0.1728 0.1465 0.3509

G 0.2405 0.2784 0.2784 0.2027 G 0.2837 0.2272 0.1772  0.3120

T 0.1810 0.2042 0.3503  0.2645 T 0.2389 0.1903 0.1963 0.3745

Pi 5 A C G T Pis A C G T

A 0.2883  0.1773 0.1969 0.3375 A 0.3453  0.2044 0.2174 0.2328
C 0.2980 0.2301  0.1972  0.2747 C 0.3154 0.1931 0.2784 0.2131
G 0.2464 0.2893  0.2004  0.2639 G 0.2910 0.2797 0.2375 0.1917
T 0.1747  0.2540 0.2520 0.3192 T 0.2132 0.2309  0.3249  0.2309

Pl7 A C G T

0.3152 0.1689 0.1764 0.3396
0.3036 0.1978 0.2256  0.2730
0.2867 0.1958 0.1841 0.3333
0.2034 0.1728 0.2691 0.3547

- ® O >

Fig. 7.11: Estimation des probabilités de transition sur chacune des régions détectées du
phage lambda complet.
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